
 

用于光子计数单像素成像的去块状采样网络

熊乙宁，鄢秋荣*，祝志太，蔡源鹏，杨耀铭

(南昌大学 信息工程学院，江西 南昌 330031)

摘　要：将光子计数技术和单像素成像结合，能实现高灵敏、低成本的光子计数成像，但存在采样时间

和重建时间长的问题。基于深度学习的压缩采样和重建网络，将去除偏置和激活函数的全连接层作为

测量矩阵，通过从数据中学得高效的测量矩阵和避免传统迭代算法带来的巨大计算量，实现了更快、更

高质量的图像重建。但利用全连接层进行高分辨图像的分块压缩感知时，重建图像会产生块状效应。

针对该问题提出了重叠分块采样网络 (Os_net)、嵌套采样网络 (Ns_net)、卷积采样网络 (Cs_net) 等三种

方法以取代全连接层采样。在重建网络的设计中，使用线性映射网络对图像进行重建，设计实验结果

表明 Cs_net 的去块状化效果最好。将 Cs_net 二值化后应用于光子计数单像素成像系统，实验结果表

明 Cs_net 除块状化明显优于传统算法 TVAL3，且 Cs_net 在重建质量上也同样取得了较好的效果。
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Deblocking sampling network for photon counting
single-pixel imaging
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Abstract:   Combining  photon  counting  technology  with  single-pixel  imaging  can  achieve  highly  sensitive  and
low cost  photon counting  imaging,  but  there  are  problems of  long sampling time and long reconstruction  time.
The compressed sampling and reconstruction network, which is based on deep learning, uses the fully connected
layer  without  the  offset  and  activation  function  as  the  measurement  matrix,  achieves  faster  and  higher  quality
image  reconstruction  by  learning  efficient  measurement  matrices  from the  data  and  avoids  the  huge  amount  of
calculation caused by traditional iterative algorithms. However, when the fully connected layer is used for block
compression sensing of high-resolution images, the reconstructed image will produce block artifact. In response to
this problem, overlapping block sampling network (Os_net), nested sampling network (Ns_net), and convolution
sampling  network  (Cs_net)  were  proposed:  to  replace  fully  connected  layer  sampling.  In  the  design  of  the
reconstructed network, the images were reconstructed by using a linear mapping network. The design experiment
shows that Cs_net has the best deblocking effect. After Cs_net binarization is applied to a photon counting single-
pixel imaging system, the experiment results show that Cs_net de-blocking effect is significantly better than the
traditional algorithm TVAL3, and Cs_net has also achieved good results on the reconstruction quality.
Key words:   block-compressed  sensing;         block  artifact;         photon  counting  technology;         single-photon

compression imaging;      deep learning
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0    引　言

单像素成像 (Single Pixel Imaging, SPI)是利用点

探测器实现物体成像的技术，基于压缩感知理论的单

像素成像方法由 Takhar D等人首次提出[1]，在数字微

镜 (Digital Micromirror Device, DMD)上加载一系列掩

膜对光学图像进行调制，调制后的光强由无空间分辨

的点探测器进行探测，然后利用所测光强和掩膜对应

的测量矩阵重建图像。若采用单光子探测器作为点

探测器，则可以将单像素成像与光子计数技术相结

合，实现光子计数单像素成像 [2−4]。该方法有两个主

要优点：一是仅使用点探测器就可以实现二维光子计

数成像，与阵列探测器相比成本较低、分辨率高，特别

是在红外、太赫兹[5] 等特殊波段；二是单像素计数压

缩成像系统中的点探测器可以同时收集多个像素的

光强，成像灵敏度超过所采用的探测器本身的灵敏度

的极限 [6]。因此光子计数单像素成像在生物医学诊

断、天文、光谱测量等超弱光成像检测中具有广泛的

应用前景[7−9]。

目前的单像素成像系统的采样和重建主要有三

种方法：一是先利用随机测量矩阵或正交固定矩阵进

行欠采样，然后再利用迭代算法进行图像重建。常用

测量矩阵有高斯测量矩阵[10]、伯努利测量矩阵[11]、拓

普利兹矩阵 [12]、哈达玛矩阵和部分的随机傅里叶矩

阵[13]，重建算法有正交匹配追踪 (Orthogonal Matching

Pursuit,  OMP)[14]、正规化正交匹配追踪 (Regularized

Orthogonal Matching Pursuit, ROMP)[15] 和全变分增广

拉格朗日交替方向算法 (Total  variation  Augmented

Lagrangian  Alternating  Direction  Algorithm,  TVAL3)[16]

等。由于测量次数远小于图像像素数时要通过优化

求解不确定性问题来重建图像，需要耗费大量的时间

进行迭代运算。二是同样使用高斯随机测量矩阵或

正交固定矩阵进行欠采样，利用基于深度学习的压缩

重建网络进行图像重建。训练后权重固定的重建网

络从低维采样值拟合映射到高维的图像，可避免上述

传统迭代算法带来的大量计算，从而实现快速重建。

深 度 学 习 压 缩 重 建 网 络 有 SDA[17]、 RconNet[18]、

DR2_net  [19]、 ISTA-Net[20] 等。 2018年，C.  F.  Higham

等率先将卷积自编码网络用于经过线性采集的图像

的重构，该方法具有比压缩感知 (Compressed Sensing,

CS)理论常用重构算法更短的重建时间，并且能够在

超低采样率的情况下实现更清晰的重构图像 [21]。

2019年，中国科学院上海光学精密机械研究所的司徒

国海等提出了一种应用于鬼成像的端对端的深度学

习方法，该方法将图像与处理过的掩膜相乘得到仿真

数据用于神经网络的训练[22]。2020年，笔者课题组的

李冰提出了 Bsr2-Net网络进行图片重建，并与传统算

法 TVAL3进行对比，研究结果表明，使用深度学习方

法测量重建的方法无论在成像质量上还是重建时间

上都表现的更好 [23]。三是使用采样和重建集成的深

度学习网络。2020年，笔者课题组的管焰秋提出了一

种采样和重建集成的残差编解码网络 SRIED_Net用

于光子计数单像素成像，网络由采样子网络、初步重

建网络和深度重建网络组成，采样子网络为网络的第

一层，是一个二值化全连接层，并将其训练成二进制

的测量矩阵直接加载到数字微镜阵列上以实现高效

压缩采样，除第一层外的其余网络用于快速重建，获

得了更好的重建性能[24]。

虽然采样和重建集成网络获得了更好的效果，但

在进行高分辨图像成像时，由于高维度下的全连接层

测量矩阵参数量成指数性增长，巨大的参数量会使得

训练时的迭代极为困难且容易使模型过拟合。基于

分块压缩感知理论，可以将一张高分辨率图像切割成

若干张维度较小的子图，再分别独立采样重建，最后

拼合恢复成原始大图，从而大大缩短了重建时间和节

约了重建成本。事实上，大多数对图像的压缩感知算

法都是这样做的，如 ReconNet[18]、DR2_net[19] 等算法。

但是，基于分块压缩感知理论的分块处理方法在处理

图像时也存在问题。由于对高分辨率图像切割时破

坏了原始图片的连续线性，同时各子块独立重建时存

在不同程度的失真。因此在最后拼合的重建图片上，

子图与子图之间会存在明显的分界线，即产生块状化

效应，并且块状化效应在越低的测量率下越明显。块

状化效应不会体现在一些经典的图像质量评估的指

标上，如 PSNR和 SSIM，但却十分影响观感体验。一

些去噪算法 (如 BM3 D)可以适当地减少块状化效应

产生的影响，对子图边缘的高频分量进行衰减，但同

时可能去除一些重要的信息和引入一些冗余的信息。
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针对该问题，文中提出了三种去块状化的采样子

网络：一是针对重构图像在块与块交界位置处产生像素

的不规则跳变提出了重叠分块采样网络 (Overlapping

sampling network, Os_net)；二是受子像素卷积启发提

出了嵌套采样网络 (Nested sampling network, Ns_net)；

三是利用卷积的权值共享特性提出了卷积采样网络

(Convolutional sampling network, Cs_net)。设计实验对

三种采样网络进行了比较，并在光子计数单像素成像

系统上进行了验证。 

1    光子计数单像素成像系统

1 024×768

13.78 μm×13.78 μm

搭建的光子计数单像素成像系统示意图如图 1

所示。LED(CREE Q5)发出的散射光经过平行光管后

变成平行光。平行光透过衰减片 (LOPF-25 C-405)和

光阑 (APID25-1)后，成为单光子水平的极微弱的平行

光束。物体被微弱平行光照射后，经成像透镜汇聚于

数字微镜器件 (Digital Micromirror Device, DMD)上。

DMD(T1:0.7 XGA12°DDR DMD)是一种电寻址空间

光调制器件，其镜面由 个可单独控制偏转

的微镜组成，每个微镜的大小均为 。

为了实现“开”和“关”的空间光调制，微镜分别对应控

制翻转+12°和−12°。微镜翻转+12°时经过调制的空间

光信号反射至聚焦透镜 (OLBQ25.4-050)。汇聚了多

个像素的光强透过光电倍增管 (Photomultiplier Tube,

PMT)输出一个个离散脉冲至接收器。工作在光子计

数模式下单光子点探测器 PMT(H10682-110)可以实

现调制光强的量化，光子脉冲的计数代表光强。微镜

翻转−12°时将照射在其上的光反射至系统光路外。

笔者设计了现场可编程门阵列 (Field Programmable

Gate Array, FPGA)的同步控制电路，可将二值矩阵加

载至 DMD，并同步记录光电倍增管 PMT输出的离散

脉冲个数。通过 USB将 FPGA记录的光子计数值发

送到计算机重建目标图像。 

2    去块状化重建网络
 

2.1   分块重叠采样网络 (Os_net)

i

Xi ∈ RN×N

DR2_net是把整副高分辨率大图分块成同尺寸的

无重叠的子图像，对每个同等规模的子图像使用一致

尺寸的观测矩阵进行采样和重构[19]，造成了对含有更

多信息量图片的欠采样和信息量少图片的过采样，使

重构图像在块与块交界位置处产生像素的不规则跳

变。针对该算法的缺陷，笔者提出了 Os_net进行重叠

分块采样。在 Os_net中要对于输入的第 个原始图片

进行重叠分割。

S

n×n

如图 2所示，需要按照步长 来对原始图片进行

移动切割成多个 大小的图像块，为了确保原始图

片信息全部保留，在切割之前需调整图片的尺寸，调

整方式见公式 (1)和公式 (2)。然后对调整完成的图

像进行重叠切割，记子图像的个数为 R，见公式 (3)。

pad_h = S − [(N −n)%S ] (1)

H = N + pad_h (2)

R =
(H−n

S
+1
)2

(3)

N pad_h

S
n
2
⩽ S < n H

式中： 为原始图片大小； 为原始图片需填充的

长度； 表示切割移动的步长， ； 为调整后

图像块的大小。

1×m

xi ∈ R1×m

yr
i ∈ R1×r

将处理好的分割后的图像块作为重叠采样网络

(Os-net)的输入，并将其拉伸成维度为 的列向

量。拉伸后的图像 经过第一层全连接层进行

采样，得到采样值 ：

yr
i = xiW1 (4)

 

Light

Object
Imaging

lens

DMD

Focu
sin

g

le
ns

PM
T

matrix

Computer

FPGA

Measurement

vector

Binarized fully

connected layer

Measurement

图 1  光子计数单像素成像系统原理图

Fig.1  Schematic  diagram  of  photon  counting  single  pixel  imaging

system 
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W1 ∈ Rm×r yr
i r式中： 为权值矩阵； 即为采样值； 为采样

次数。

xr
i ∈ R1×m

网络中的第二层全连接层为图像重建网络，采样

值经第二层全连接层可得到重构图像 ：

xr
i = yr

i W2 (5)

yr
i xr

i W2 ∈ Rr×m

m = 1 024

式中： ~ 的映射为线性映射； 为权值矩阵，

此处令 。

该网络通过两个全连接层分别构成了编码

(encode)和解码 (decode)两个部分，编码部分完成图

像的重叠采样，解码部分完成图像的重建。为了获得

最终输出高分辨率图像，先将子图像按切割顺序依次

拼接，其次对拼接后的图像行和列重叠的部分求取平

均值。Os_net在重叠区域进行重复采样，增加了采样

次数，故对于整副大图而言，其整体采样率与输入网

络中的小块图像采样率不同，二者之间的数量关系如下：

mr =
r
n2

(6)

MR =
R× r
N2

(7)

联立公式 (1) 、(2)、 (3)、(6)可得：

MR =
{N −n+2S − [(N −n)%S ]}2×n2×mr

S 2×N2
(8)

mr MR式中： 为子图像的采样率； 为整张图片的采

样率。 

2.2   嵌套采样网络 (Ns_net)

2016年，Shi Wenzhe提出了子像素卷积，实现了

N ×N
N2

4
2×2

N
2
× N

2
N = 64

32×32

1×m xi ∈ R1×m

yr
i ∈ R1×r

xr
i ∈ R1×m xr

i 32×32

从低分辨率到高分辨率的映射过程 [25]，与需要填补

0来扩展信息的反卷积相比，子像素卷积充分利用了

图像的先验信息。受子像素卷积启发，笔者提出了

Ns_net网络。该网络是先通过嵌套切割，从高分辨率

的原始图片中提取四个均含有部分原始图片信息的

子图像，即将大小为 的原始图片等分为 个

的像素块，然后依次提取每个像素块的左上角、

右上角、左下角、右下角的像素点排列组合成 4个

的图像块，如图 3所示。这里令 ，经过嵌

套切割后得到 4个 的子图像。将这些子图像

拉伸成 大小的图像 输入全连接层，完成

压缩采样得到采样值 ，随后再将采样值输入

全 连 接 层 进 行 图 像 重 构 ， 并 输 出 重 建 图 像 块

。将 尺寸复原为 后，按照分割顺序

将 4张输出图像的像素点挨个放回原始高分辨率图

片的位置得到最终图片。

 
 

         

                          

FC

                          

FC

FC

FC

Phase 1: Down-sampling

Phase 2: Up-sampling

32×32

64×64

32×32
ryi

Nested

cutting

图 3  嵌套切割过程

Fig.3  Process of nested cutting
 

  

2.3   卷积采样网络 (Cs_net)

2018年 ， Thuong  Nguyen  Canh等 提 出 了 MS-

DCSNet，采用卷积层完成 Down-sampling的过程，该

网络使用了基于多尺度的小波变换转换图像信号，对

四个频带的小波系数进行卷积采样 [26]。卷积采样使

卷积核在不同的位置之间共享权重，实现了平移不变

性，并且能减少网络中的参数，完全可以替换全连接

层采样。图 4为笔者提出能运用在单像素压缩成像

系统中的卷积采样网络示意图。Cs_net包含两个子

 

FC

FC

N

ryi

ryi

32×32 32×32

32×3232×32

pad_h

S

Phase 1: Down-sampling

Phase 2: Up-sampling

图 2  重叠切割过程

Fig.2  Process of overlapping cutting 
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i

xi ∈ Rn×n

网络：卷积下采样子网络和卷积上采样子网络。在卷

积下采样子网络中，先用卷积核对输入的第 个图像

进行卷积采样，公式如下：

yi = Xi ∗Wα (9)

Wα m 32×32×1 yi i

2×2×m

m MR

式中： 为 个 的卷积核； 为第 个原始图

像经压缩采样后得到的采样值，维度为 。其

中， 的值与 存在密不可分的联系，数量关系如下：

MR =
4×m

64×64
×100% (10)

322×205 = 209 920

642×820 = 3 358 720

上述网络大大减少了权重的数量，降低了计算的

复杂度。在采样率为 0.2时，Cs_net的权重数量为

，而全连接采样的权重数量为

，笔者提出的网络减少了超过

90%的权重。

yi在卷积上采样子网络中，将采样值 输入网络进

行图像重建，公式如下：

Zi = yi ∗Wβ (11)

Wβ 2×2×m Zi

1×1×4 096

Zi 64×64

式中： 为 1 024个 的卷积核； 为重建后的

图像，维度为 。为了恢复至原始信号的维

度，将 维度转换成 。

 
 

Reshape

Input Output

64×64

32×32

2×2×m 1×1×4 096

2×2

64×64

Phase 1: Down-sampling

Phase 2: Up-sampling

图 4  用 Cs_net 采样和初步重建的过程

Fig.4  Process of sampling and initial reconstruction with Cs_net
 

  

3    网络训练

64×64

64×64

32×32

使用与 DR2_net[19] 一致的 91张自然图片来生成

Os_net、Ns_net和 Cs_net的训练集。在训练 Cs_net

时使用步幅 14对这些图片进行切割，得到 7 851张大

小为 的图像块作为训练集。在训练 Os_net和

Ns_net时，为了保证实验的公平性，需要保持训练集

的数量一致，因此从上述每一张 的图像中均匀

地抽取一张 的图像块，最终得到 7 851张小图

xi

作为训练集。保留提取的图像块的亮度分量作为网

络的输入 。最大迭代周期、Batch size和学习率分别

设置为 1 000、128和 0.000 1，采用 Adam优化器进行

迭代优化。损失函数采用均方差，公式如下：

Loss =
1
N

N∑
i=1

∥∥∥xr
i − xi

∥∥∥2 (12)

为了使经过训练的矩阵加载在于 DMD上，需要

对神经网络 Os_net、Ns_net和 Cs_net的第一层的浮

点型权重进行二值化。文中使用的二值化方法是基

于符号函数 Sign的确定性方法：

Wb = S ign(W1) =
{
+1 W1 ⩾ 0
−1 otherwise

(13)

W1 Wb式中： 表示浮点型权重； 表示经过二值化的权重。

然而符号函数的导数在非零时为 0，在跳跃间断

点零时不可导，显然不可进行反向传播运算，故在反

向传播时用 Htanh函数替代符号函数来进行导数修

正，具体如下：

Htanh (x) =Clip (x,−1,1) =max[−1,min(1, x)] (14) 

4    实验结果与讨论
 

4.1   不同采样算法的成像质量评估

S

256×256

此节设计了对照实验来评估上述提出的三种采

样网络、双全连接层网络 (Fc_net)和目前最先进的压

缩感知图像重建算法 TVAL3的去块状化效果。为了

确保对比实验的公平性，在 TVAL3算法重建时用经

过训练的浮点全连接层代替高斯矩阵。根据公式 (8)

所示，Os_net的采样率计算方法与其他神经网络算法

采样率不一样，其采样率随着步长 的增大而有所提

升，当步长为 31时其采样率与其他神经网络算法逼

近，为了确保公平，选取步长为 31。从数据集 Set 0中

提取了五张 的图片用于测试，以评估网络的

性能。由于峰值信噪比 (PSNR)与均方误差 (MSE)只

是基于对应像素点的误差评价，无法表现“虚假边

界”，实验结果分析过程中需同时结合视觉来衡量去

块状化效果，在此从图像“Cameraman”中选择一个

64×64的小块图像来评估不同算法去块状化的效果。

1.03 ∼ 2.36 dB

0.072 ∼ 0.11 dB 1.939 ∼ 3.846 dB 0.073 ∼

由表 1可知： Os_net的客观评价结果相比传统迭

代算法 TVAL3有 的提升，与基于深度

学习的 Fc_net、Ns_net和 Cs_net相比在重建质量

上分别有 、 和
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0.466 dB的提升。这是因为即使 Os_net步长设置为

31以逼近其他重建算法的采样率，其采样率仍会大于

其他算法，实际采样率对应为 0.019、 0.05、 0.13和

0.25，这种采样率上的差异导致了 Os_net在重建质量

上 的 提 升 。 在 采 样 率 低 至 0.015时 ， Ns_net相 比

TVAL3能产生更高质量的重建图片，但在其他采样

率下 Ns_net的重建效果逊于 TVAL3的重建效果。与

0.2 ∼ 0.4 dB

此同时，在所有采样率下 Ns_net的重建结果均弱于其

他神经网络算法的重建结果，这是因为 Ns_net打乱了

输入图片的空间规律，打断了数据集的信息连续性，

数据集的调整降低了模型训练的质量。Cs_net与

Fc_net在低采样率时 PSNR基本相同，在高采样率时

有 的差距，这可能是因为 Fc_net网络输入

子图像尺寸更小，能对每小块图像进行更精确的重建。
 
 

表 1  不同算法在不同采样率下的重建结果对比 (PSNR/dB)

Tab.1  Reconstruction results of different algorithms at different sampling rates (PSNR/dB)
 

Images Methods MR=0.015 MR=0.04 MR=0.1 MR=0.2

Bird

Tval3 13.177 13.236 14.745 13.622
Fc_net 15.269 15.612 15.784 15.858

Os_net 15.311 15.629 15.784 15.859

Ns_net 14.624 15.097 15.402 15.565

Cs_net 15.274 15.599 15.780 15.841

Cameraman

Tval3 17.437 21.698 24.492 25.927

Fc_net 20.468 22.222 24.330 26.544

Os_net 20.686 22.386 24.471 26.650

Ns_net 18.363 19.781 21.114 21.899

Cs_net 20.486 22.243 24.184 26.102

Head

Tval3 17.675 17.556 17.591 17.610

Fc_net 20.010 20.229 20.495 20.607

Os_net 20.010 20.239 20.491 20.606

Ns_net 19.525 19.878 20.120 20.240

Cs_net 20.037 20.267 20.398 20.562

Monarch

Tval3 18.228 21.353 25.283 23.860

Fc_net 18.989 22.070 25.264 28.052

Os_net 19.186 22.282 25.414 28.24

Ns_net 15.996 17.907 19.867 21.162

Cs_net 19.048 22.010 24.907 27.218

Peppers

Tval3 18.085 20.855 25.278 30.891

Fc_net 21.115 23.599 26.334 28.890

Os_net 21.207 23.672 26.404 28.965

Ns_net 18.197 20.066 21.412 22.224

Cs_net 21.189 23.56 25.955 28.269

Mean

Tval3 16.920 18.940 21.478 22.382

Fc_net 19.170 20.746 22.441 23.990

Os_net 19.280 20.842 22.513 24.064

Ns_net 17.341 18.546 19.583 20.218

Cs_net 19.207 20.736 22.245 23.598
 
 

图 5为五种重建算法重建图，从视觉效果评测五

种算法的去块状化能力。从图中可以直观地出，

Cs_net的重建图像完全没有“虚假边界”，在极低采样

率下图片轮廓也清晰可见。而 TVAL3作为先进的

CS迭代算法，在低采样率下存在明显的十字形块状

化，随着采样率的提升，在图像重建质量升高的同时，

十字形块状化也逐渐变弱，但依旧无法消除。在采样

率为 0.015和 0.04时，Fc_net重建图像块与块之间存
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在很明显的像素跳变，这是由于 Fc_net使用相同的观

测矩阵固定观测，会在图片光滑处过采样，纹理区欠

采样。Os_net在重复采样区域存在块状化，随着采样

率的提高，块状化程度比 Fc_net更轻，Os_net的重建

质量之所以优于 Fc_net，是因为 Os_net独特的采样方

式带来了其在采样率计算上的优势，使得其重建质量

更优，但其小图之间依旧存在十分明显的“虚假边

界”。Ns_net对输入图片的像素进行重排，小图之间

的棋盘效应消失，但却在每个像素之间出现了像素跳

变现象。故此得出 Cs_net相较于其他四种重建算法

具有更好的去块状化效果。Cs_net在重建质量上明

显优于 TVAL3与 Ns_net，与 Fc_net的重建质量基本

相同，但 Cs_net具有十分显著的去块状化效果。 

4.2   算法二值化后的成像质量评估

上述结果证明，五种算法中 Cs_net对去块状化有

明显优势，设计了对照实验组以验证 Cs_net在实际系

统实验中的表现。由于实际实验中 DMD只能加载二

值采样矩阵，则将 Cs_net第一层卷积层进行二值化。

为了实验公平，同时将 TVAL3中随机高斯矩阵替换

为训练过的二值矩阵，确保与 Cs_net的采样矩阵相同。

 

(a) TVAL3

(b) Fc_net

MR=0.015 MR=0.04 MR=0.1 MR=0.2

(c) Os_net

(d) Ns_net

(e) Cs_net

图 5  使用不同重建方法的重建结果，图片大小为 64×64 pixel

Fig.5  Reconstruction results using different methods, the size of pictures is 64×64 pixel 
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表 2为 TVAL3和 Cs_net的仿真结果。与表 1中

的结果对比可以看出，Cs_net二值化后的重构效果明

显逊于未二值化的重构效果。这是因为−1和 1的二

值化矩阵与浮点矩阵相比，其对特征的表达能力和拟

合能力更弱，所以二值化后的矩阵在采样时降低了网

络整体的学习能力。从表 2中可以得出：Cs_net在所

有的采样率下均优于 TVAL3算法；且在极低采样率

2.07 dB

2.102 dB

3.805 dB

下，Cs_net的优势更加明显，二者之间的差值高达

。同时，Cs_net相比于 TVAL3能更稳定地重

建出图像，随着采样率从 0.2降低至 0.015，Cs_net重

建 出 来 的 图 像 平 均 PSNR差 别 仅 为 ， 而

TVAL3平均 PSNR降低了 ，这是因为通过训

练所得的 Cs_net相比于传统的 TVAL3算法具有更好

的鲁棒性，在低采样率下也能稳定地重建图像。
 
 

表 2  不同采样率下 TVAL3 与 Cs_net 的重建结果对比 (PSNR/dB)

Tab.2  Reconstruction result of TVAL3 and Cs_net at different sampling rates (PSNR/dB)
 

Images Methods MR=0.015 MR=0.04 MR=0.1 MR=0.2

Bird
TVAL3 13.173 13.515 13.561 13.644

Cs_net 15.239 15.466 15.648 15.668

Cameraman
TVAL3 17.062 21.876 24.072 21.924

Cs_net 20.111 21.113 22.447 22.575

Head
TVAL3 17.745 17.716 18.064 19.414

Cs_net 19.764 19.89 20.189 20.247

Monarch
TVAL3 16.638 21.395 22.844 20.957

Cs_net 18.753 20.539 22.799 23.174

Peppers
TVAL3 19.695 19.908 21.930 27.399

Cs_net 20.802 21.958 23.735 23.514

Mean
TVAL3 16.863 18.882 20.094 20.668

Cs_net 18.934 19.793 20.964 21.036
 
 
 

4.3   光子计数成像系统实验

用光子计数成像系统来评估 Cs_net的消除块状

化的能力。在模拟实验中使用灰度图片作为测试图

片，在真实的系统实验中使用掩膜板作为成像目标，

该掩膜板为“组合图案”，如图 6所示。在实际实验中

采用微镜组合方案 [3]，设置整个 DMD镜的成像分辨

64 ×64 pixel 2×2率为 ，将整个 DMD镜面分成 部分，

对分辨板实现卷积采样。在实验中将 DMD的翻转频

率设置为两次/s，在对比实验中所设置的采样率分别

为 0.015、0.04、0.1和 0.2，对应不同采样率下的采样

时间为 32 s、82 s、206 s和 420 s。选择 TVAL3进行

对照实验。由于难以获得 DMD上的原始图像，故选

 

Object

(a) TVAL3

(b) Cs_net

MR=0.015 MR=0.04 MR=0.1 MR=0.2

图 6  传统算法与所提出的方法在光子计数成像系统中的结果对比

Fig.6  Comparison of the results of the traditional algorithm and the proposed method in the photon counting imaging system 
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择无参考评测指标对其性能进行评测。

由图 6可知，在所有采样率时，使用 TVAL3重构

都存在十字形块状化，而 Cs_net即使在低采样率下也

不存在“虚假边界”且重建图像的边缘分辨率更高。

从上述对照组实验中可以得出，Cs_net相比于 TVAL3

具有十分显著的去块状化效果。 

5    结　论

0.368 ∼2.071 dB

针对基于深度学习的压缩采样和重建网络利用

全连接层进行高分辨图像的分块压缩感知时，重建图

像会产生块状效应的问题，提出了 Os_net、Ns_net和

Cs_net等三种方法用以取代传统的全连接层采样。

在重建网络的设计中，使用线性映射网络对图像进行

重建。第一步，设计实验对比了 Fc_net、Os_net、Ns_net

和 Cs_net 四种采样网络，实验结果表明，Cs_net相较

于其他三种采样网络具更好的去块状化效果。第二

步，将 Cs_net进行二值化，模拟实验表明，在相同的实

验条件下二值化的 Cs_net重建质量比传统重建算法

提升了  ，紧接着将其应用于光子计数

单像素成像系统进行实际实验，结果表明，Cs_net除

块状化明显优于 TVAL3，且 Cs_net在重建质量上也

同样取得了较好的效果。
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