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摘要 本文在辨析 3种典型日内交易量预测模型—加和模型、乘积模型和分解优化模型—的理论差异

并使用中国市场数据实证检验的基础上, 提出一种新的日内交易量预测模型: 局部波动模型. 在交易

量预测和成交量加权平均价 (volume weighted average price, VWAP) 策略层面, 局部波动模型的稳定

性均优于经典的基准方法—历史滚动均值. 该模型运算速度快且可实现动态预测, 预测精度方面表现

良好, 仅不及精度最高但速度最慢的乘积模型, 且其稳健性优于乘积模型, 介于乘积模型和分解优化

模型之间. 该模型在大盘风格数据上表现较好, 且在处理频率较高的数据以及交易量波动较低的数据

上具有优势.

关键词 日内交易量预测 VWAP 策略 分解组合方法 局部波动

MSC (2020) 主题分类 60G25, 62M20, 62P05

1 引言

交易量是金融市场交易机制和价格动态结构中的关键变量之一, 可反映包括交易情形、价格波动

风险和市场流动性等在内的重要市场信息.对日内交易量结构的研究及对交易量的准确预测在波动性

度量 (如文献 [1])、流动性风险管理 (如文献 [2])、算法交易 (如文献 [3]) 和金融市场产品创新 (如文

献 [4])等方面均有广泛深入的应用. 特别是在流动性风险管理和算法交易方面应用广泛的成交量加权

平均价 (volume weighted average price, VWAP) 及其 VWAP 策略, 定义完全基于市场交易量日内结

构, 应用效果严重依赖于日内交易量的预测准确度 (参见文献 [3]).

日内交易量预测的研究思路大致可分为两类. 一类是直接将日内交易量视为整体,例如, Orchel [5]

运用支持向量机回归预测日内交易量; Iuhas [6] 使用长短期记忆 (long short-term memory, LSTM) 网

络、支持向量回归 (support vector regression, SVR)和自回归 (autoregressive, AR)模型; Huptas [7]利用
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统计方法对日内交易量结构特点进行研究, 使用 Bayes 自回归条件成交量 (autoregressive conditional

volume, ACV)模型进行预测等. 另一类可称为分解组合法. 该方法将日内交易量序列分解为不同的成

分或子序列研究, 此后通过成分或子序列的合理组合进行预测. Lo 等 [8] 最先运用投资组合理论研究

交易量,将资本资产定价模型 (capital asset pricing model, CAPM)思想运用于对股票交易量的分析与

建模; Bialkowski等 [3] 也通过 CAPM思想对日内交易量建模,将日内交易量分解为由一个不可观测的

公共因子决定的市场成分和剩余的特殊成分之和; Brownlees 等 [9] 引入乘积误差模型 (multiplicative

error model, MEM),将日内交易量分解为日间成分、日内周期成分、日内非周期成分和剩余误差之积;

Humphery [10] 使用特定的线性回归模型, 通过 “动态 VWAP 方法” 将交易量分解为历史部分和偏差

项; Satish 等 [11] 同时将原始交易量序列及同时间不同日期的交易量序列作为研究对象, 给出了 3 个

预测值, 再通过它们的线性组合进一步优化给出了最终预测值; Chen 等 [12] 采用乘积误差模型的对数

形式, 使用 Kalman 滤波估计参数和进行预测; Markov 等 [13] 针对股票市场的不同情形—竞价阶段、

股利宣告和解禁等特殊日期、连续竞价阶段等—设计了不同的预测模型. 本文主要关注的也是这一类

方法.

基于 3种利用分解组合思想进行日内交易量结构研究及预测的典型模型 (加和模型、乘积模型和

分解优化模型 (参见文献 [3, 9, 11])) 在中国市场沪深 300 指数及部分个股数据的实证结果, 有如下发

现. 乘积模型的预测效果最佳, 其在交易量层面和 VWAP 层面均表现优异. 但乘积模型对数据的要求

较高,其采用半耦合的方式仅在形式上分离了日内和日间不同的周期性因素,导致参数需要联合估计、

计算速度慢且因此几乎无法适用于动态预测. 加和模型的优点在于其对样本量的要求不太高, 计算速

度较快, 但其预测效果严重依赖于参数和证券的选取. 分解优化模型运算速度最快, 对数据的要求较

低. 分解优化模型在交易量层面取得较好的预测效果, 但在 VWAP 策略层面表现不佳、预测误差较

大. 这一结果与 3 种模型在原文献中的实证结果及后续一些相关文献中的分析也保持了一致.

基于以上实证分析的结果, 对 3 种模型的具体理论形式进行了对比分析, 在此基础上结合交易量

数据通常存在的聚集性的特点, 引入局部波动的思想, 提出一种新的模型. 该模型将原始交易量序列

数据分解为同一日期不同时间的交易量 (称其为纵向序列) 和同一时间不同日期的交易量 (称其为横

向序列), 通过分解组合获得描绘日间成分、日内周期成分和日内非周期成分的序列, 对新的序列分别

建立不同模型进行考察, 并在模型中引入局部波动效应捕捉序列数据中的波动聚集性, 最后采用优化

的方法将基于各序列的预测结果进行组合获得最终预测值.

此后本文将局部波动模型应用于沪深 300指数及部分个股数据进行实证检验,发现该模型在交易

量层面和 VWAP 层面的预测效果均能稳定地超越基准的历史滚动均值, 并且在精度上优于加和模型

和分解优化模型, 其预测精度虽不及以预测效果见长的乘积模型, 但其在运算速度上较乘积模型有大

幅提升, 且能够实现动态预测.

限于我们的了解, 基于国内市场数据进行日内交易量结构的研究相对较少, 较早利用日内交易数

据的研究多集中于波动率及其与交易量的关系 (如文献 [14,15]等). 据我们所知,近年利用分解组合思

路进行交易量预测的研究, 采用加和模型或乘积模型的较多 (参见文献 [3, 9]). 例如, 采用加和模型思

想进行研究的有, 李晔 [16] 将日内交易量分解为移动平均、市场作用和特定变化, 周仁才和陈晓雯 [17]

将交易量分解为市场份额和特殊份额两部分, 刘小桃等 [18] 将日内交易量分解为平均部分和异常变化,

夏晖和杨岑 [19] 将交易量分解为市场组合交易量和剩余交易量等;采用乘积模型思想进行研究的有,姚

海博等 [20] 将交易量序列表示为周期因素、趋势因素和波动因素 3 部分的乘积等.

本文与上述文献不同之处在于: (1) 将交易量序列数据分解为纵向和横向两个维度同时考虑, 这

样可以分别获取针对性的信息, 提高预测效率, 之后通过对基于两方向序列的预测进行优化组合将不
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同维度包含的信息结合起来进一步提高了精度; (2) 在模型中引入的局部波动性可以较为灵活地捕捉

数据的波动聚集性, 提高预测准确性, 实证检验也明确支持了这一点; (3)除去对自己模型的实证分析,

基于中国市场的数据对 3个典型的应用较广的分解组合预测模型进行了系统的实证分析和比较,包括

比较细致的稳健性检验, 并尝试从模型理论的角度对其不同表现进行解释和分析.

本文余下内容的结构安排如下: 第 2节从理论角度介绍和比较加和模型、乘积模型和分解优化模

型; 第 3 节在对 3 个模型理论和实证辨析的基础上提出局部波动模型; 所有的实证和误差比较分析放

在第 4 节, 本文主要利用沪深 300 指数数据及部分个股数据对加和、乘积、分解优化和局部波动模型

进行实证检验, 并结合模型特点对实证结果进行分析与比较; 第 5 节进行模型稳健性分析, 在指数层

面分别考察数据的时间跨度、日内交易量区间的长度以及大小盘风格变动对模型表现的影响, 在个股

层面主要考察价格波动、交易量波动以及不同行业的稳健性分析; 第 6 节进行总结.

2 基于分解组合思想的 3 种日内交易量预测模型

本节介绍 3 个典型的基于组合分解思想的日内交易量模型, 这 3 种模型的思路各具特色, 在众多

的日内交易量研究文献中也是很有辨识度且应用较广的, 基于其不同的建模思路, 分别称其为加和模

型、乘积模型和分解优化模型.

假设总共考察 J 只证券, 考察时间长度为 T 天, 每天 (的交易时间) 按相等的时间区间划分为 I

段, 记 N = IT . 令 vt,i,j 表示第 j 只证券在第 t 天第 i 时段的交易量 1), Vt,j 表示第 j 只证券第 t 天

在外发行自由流通股的总股数. 则 xt,i,j = vt,i,j/Vt,j 表示第 j 只证券第 t 天第 i 时段的交易量占当日

在外发行自由流通股的比例.

2.1 加和模型

本小节介绍 Bialkowski等 [3] 提出的加和模型,该模型的特点是,参考 CAPM思想,引入一个公共

因子, 将交易量 (比例) 序列分解为公共部分和剩余风险的和, 故简称其为 “加和模型”.

具体而言, Bialkowski 等 [3] 设 xt,i,j 有如下表示:

xt,i,j = λ⊤
j Ft,i + et,i,j = ct,i,j + et,i,j , (2.1)

其中 Ft,i 为 r (r < J)维向量, 表示不可观测公共因子; λj ∈ Rr 表示因子载荷,从而 ct,i,j = λ⊤
j Ft,i 表

示公共部分, et,i,j 表示剩余风险.

为简便起见, 将 (2.1) 改写为矩阵形式:

X = FΛ+ e, (2.2)

其中 X = (X1, . . . ,XJ) ∈ RN×J , Xj = (x1,1,j , . . . , xT,I,j)
⊤; e = (e1, . . . , eJ ) ∈ RN×J , ej = (e1,1,j , . . . ,

eT,I,j)
⊤; Λ = (λ1, . . . ,λJ ) ∈ Rr×J , F = (F1, . . . ,FN )⊤ ∈ RN×r.

Bialkowski 等 [3] 首先利用文献 [21] 的主成分估计法估计公共部分, 具体细节此处不再赘述, 公共

部分 FΛ 的估计值记为 F̃ Λ̃, 用原始的时间序列减去 F̃ Λ̃(t, i, j) 得到剩余部分序列 ẽt,i,j .

对于公共部分的预测, Bialkowski 等 [3] 利用了前 l 天的历史滚动均值, 即

ĉt,i+1,j =
1

l

l∑
k=1

c̃t−k,i+1,j . (2.3)

1) 本文将第 t + 1 天第 1 部分的交易量视为第 t 天第 I 部分交易量的下一个序列值.
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对于剩余部分的预测, Bialkowski等 [3]分别利用了自回归滑动平均 (autoregressive moving average,

ARMA)(1, 1) 和自我激励阈值自回归 (self-exciting threshold autoregressive, SETAR) 两个模型:

ẽt,i,j = ψ1ẽt,i−1,j + ψ2 + ϵt,i,j , (2.4)

ẽt,i,j = (ϕ11ẽt,i−1,j + ϕ12)I(ẽt,i−1,j) + (ϕ21ẽt,i−1,j + ϕ22)[1− I(ẽt,i−1,j)] + ϵt,i,j , (2.5)

其中,

I(x) =

1, x > 0,

0, x < 0.

2.2 乘积模型

本小节介绍 Brownlees 等 [9] 提出的乘积模型, 该模型的特点是, 引入乘积误差模型 (MEM) 的思

想将交易量分解为日间成分 η、日内周期成分 ϕ、日内非周期成分 µ 和误差项 ε 的积, 故称其为 “乘

积模型”.

由于该模型仅讨论单一证券, J = 1, 故省略 j 下标,以 vt,i 记第 t天第 i时段的交易量, 设其有如

下表示:

vt,i = ηtϕiµt,iεt,i, (2.6)

其中误差项 εt,i 为非负独立同分布随机变量并且

E(εt,i | Ft,i−1) = 1, Var(εt,i | Ft,i−1) = σ2, (2.7)

这里 Ft,i−1 表示 “预测 xt,i 之前关于它的所有信息”, 通常设 Ft,0 = Ft−1,I .

3 种成分的模型分别如下所示:

ηt = α
(η)
0 + β

(η)
1 ηt−1 + α

(η)
1 v

(η)
t−1, (2.8)

ϕi = a0 +
∞∑

n=1

[
an cos

(
n
2π

I
i

)
+ bn sin

(
n
2π

I
i

)]
, (2.9)

µt,i = α
(µ)
0 + β

(µ)
1 µt,i−1 + α

(µ)
1 v

(µ)
t,i−1, (2.10)

其中 v
(η)
t−1 被称为标准化日间交易量, v

(η)
t = 1

I

∑I
i=1

vt,i
ϕiµt,i

= 1
I

∑I
i=1 ηtεti; v

(µ)
t,i−1 被称为标准化日内交

易量, v
(µ)
t,i =

vt,i
ηtϕi

= µt,iεti.

此外, 作者还在日间成分 (2.8) 和日内非周期成分 (2.10) 中引入针对收益情形的非对称性:

ηt = α
(η)
0 + β

(η)
1 ηt−1 + α

(η)
1 v

(η)
t−1 + γ

(η)
1 v

(−η)
t−1 , (2.11)

µt,i = α
(µ)
0 + β

(µ)
1 µt,i−1 + α

(µ)
1 v

(µ)
t,i−1 + γ

(µ)
1 v

(−µ)
t,i−1, (2.12)

其中,

v
(−η)
t−1 =

1

I

I∑
i=1

vt,i
ϕiµt,i

[1− I(rt−1)], v
(−µ)
t,i−1 =

vt,i
µtϕi

[1− I(rt−1)],

rt 表示第 t 天的收益率, I 为上节定义的示性函数.
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通过以上介绍可以看出, vt,i 的各个分解成分序列呈现半耦合的形式, 无法分别利用对应数据进

行参数估计, 因此文献 [9] 采用广义矩方法 (generalized method of moments, GMM) 对模型参数进行

整体估计.

本文根据文献 [22], 在某些正则条件下, 给出了矩条件并进行了估计, 具体细节此处不再赘述.

2.3 分解优化模型

本小节介绍 Satish 等 [11] 提出的分解优化模型, 该模型的特点是, 通过原始序列的分解子序列给

出不同的预测值,然后利用所得预测值的线性组合进行进一步优化, 给出最终预测, 因此称其为 “分解

优化模型”.

同样由于仅涉及单一证券,本小节省略 j 下标. Satish等 [11] 将每一个小时段 (如第 t天第 i时段)

称为一个箱, 分别利用当前箱之前临近的若干箱及此前若干天同一时段的箱的交易量进行预测, 给出

3 个不同的预测结果.

第一个预测值由传统方法的滚动均值给出:

v̂1t,i =
1

L2

L2∑
l=1

vt−l,i, (2.13)

其中 L2 为参数, 可根据实际需要选取, 或用优化方法进行优化.

第二个预测值利用 ARMA 模型基于此前若干天同一时段的交易量数据给出:

v̂2t,i = β1
0 +

p1∑
j=1

β1
j vt−j,i + ε̃t,i +

q1∑
k=1

γ1j ε̃t−k,i. (2.14)

第三个预测值同样利用 ARMA 模型但基于此前相邻的若干箱的交易量数据给出:

v̂3t,i = β2
0 +

p2∑
j=1

β2
j vt,i−j + ε̇t,i +

q2∑
k=1

γ2j ε̇t,i−k. (2.15)

最终预测结果由 (2.16) 给出:

v̂t,i = âv̂1t,i + b̂v̂2t,i + ĉv̂3t,i, (2.16)

其中 v̂1t,i,、̂v
2
t,i 和 v̂3t,i 是前述 vt,i 的不同预测值, 而参数 â、̂b 和 ĉ 由以下优化问题给出:

min
a,b,c

1

L1

L1∑
l=1

|av̂1t,i−l + bv̂2t,i−l + cv̂3t,i−l − vt,i−l|

s.t. a+ b+ c = 1,

a, b, c > 0,

(2.17)

这里 L1 为参数, 可以根据实际需求设定.

3 局部波动模型

3.1 加和、乘积和分解优化模型辨析

对于上一节介绍的 3种模型,基于沪深 300指数相关数据进行了实证分析 (具体参见第 4.3小节),

发现在 3 个模型中, 预测效果方面整体表现最好的是乘积模型, 然而该模型对数据要求高, 运算速度
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慢, 难以动态化; 分解优化模型运算速度最快, 对数据要求较低, 然而该模型在 VWAP 策略层面的预

测误差较大. 基于以上结果的提示, 对乘积模型和分解优化模型进行了细致的对比.

首先对于乘积模型, 将 (2.6) 分别代入 (2.8) 和 (2.10) 有

ηt = α
(η)
0 + β

(η)
1 ηt−1 + α

(η)
1

1

I
ηt−1

I∑
j=1

εt−1,j , (3.1)

µt,i = α
(µ)
0 + β

(µ)
1 µt,i−1 + α

(µ)
1 µt,i−1εt,i−1. (3.2)

如前所述, 乘积模型使用的 3 个子序列均不能够显式表达, 而分解优化模型的子序列则可以. 若

将分解优化模型中的第二项预测的 ARMA 模型改为日均值序列的 ARMA 模型, 则两模型运用的 3

个子序列均可分别视为对日间周期、日内周期和日内非周期成分的描述. 其中, 两模型对日内周期成

分的处理相同,下面主要关注日间周期成分和日内非周期成分的模型区别.为了便于比较,对分解优化

模型同样利用 ARMA(1, 1) 进行分析:

ηt = β1
0 + β1

1ηt−1 + ε̃t,i + γ11 ε̃t−1,i, (3.3)

µt,i = β2
0 + β2

1µt,i−1 + ε̇t,i + γ21 ε̇t,i−1. (3.4)

对比 (3.1) 和 (3.3), 差异在于 (3.1) 的第三项为因变量和误差项乘积, 且误差项为前期误差的平均值,

而 (3.3) 除前期误差外还增加了当期误差项. 若不考虑 (3.1) 出现误差与变量相关的情形, 仅从误差项

角度看, (3.3)的误差项相对更具灵活性,其估计结果不应显著低于 (3.1)给出的结果,乘积模型引入误

差与变量的相关性对于其结果当有重要的意义. (3.2) 和 (3.4) 的差异也有类似分析结果.

此外, 在优化方法上, 由于采用了半耦合建模形式, 子序列没有对应数据, 乘积模型需要进行整体

优化, 因此对计算速度的要求和对数据的要求较分解优化模型更高. 分解优化模型基于子序列各自的

对应数据, 通过引入再一次的优化减少误差, 不需整体优化, 计算速度快.

3.2 模型的改进: 序列分解和局部波动

通过第 3.1 小节辨析, 乘积模型计算速度慢、难以动态化的主要原因在于其所用子序列的半耦合

建模方式, 实际上根据第 4.2 小节的有益发现, 为描述日间、日内趋势等特征, 可通过对原始序列进行

分解及组合获得新的数据序列对这些趋势进行描述. 这里, 类似分解优化模型, 可以将原始序列分解

为两个维度: 同一时段不同日期的交易量 {vt,i, t = 1, 2, . . . , T}, 称之为横向序列; 同一日期不同时段

的交易量 {vt,i, i = 1, 2, . . . , I},称之为纵向序列;再利用两个方向的数据构造预测模型需要的序列. 之

后还引入加和模型给出的公共部分序列扩展模型, 以利用更多的信息.

日内交易量数据的波动通常具有一定的聚集性, 从下文第 4.2 小节对实证数据的描述性统计分

析中也可以看出这一点. 通过上节分析, 乘积模型预测方面的相对优势看起来应在于误差部分的建

模方式, MEM 中误差与因变量的乘积可以捕捉数据聚集性特点. 联系连续时间金融中常用的建模方

式, 这自然地使人联想到参数依赖于过程本身的 “局部模型” (如局部波动率模型). 因此具体建模上,

在原有 ARMA(1, 1) 模型的误差部分引入具有局部波动特点的系数, 并简称这样的新模型为局部波动

模型.

类似分解优化模型, 采用二次优化进一步减小误差, 预测结果由

v̂t,i =
M∑

m=1

âmv̂
m
t,i (3.5)
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给出, 其中 M 为序列数目. 本文主要考虑 3 个序列, 在扩展形式中加入第 4 个序列.

序列一是横向序列, 预测值即基准模型的历史滚动均值, 这是日内周期成分的代表序列, 描绘交

易量在日内的 U 型性质:

v̂1t,i =
1

L3

L3∑
l=1

vt−l,i. (3.6)

序列二是日均值序列, 即 {. . . , 1I
∑I

i=1 vt−1,i,
1
I

∑I
i=1 vt,i,

1
I

∑I
i=1 vt+1,i, . . .} (简记为 {. . . , v̄t−1, v̄t,

v̄t+1, . . .}). 该序列是日间趋势的代表序列, 描绘交易量的走势. 预测值 v̂2t,i 由

v̄t = α
(v̄)
0 + β

(v̄)
1 v̄t−1 + α

(v̄)
1 f(v̄t−1)ϵ̃t (3.7)

给出, 其中, {ϵ̃t} 为独立随机变量列, 并且满足 E(ϵ̃t | Ft−1) = µ̃, Var(ϵ̃t | Ft−1) = σ̃2.

序列三是纵向序列, 描绘日内非周期变化, 预测值 v̂3t,i 由

vt,i = α
(v)
0 + β

(v)
1 vt,i−1 + α

(v)
1 g(vt,i−1)ϵ̂t,i (3.8)

给出, 其中 {ϵ̂t} 为独立随机变量列, 并且满足 E(ϵ̂t | Ft−1) = µ̂, Var(ϵ̂t | Ft−1) = σ̂2.

在拓展模型中引入第四个序列, 由加和模型给出的公共部分 ct,i,j 组成, 预测值 v̂4t,i 由公共部分的

历史均值给出:

v̂4t,i = ĉt,i =
1

L4

L4∑
k=l

c̃t−l,i. (3.9)

得到以上几组预测值后, 按下式进行优化:

min
a1,...,aM

1

L5

L5∑
l=1

∣∣∣∣ M∑
m=1

amv̂
m
t,i−l − vt,i−l

∣∣∣∣
s.t.

M∑
m=1

am = 1,

ai > 0.

(3.10)

优化的结果即给出 (3.5) 的交易量预测值.

下面具体考察 (3.7) 和 (3.8) 的估计方法. 为书写简便, 在形式上统一为

yn = α0 + β1yn−1 + α1f(yn−1)ϵn, (3.11)

其中 {ϵt} 为独立随机变量列, 并且满足 E(ϵt | Ft−1) = µ, Var(ϵt | Ft−1) = σ2.

本文采用 GMM 估计和极大似然估计 (maximum likelihood estimate, MLE) 对参数进行估计. 在

模型设定上, 不要求误差项为白噪声, 对其均值的设定依估计方法而异, 运用 GMM 求解时采用均值

为 0 或 1 的设定; 运用 MLE 方法求解时, 则不对均值进行设定.

首先考虑 GMM 估计. 令

ũt =
yt − α0 − β1yt−1

α1f(yt−1)
− µ. (3.12)
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易验证 {ũt} 是鞅差序列.

设任给 t, G̃t 为关于 Ft−1 可测的任意可积 M 维向量. 令 g̃t = G̃tũt, g̃t 也是鞅差序列. 由文

献 [22], 记 θ = (α0, β, α1)
⊤, G̃t 的有效选择 G̃∗

t 由 (3.13) 给出:

G̃∗
t = σ̃−2

[
− 1

α1f(yt−1)
,− yt−1

α1f(yt−1)
,− µ̃

α1

]⊤
. (3.13)

此时

g̃t = σ̃−2

[
− 1

α1f(yt−1)
,− yt−1

α1f(yt−1)
,− µ̃

α1

]⊤
ũt. (3.14)

相应矩条件如下:

g1 =
1

T

T∑
t=1

g̃t. (3.15)

随后可以用文中给出的两步估计法求解参数. yt 的估计值 ŷt 可由下式给出:

ŷt = α̂0 + β̂1yt−1 + α̂1f(yt−1)µ. (3.16)

接下来考虑 MLE 方法. 参照交易量研究文献中常用的误差分布假设, 本文采用 Gamma 分布、

Weibull 分布和对数正态分布作为误差的分布假设. 3 类分布的密度函数由 (3.17)–(3.19) 给出:

f1(x; θ
1
β , θ

1
α) =

(θ1β)
θ1
α

Γ(θ1α)
xθ

1
α−1e−θ1

βx, x > 0, (3.17)

f2(x; θ
2
λ, θ

2
k) =

θ2k
θ2λ

(
x

θ2λ

)θ2
k−1

e
− x

θ2k

θ2
λ , x > 0, (3.18)

f3(x; θ
3
µ, θ

3
σ) =

1√
2πθ3σ

e
−

(ln x−θ3µ)2

2(θ3σ)2 , x > 0. (3.19)

最大化下式求得参数估计值:

lnFi(wt;α0, α1, β1,θ) =
1

N

N∑
j=1

ln fi(yj ;θ), i = 1, 2, 3. (3.20)

yt 的估计值 ŷt 可有以下表示:

ŷt = α̂0 + β̂1yt−1 + α̂1f(yt−1)
θ̂1α

θ̂1β
, (3.21)

ŷt = α̂0 + β̂1yt−1 + α̂1f(yt−1)θ̂
2
λΓ

(
1 +

1

θ̂2k

)
, (3.22)

ŷt = α̂0 + β̂1yt−1 + α̂1f(yt−1)θ̂
3
µ, (3.23)

分别对应 Gamma 分布、Weibull 分布和对数正态分布.

1750



中国科学 : 数学 第 51 卷 第 11 期

4 实证检验

本文的实证主要基于沪深 300指数数据, 时间跨度为 2016年 1月 4 日至 2018年 12月 28日,且

因熔断剔除 2016年 1 月 4日和 2016年 1 月 7 日两个交易日数据, 本节将每个交易日划分为 16个时

间区间, 每个时间区间长度为 15 分钟, 剔除后共 11664 条数据, 数据来源于 Wind 数据库.

在具体实证中, 出于需要会同时选用其他指数及个股数据, 数据的时间跨度和区间长度在不另作

说明的情况下同前, 并且均来源于 Wind 数据库.

实证中,基准模型选取相关研究中通常被用作基准的经典交易量预测模型 “21天历史滚动均值”.

4.1 误差选取

提升 VWAP策略是预测日内交易量的重要目的之一,因此本文选取交易量和 VWAP策略两个层

面的误差.

交易量层面的误差度量包括: 绝对值误差, 记为 evv; 绝对值比例误差, 记为 evab; 二次比例误差, 记

为 evMSE; Brownlees 等
[9] 所用误差, 记为 evSlicing. VWAP 策略层面的误差度量包括: 绝对值比例误差,

记为 eVWAP
ab ; 二次比例误差, 记为 eVWAP

MSE . 各误差对应表达式如下 (省略表示个股的 j 下标):

evv =
1

N

T∑
t=1

I∑
i=1

|v̂t,i − vt,i|, evab =
1

N

T∑
t=1

I∑
i=1

∣∣∣∣ v̂t,i − vt,i
vt,i

∣∣∣∣,
evMSE =

1

N

T∑
t=1

I∑
i=1

(
v̂t,i − vt,i
vt,i

)2

, evSlicing =
1

N

T∑
t=1

I∑
i=1

wt,i ln ŵt,i,

eVWAP
ab =

1

N

T∑
t=1

|VWAPt −VWAPt| =
1

N

T∑
t=1

∣∣∣∣ I∑
i=1

wt,ipt,i −
I∑

i=1

ŵt,ipt,i

∣∣∣∣,
eVWAP
MSE =

1

N

T∑
t=1

(VWAPt −VWAPt)
2 =

1

N

T∑
t=1

( I∑
i=1

wt,ipt,i −
I∑

i=1

ŵt,ipt,i

)2

.

(4.1)

4.2 描述性统计

图 1 是沪深 300 指数的原始序列、日均值序列和日内成分 (原始序列与日均值序列之商) 的时间

序列图. 可以看到, 原始序列有一定的聚集性和趋势性, 而日内成分虽然还有聚集性, 但趋势性得到很

(a) (b)

(c)
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图 1 沪深 300 指数数据的时间序列图 I. (a) 原始序列; (b) 日均值序列; (c) 日内成分
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大程度的消除.

将图 1 中的日内成分序列除以日内周期成分 (横向序列均值
∑T

j=1 vj,i/T , 图 2(b)) 得到日内非周

期成分序列 (图 2(c)). 在图 2 中, 日内周期成分呈现出 U 型分布, 即日内交易量的 U 型性质; 对比

图 2(a) 和 2(c), 日内非周期成分的周期性和聚集性相比日内成分进一步减少, 趋于白噪声特征. 为验

证, 将沪深 300 指数的自相关函数 (autocorrelation function, ACF) 图列为图 3. 从图 3 中看出, (1)

原始序列具有衰减的周期性特征, 说明原始序列具有一定的周期性和趋势性; (2) 日均值序列的 ACF

图的衰减速度较慢, 未呈现出周期性特征, 说明日均值序列具有明显的趋势性; (3) 同理, 日内成分的

ACF 图显示其保留了周期性但不再具有明显的趋势性; (4) 在去除日内周期成分后, 日内非周期成分

的 ACF 图不再显示出周期性, 而在一定程度下显示出截尾的特征. 图 4 给出了日内非周期成分的偏

自相关函数 (partial autocorrelation function, PACF) 图, 可以看出其 PACF 图也呈现出一定的截尾特

征, 因此日内非周期成分在一定程度上具有 ARMA 模型的特点.

通过以上分析, 我们认为沪深 300 指数的日内交易量可以划分为日间趋势成分、日内周期成分和

日内非周期成分 3 个部分.
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2

1

3

4

0.4
0.3
0.2
0.1

0.5
0.6

2
0

4

8

12
10

6

图 2 沪深 300 指数数据的时间序列图 II. (a) 日内成分; (b) 日内周期成分; (c) 日内非周期成分
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图 3 沪深 300 指数数据的 ACF 图. (a) 原始序列; (b) 日均值序列; (c) 日内成分; (d) 日内非周期成分
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图 4 沪深 300 指数数据日内非周期成分的 PACF 图

4.3 加和、乘积和分解优化模型的实证检验

4.3.1 加和模型

加和模型涉及多只证券交易量的公共部分和剩余部分 (参见第 2.1 小节), 为了与其他模型进行对

比,同样基于沪深 300指数数据进行实证,同时引入目前 A股分析中指数层面常用的指数 (上证综指、

深证成指、中小板指、创业板指、上证 50 指数和中证 800 指数) 数据. 数据均来源于 Wind 数据库.

加和模型中的剩余部分应分别用 ARMA 和 SETAR 模型进行估计. 由于实际数据不一定具有

ARMA 效应, 本文将 ARMA 模型改为利用 R 软件中的 auto.arima 函数在差分自回归移动平均 (au-

toregressive integrated moving average, ARIMA)模型族中自选择模型. 对 SETAR模型,严格采用 setar

函数估计, 考虑一阶滞后, 参数 m = 2. 由于 Bialkowski 等 [3] 并未给出采用横向序列还是纵向序列进

行预测, 本文对两种情形均进行了考虑.

对于参数 r ∈ {1, 2, 3, 4, 5, 6}, Bialkowski 等 [3] 未明确如何选取, 本文采用了穷举法. 由于篇幅所

限, 此处仅列出其中表现较好的 r = 5 的结果, 其中首行为基准模型 21 天历史滚动均值的估计误差,

其余为相对基准模型的误差增加比率 (下文同此), 见表 1.

从结果上看, 加和模型预测效果总体并不出色, 交易量误差层面仅有 evSlicing 的预测效果稍优于

21 天历史滚动均值, 但从后文的实证看, evSlicing 指标一般变动不大, 且常与其他误差的度量结果不同;

VWAP 层面的预测效果在采用 ARIMA 模型时较好, 但与参数 r 有很大关系.

图 5 给出了在采用 ARIMA 模型预测的情形下, 参数 r 对误差度量的影响 (注: 各误差对应颜色

如下. evv: 灰; evab: 黄; evMSE: 浅蓝; evSlicing: 绿; eVWAP
ab : 深蓝; eVWAP

MSE : 红). 在加和模型中选取 ARIMA

模型进行估计时, 除 evSlicing 几乎没有变化外, 其余误差度量均随参数 r 的增加呈现一定的下降趋势,

但这种趋势在 r 增加到一定程度后不再明显.

表 1 r = 5 时加和模型相比基准模型的误差变动情形

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 2.11E−4 0.29 0.14 0.17 0.07 0.27

纵向序列, ARIMA 1.33% 1.72% 4.16% 0.00% −0.22% −0.80%

纵向序列, SETAR 14.53% 20.39% 715.64% −2.37% 10.56% 148.38%

横向序列, ARIMA 1.46% 2.18% 4.76% 0.00% −0.02% −1.27%

横向序列, SETAR 27.83% 32.99% 1055.81% −0.15% 13.51% 321.04%
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(a) (b)

r r

图 5 沪深 300 指数数据的 ACF 图. (a) ARIMA 模型、纵向序列; (b) ARIMA 模型、横向序列

加和模型在本节数据集中表现不佳, 交易量和 VWAP 两个层面的预测效果均未显著超越历史滚

动均值.随着参数 r 的增大,加和模型的效果逐步改善,但 r 增加到一定程度后,其改善效果不再明显,

且随 r 增大, 计算时间大幅增加.

4.3.2 乘积模型

关于乘积模型的实证, 本文主体思路方面基本遵照文献 [9], 在不加入非对称效应和加入对称效应

两种情形下, 采用前 500 天的数据估计参数, 再利用参数的估计值给出全部区间预测结果; 但我们在

运算过程中将原文矩阵处理方法中求逆改为求伪逆和矩阵加载后求伪逆的方法, 增强预测稳健性; 另

外, 文献 [9] 属静态预测, 我们还尝试了半动态预测.

表 2 给出了不加入非对称效应时 ((2.8)–(2.10)) 的预测误差相比基准模型的变动情形, 而表 3 给

出了加入非对称效应后 ((2.11)–(2.12)) 的预测误差相比基准模型的变动情形.

从表 2中可以看出,在交易量层面,无论哪种方法在全部区间的表现均不理想;而在 VWAP层面,

求伪逆和矩阵加载的误差均大幅下降. 经查模型的具体预测值发现, 无论采用哪种方法, 期初几日的

预测值与真实值之间均存在量级上的差异,但预测值会很快收敛到真实值附近.基于以上原因,本文对

乘积模型在样本外的表现进行了检验, 结果总结为表 4 和 5.

从表 4 中可以看出, 在利用求伪逆和矩阵加载方法提升模型的稳健性后, 乘积模型对样本外数据

的预测误差相较历史滚动均值的预测误差大幅降低.

比较表 3 和 5, 在求伪逆和矩阵加载两种较稳健的估计方式下, 加入非对称效应整体上与不加入

非对称效应预测效果相当, 这说明本文所采用的数据可能未含有明显的非对称效应.

整体而言, 我们的改进方法比 Brownlees 等 [9] 使用的方法给出的预测误差更小, 且矩阵加载方法

给出的预测误差在 3 种方法中最小.

表 2 不加入非对称效应的乘积模型预测结果 (全部区间)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.64 0.27 0.13 0.17 1.00 3.83

求逆 1.43E+9 1.42E+9 1.77E+20 −0.61% −6.19% 282.01%

求伪逆 −34.13% 11.55% 7823.36% 0.01% −41.17% −72.87%

矩阵加载 31.61% 7.45% 7818.30% 0.05% −43.86% −75.08%

1754



中国科学 : 数学 第 51 卷 第 11 期

接下来本文尝试利用前 21 天数据、不含非对称效应的模型对样本进行训练得到参数, 并对下一

天进行预测. 为与每个点都更新参数的动态预测相区别, 称此为半动态预测, 结果见表 6.

在采用文献 [9] 的求逆方法时, 估计次数增多导致不稳定性增强, 预测误差出现了量级上的差异,

而采用求伪逆和矩阵加载方法得到的预测效果较稳定且在所有指标上均超越了历史滚动均值,说明这

两种方法对预测效果的提升有意义. 另一方面, 求逆方法的交易量层面 evSlicing 误差与其他交易量层面

误差在效果度量上给出了相反的结果,可能提示了 evSlicing 作为误差度量的不合理性. 半动态预测在交

易量层面的预测效果相比静态预测有一定提升, 但在 VWAP 层面的预测效果反而下降. 我们分析这

是由于使用 VWAP 策略时主要关注日内交易量对当日总交易量的占比, 交易量预测同方向的偏差在

表 3 加入非对称效应的乘积模型预测结果 (全部区间)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.64 0.27 0.13 0.17 1.00 3.83

求逆 2.36E+9 1.51E+9 5.60E+9 0.02% −24.21% −23.06%

求伪逆 35.79% 30.45% 7828.49% 0.06% −37.20% −69.88%

矩阵加载 34.03% 7.91% 7839.20% 0.15% −40.24% −70.89%

表 4 不加入非对称效应的乘积模型预测结果 (样本外)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.52 0.28 0.13 0.17 1.52 6.57

求逆 1049.27% 1110.00% 2728.84 −0.52% −29.73% −1.31%

求伪逆 −28.00% −31.15% −54.99% −0.03% −59.14% −87.01%

矩阵加载 −29.74% −33.94% −57.95% 0.00% −60.03% −87.23%

表 5 加入非对称效应的乘积模型预测结果 (样本外)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.52 0.28 0.13 0.17 1.52 6.57

求逆 −28.02% −38.83% −65.41% 0.13% −46.57% −78.32%

求伪逆 −27.05% −29.44% −53.11% 0.02% −53.83% −84.00%

矩阵加载 −36.73% −36.73% −60.12% 0.10% −53.98% −83.89%

表 6 不加入非对称效应的乘积模型半动态预测结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.68 0.28 0.14 0.17 1.03 3.94

求逆 5.22E+77 2.49E+77 1.19E+158 −0.93% −293.22% −49194.63%

求伪逆 −31.67% −35.15% −56.85% −0.11% −44.24% −80.40%

矩阵加载 −33.85% −38.23% −61.94% −0.11% −45.56% −81.53%
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相除时会被抵消, 从而使比值更接近于真实值.

4.3.3 分解优化模型

对于第 2.3小节中的第 1个估计值,选择横向序列的 21天历史滚动均值,即直接采用基准模型的

结果. 对于第 2 和 3 个估计值, 横向序列的 ARMA 模型选取了 5 天的序列作为输入值, 纵向序列的

ARMA 模型选取前 5 个日内交易量作为输入值. 采用 30 天的预测值进行二次优化.

由于原文未明确参数的更新频率,尝试每日更新参数和每点更新参数 (即半动态预测和动态预测).

为提升准确性, 仍使用 R 软件中的 auto.arima 函数代替 ARMA 模型. 本文尝试了直接利用估计结果

和沿用前一模型的预测结果两种方法处理优化过程中 Hesse 矩阵元法求逆的问题, 并将后一种称为控

制 Hesse 矩阵方法.

预测结果见表 7, 该模型在交易量层面的表现比基准模型好, 而在 VWAP 层面表现较差. 这说明

二次优化过程确实能减小样本外预测误差, 但同时带来的问题是增大了 VWAP 层面的预测误差. 从

模型更新情形看, 动态预测相较半动态预测的误差更小, 而是否控制 Hesse 矩阵对结果影响不大.

总体而言, 虽然分解优化模型在 VWAP 层面的预测效果不是很好, 但在交易量层面表现良好, 且

由于预测速度快, 实际应用中仍很有价值.

综合 3 个模型的实证结果, 加和模型参数 r 较大时在 VWAP 层面的表现尚能接受, 但随之增加

的运算量使得预测速度变慢; 乘积模型无论在交易量层面还是 VWAP 层面均表现最优, 但其半耦合

形式使得只能对参数进行整体估计, 需要大量数据进行训练, 速度较慢, 动态预测难度高; 分解优化模

型在交易量层面的表现较好, 运算速度快于其他两个模型, 但在 VWAP 层面预测误差较大.

4.4 局部波动模型的实证检验

本小节考察我们提出的局部波动模型的预测效果, 横向序列求均值的参数、日均值的训练参数及

二次优化的时间长度均取为 21天;纵向序列的训练参数取为 32个点,即 2天.对于局部波动函数 f(·),
本小节考虑一次函数 (包含及不含常数项)、二次函数、平方根函数和指数函数.

表 8 给出 f(x) = x 时的预测结果, 可以看出除均值为 0 的 GMM 估计外, 局部波动模型在交易

量层面和 VWAP层面均取得了较好的预测效果;相比分解优化模型,预测效果在交易量层面并没有显

著下降, 但在 VWAP 层面却有很大提升. GMM 估计的结果与均值的选取关系密切, 若均值选取得当,

则可以获得比 MLE 方法更好的效果; 但若均值选取不当, 则其预测误差会出现量级上的差异.

表 9 给出 f(x) = x + a 时的预测结果, 均值为 0 的 GMM 估计结果因不稳定予以略去. 相比

f(x) = x 的情形, f(x) = x + a 在局部波动率的基础上增加了整体波动率, 其预测效果在交易量层面

表 7 分解优化模型预测结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.76 0.29 0.14 0.17 1.07 4.12

动态预测 −10.95% −12.27% −24.23% 0.19% 3.73% 5.27%

动态预测, 控制 Hesse 矩阵 −10.94% −12.27% −24.22% 0.18% 3.72% 5.26%

半动态预测 −10.37% −11.58% −23.59% 0.19% 3.95% 5.93%

半动态预测, 控制 Hesse 矩阵 −10.31% −11.53% −23.32% 0.19% 3.98% 5.95%
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有一定提升, 但在 VWAP 层面的预测效果未有改善, 这说明局部误差主要对 VWAP 层面预测效果的

改善有意义.

表 10 给出 f(x) =
√
x 时的预测结果, GMM 估计依旧具有均值依赖性, MLE 方法预测结果较

稳定.

表 11 列出采用二次函数 f(x) = x2 + ax 和指数函数 f(x) = ex 时较为稳定的结果, 由于使用

Weibull 分布时, 预测值超出了 Gamma 函数的范围, 因此未能预测.

综合来看, 局部波动模型的预测效果与函数的选取有一定的关系, 函数过于复杂, 会造成结果的

不稳定或不可求解性.

从实证结果看, 在预测结果稳定的前提下, 局部波动模型的确能在保持较高运算速度的同时, 在

交易量和 VWAP 层面均达到良好的预测效果. 由于 GMM 估计的预测效果依赖于均值的选取, 故稳

健性检验部分仅选取了 MLE 方法给出的结果.

表 8 局部波动模型预测结果 (f(x) = x)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.76 0.29 0.14 0.17 1.07 4.12

GMM 均值为 0 1.34E+48 6.46E+47 3.27E+98 −584.95% −631.78% −5702.26%

GMM 均值为 1 −6.73% −10.78% −21.88% 0.14% 0.00% −5.32%

MLE Gamma −2.68% −11.21% −22.70% 0.00% −0.13% −0.59%

MLE Weibull −3.05% −11.85% −23.72% 0.00% −0.39% −1.10%

MLE 对数正态 −3.12% −11.04% −22.15% 0.00% −0.35% −2.20%

分解优化模型 (动态) −10.95% −12.27% −24.23% 0.19% 3.73% 5.27%

表 9 局部波动模型预测结果 (f(x) = x+ a)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.76 0.29 0.14 0.17 1.07 4.12

GMM 均值为 1 −6.30% −10.12% −20.44% 0.16% 0.90% 3.67%

MLE Gamma −1.95% −13.19% −29.84% 0.01% 1.05% 2.47%

MLE Weibull −1.57% −12.53% −26.86% 0.01% 0.94% 2.51%

MLE 对数正态 −2.22% −11.69% −25.94% 0.01% 0.70% 2.28%

表 10 局部波动模型预测结果 (f(x) =
√
x)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 1.76 0.29 0.14 0.17 1.07 4.12

GMM 均值为 1 −6.72% −10.91% −22.15% 0.14% 0.36% −4.80%

MLE Gamma −2.60% −11.07% −22.32% −0.00% −0.23% −0.91%

MLE Weibull −2.58% −11.15% −22.47% 0.00% −0.26% −1.19%

MLE 对数正态 −3.06% −11.59% −23.93% 0.00% −0.42% −1.89%
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表 11 局部波动模型预测结果 (其他函数)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

MLE Gamma f(x) = x2 + ax −3.70% −12.77% −25.47% 0.00% −0.55% −2.47%

MLE 对数正态 f(x) = x2 + ax −3.67% −12.54% −25.40% 0.00% −0.46% −1.69%

MLE Gamma f(x) = ex −4.06% −13.13% −26.24% 0.00% −0.43% −2.92%

MLE 对数正态 f(x) = ex 113.52% 29.52% 9496.19% 0.67% 10.55% 21.34%

接下来将加和模型给出的公共部分作为第 4个序列对模型进行拓展,选取中信证券和贵州茅台两

只个股对局部波动模型及其扩展形式进行分析 (参见表 12和 13). 可以看到局部波动模型对个股的预

测效果比对指数的预测效果有显著提升; 加入公共部分后, 交易量层面的预测效果有所降低, VWAP

层面的预测效果得到提升.

下面对局部波动模型及其扩展形式的误差情形进行分析. 需要说明的是, 横向序列的预测天数也

为 21 天, 因而与基准的 21 天历史滚动均值结果相同; 最后一列的平均占比表示对应序列预测值的加

权值 (即 âmv̂
m
t,i) 在最终线性组合中的平均占比.

分析表 14 可以看出, 3 个序列单独预测表现均未超过基准, 而其线性最优组合的表现超过基准,

表 12 局部波动模型及扩展形式预测结果 (中信证券, 600030.SH)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

局部波动模型 21 天历史滚动均值 0.03 0.72 1.08 0.17 0.02 1.43E+3

MLE Gamma −11.28% −29.37% −52.51% −0.19% −13.50% −28.03%

MLE Weibull −10.14% −28.81% −52.04% −0.09% −7.38% −14.60%

MLE 对数正态 −11.01% −27.53% −47.62% −0.14% −14.50% −27.91%

扩展形式 21 天历史滚动均值 4.44E−4 0.74 1.21 0.17 0.02 1.44E−3

MLE Gamma −8.83% −23.36% 95.36% −0.09% −14.97 −29.11%

MLE Weibull 1249.45% 2485.37% 3.09E+6 0.31% −19.46% −32.75%

MLE 对数正态 −11.83% −27.70% −47.86% −0.15% −17.99% −35.72%

表 13 局部波动模型及扩展形式预测结果 (贵州茅台, 600519.SH)

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

局部波动模型 21 天历史滚动均值 10.93 0.60 0.81 0.17 0.55 0.97

MLE Gamma −5.34% −21.21% −39.01% 0.00% −0.48% −1.34%

MLE Weibull −6.11% −22.03% −40.80% −0.00% −1.75% −4.95%

MLE 对数正态 −6.06% −21.88% −40.35% 0.00% −2.07% −4.96%

扩展形式 21 天历史滚动均值 2.42E−4 0.60 0.80 0.17 0.55 0.97

MLE Gamma 8.72% −5.16% 145.19 0.16% −16.52% −29.43%

MLE Weibull 387.53% 827.98% 3.50E+5 0.40% −24.08% −46.65%

MLE 对数正态 516.03% 767.83% 15792.50 0.81% −20.35% −40.33%
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表 14 局部波动模型预测误差分析 (f(x) = x)

模型
交易量层面 VWAP 层面

平均占比
evv evab evMSE evSlicing eVWAP

ab eVWAP
MSE

21 天历史滚动均值 1.76 0.29 0.14 0.17 1.07 4.12 –

GMM 日均值序列 41.81% 52.76% 145.54% 1.92% 34.68% 12.94% 1.96%

均值为 1 横向序列 – – – – – – 98.04%

纵向序列 32.06% 10.45% 17.36% 17.00% 37.34% 23.29% 0.00%

MLE 日均值序列 259.54% 242.35% 580.94% 1.92% 34.68% 12.94% 0.31%

Gamma 横向序列 – – – – – – 99.79%

纵向序列 2.56% 237.96% 562.48% 12.06% 87.13% 91.75% 0.17%

MLE 日均值序列 218.30% 197.18% 433.23% 1.92% 34.68% 12.94% 0.96%

Weibull 横向序列 – – – – – – 98.93%

纵向序列 249.94% 232.74% 557.49% 6.71% 122.63% 293.33% 0.11%

MLE 日均值序列 135.43% 109.92% 222.73% 1.92% 34.68% 12.94% 3.03%

对数正态 横向序列 – – – – – – 95.68%

纵向序列 209.01% 186.08% 395.61% 3.41% 85.22% 159.57% 1.29%

这说明两步优化对提升预测结果有重要意义. 另一方面, 日均值序列用于描述数据的趋势性成分, 而

纵向序列用于描述数据的非周期性成分, 两者的波动较横向序列描述的 U 型成分的波动更大, 因而我

们对日均值和纵向序列引入局部波动性的模型, 而对 U 型则直接用历史滚动均值. 两步优化方法在一

定程度上可以提取出相应序列对应成分中的特定部分, 从而使整体的预测结果比基准结果更好.

综合表 15–18 可知, 局部波动模型并不总是主要依赖横向序列预测结果. 在日均值序列中加入局

部波动性, 预测结果在 VWAP 层面一般表现较好. 但由于纵向序列的预测结果一般不太稳定, 在交易

量层面的误差过大, 最终导致了模型在交易量层面的预测误差上升.

从表 12 和 13 可以看出, 一般局部波动模型的预测效果相较基准模型在两个层面均上升. 拓展形

式的局部波动模型的预测效果在交易量层面有一定下降, 但在 VWAP 层面有提升.

表 15 局部波动模型预测误差分析 (中信证券, 600030.SH)

模型
交易量层面 VWAP 层面

平均占比
evv evab evMSE evSlicing eVWAP

ab eVWAP
MSE

21 天历史滚动均值 0.03 0.72 1.08 0.17 0.02 1.43E−3 –

MLE 日均值序列 57.91% 14.84% 580.94% 1.46% −6.12% −16.29% 4.80%

Gamma 横向序列 – – – – – – 85.45%

纵向序列 328.92 450.51 1.43E+5 25.52% −26.73% −56.96% 9.75%

MLE 日均值序列 67.85% 25.54% −21.71% 1.46% −6.12% −16.29% 3.07%

Weibull 横向序列 − – – – – – 96.71%

纵向序列 216.22 304.90 2.34E+5 24.28% −26.73% −60.11% 2.17%

MLE 日均值序列 39.11% −4.91% −50.08% 1.46% −6.12% −16.29% 10.06%

对数正态 横向序列 – – – – – – 79.18%

纵向序列 223.89 299.57 2.09E+5 21.47% −23.77% −54.96% 10.76%
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表 16 局部波动模型预测误差分析 (中信证券, 600030.SH)

模型
交易量层面 VWAP 层面

平均占比
evv evab evMSE evSlicing eVWAP

ab eVWAP
MSE

21 天历史滚动均值 4.44E−4 0.74 1.21 0.17 0.02 1.44E−3 –

MLE 日均值序列 38.95% −6.62% −48.93% 1.46% −6.17% −16.33% 11.28%

Gamma 横向序列 – – – – – – 38.55%

纵向序列 1.61E+6 2.00E+5 5.46E+12 60.46% −24.74% −56.53% 11.35%

公共部分 −0.02% −0.07% −0.24% −0.01% −0.05% −0.17% 38.82%

MLE 日均值序列 1312.48% 778.63% 15038.31 1.46% −6.17% −1.63% 0.62%

Weibull 横向序列 – – – – – – 4.28%

纵向序列 1.59E+6 1.99E+6 5.54E+12 66.77% −24.70% −56.52% 90.73%

公共部分 −0.02% −0.07% −0.24% −0.01% −0.05% −0.17% 4.37%

MLE 日均值序列 33.07% −9.97% −56.74% 1.46% −6.17% −16.33% 14.36%

对数正态 横向序列 – – – – – – 35.94%

纵向序列 1.41E+6 1.67E+6 3.32E+12 60.75% −24.79% −56.65% 13.75%

公共部分 −0.02% −0.07% −0.24% −0.01% −0.05% −0.17% 35.95%

表 17 局部波动模型预测误差分析 (贵州茅台, 600519.SH)

模型
交易量层面 VWAP 层面

平均占比
evv evab evMSE evSlicing eVWAP

ab eVWAP
MSE

21 天历史滚动均值 10.93 0.60 0.81 0.17 0.55 0.97 –

MLE 日均值序列 100.11% 48.89% 3.38% 2.23% −6.35% −29.43% 0.63%

Gamma 横向序列 – – – – – – 99.22%

纵向序列 114.33% 65.49% 21.83% 24.15% 159.75% 558.08% 0.14%

MLE 日均值序列 71.81% 21.15% −24.18% 2.23% −6.35% −29.43% 0.96%

Weibull 横向序列 – – – – – – 98.93%

纵向序列 111.50% 63.67% 19.48% 44.01% 310.42% 13.18 0.11%

MLE 日均值序列 47.85% 2.62% −35.62% 2.23% −6.34% −29.44% 5.15%

对数正态 横向序列 – – – – – – 94.22%

纵向序列 105.44% 57.67% 11.36% 13.90% 206.82% 717.60% 0.63%

对比表 15–18 可以发现, 一般局部波动模型横向序列的平均占比较大, 且日均值序列和纵向序列

在交易量层面的预测效果优于带公共部分的拓展模型,因而模型整体的预测误差相比拓展模型在交易

量层面较小.

从参数服从对数正态分布的拓展形式局部波动模型对中信证券的预测结果可以发现,二次优化的

引入在一定程度上可以克服纵向序列在交易量层面预测误差过高的现象.

综合表 14–18可知,局部波动性的引入对模型在 VWAP层面预测效果的提升有重要意义,且二次

优化可以平衡交易量层面和 VWAP 层面的预测误差, 使模型的整体误差相较基准模型在两个层面均

有提升. 纵向序列给出的预测误差在交易量层面的大幅增加提示我们可以对不稳定序列设置一定的比

例上限, 从而先验地控制结果. 限于篇幅, 本文不再对这一现象进行更深入研究.
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表 18 局部波动模型预测误差分析 (贵州茅台, 600519.SH)

模型
交易量层面 VWAP 层面

平均占比
evv evab evMSE evSlicing eVWAP

ab eVWAP
MSE

21 天历史滚动均值 2.42E−4 0.60 0.80 0.17 0.55 0.97 –

MLE 日均值序列 5.90% 8.15% −38.25% 2.22% −6.35% −29.43% 10.27%

Gamma 横向序列 – – – – – – 34.31%

纵向序列 3.03E+6 3.18E+6 1.14E+13 60.46% 30.49% 22.80% 21.06%

公共部分 0.01% 0.04% 0.05% 0.00% −0.01% 0.12% 34.36%

MLE 日均值序列 101.05% 51.39% 4.33% 2.23% −6.35% −29.43% 0.86%

Weibull 横向序列 – – – – – – 12.30%

纵向序列 3.61E+6 3.79E+6 1.49E+13 86.91% 30.76% 23.37% 74.54%

公共部分 0.01% 0.04% 0.05% 0.00% −0.01% 0.12% 12.30%

MLE 日均值序列 69.66% 15.68% −33.06% 2.23% −6.35% −29.43% 2.29%

对数正态 横向序列 – – – – – – 10.02%

纵向序列 2.93E+6 3.15E+6 1.12E+13 77.77% 30.76% 23.37% 77.67%

公共部分 0.01% 0.04% 0.05% 0.00% −0.01% 0.12% 10.02%

5 稳健性检验

本节给出指数和个股层面的稳健性检验以验证局部波动模型是否具有广泛的适用性及稳定的预

测结果. 为了对比, 本文也对加和、乘积和分解优化模型进行了检验. 在不失准确性的前提下, 如不另

作说明, 模型的参数和数据选取与实证检验部分相同. 对加和模型选取 ARIMA 族模型的结果进行展

示, 对乘积模型选取矩阵加载和样本外误差展示, 对分解优化模型选取动态、不控制 Hesse 矩阵的结

果展示; 局部波动模型考虑 MLE 方法的几种情形.

同样,本节仅列出基准的 21天历史滚动均值预测误差的数值,剩余部分仅给出各模型相对基准的

误差增加百分比.

5.1 指数层面的稳健性检验

指数层面的稳健性检验主要涉及两个方面, 一是基于沪深 300 指数数据, 考察改变时间跨度和交

易区间长度时, 预测结果是否具有稳健性; 二是利用上证 50 指数数据和中证 800 指数数据代表大盘

风格数据和小盘风格数据, 考察改变股票股本的情形下, 模型的预测结果是否具有稳健性.

5.1.1 时间跨度的稳健性检验

本小节选取的数据集为沪深 300 指数数据, 时间跨度为 2005 年 4 月 8 日到 2015 年 12 月 31 日,

区间长度选取 15 分钟, 数据来源 Resset 高频数据库. 模型的训练结果见表 19. 由于加和模型涉及其

他证券的长期数据, 考虑到数据可获得性和时间成本, 本文暂未检验; 乘积模型旁标注的数值表示用

于训练参数的天数.

从表 19可以看出,乘积模型的预测效果随时间跨度增长而下降,这表示长期使用同一参数进行预

测存在一定问题, 但增加其参数的更新频率对计算机的运算能力有较高要求. 局部波动模型在交易量
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层面和 VWAP 层面均有较好的表现, 且采用 Weibull 分布和对数正态分布的预测效果相比分解优化

模型的预测效果有很大提升. 整体来看, 局部波动模型在较长时间内仍有好的预测效果.

5.1.2 区间长度的稳健性检验

本小节基于沪深 300指数数据, 区间长度为 5分钟和 30分钟的检验结果分别见表 20和 21. 5分

钟数据的时间跨度为 2016 年 2 月 1 日到 2019 年 1 月 30 日, 30 分钟数据的时间跨度与第 4 节相同,

数据均来源于 Wind 数据库. 基于同样的原因, 本小节未考虑加和模型.

可以看出, 分解优化模型的稳健性较好. 乘积模型和局部波动模型对处理频率较高的数据比较有

优势. 局部波动模型在 VWAP 策略上的表现较分解优化模型有一定提升. 从 MLE 方法使用的分布

表 19 时间长度的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.02 5.08 1298.93 0.17 1.87 12.82

乘积模型 (500 天) 6.57% −12.88% −32.14% 1.68% −19.49% −29.01%

乘积模型 (1000 天) −0.16% −13.54% −31.99% 2.67% −24.44% −47.90%

乘积模型 (1500 天) 6.37% −8.54% −23.36% 2.00% −15.15% −30.02%

分解优化模型 −11.19% −19.86% −33.44% 0.04% 1.20% −3.98%

局部波动模型 (Gamma) −1.48% −2.63% −2.15% 0.02% −0.43% −1.88%

局部波动模型 (Weibull) −1.42% −6.26% −10.40% 0.00% −6.52% −12.54%

局部波动模型 (对数正态) −5.13% −5.79% −11.86% −0.05% −10.63% −23.20%

表 20 区间长度为 5 分钟的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.62 0.31 0.17 0.08 1.14 4.21

乘积模型 −35.38% −39.07% −63.68% −0.19% −73.67% −94.78%

分解优化模型 −10.06% −11.81% −23.93% 0.12% 3.91% 7.99%

局部波动模型 (Gamma) −3.18% −12.74% −26.08% −0.02% −2.76% −5.88%

局部波动模型 (Weibull) −4.19% −14.37% −28.94% −0.04% −5.54% −13.52%

局部波动模型 (对数正态) −4.60% −14.35% −28.37% −0.05% −7.15% −18.57%

表 21 区间长度为 30 分钟的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 3.35 0.27 0.12 0.25 1.02 3.68

乘积模型 −21.95% −24.68% −46.16% 0.17% −39.37% −70.92%

分解优化模型 −11.19% −12.39% −24.01% 0.33% 4.40% 3.64%

局部波动模型 (Gamma) −2.32% −10.31% −20.84% 0.00% 0.11% −0.24%

局部波动模型 (Weibull) −2.22% −10.42% −21.26% 0.00% 0.36% 0.86%

局部波动模型 (对数正态) −2.78% −10.89% −22.05% 0.00% −0.18% −0.91%
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来看, 对数正态分布给出的拟合效果好.

5.1.3 大小盘风格的稳健性检验

本小节利用上证 50指数数据和中证 800指数数据分别代表大盘风格数据和小盘风格数据对各模

型进行稳健性检验 (结果见表 22 和 23). 加和模型的设定与实证检验部分相同.

可以看出, 加和模型在大盘风格数据上比较有优势. 乘积模型对大小盘风格数据的预测效果比较

稳定, 没有出现太大差异. 分解优化模型同样表现基本稳定, 但其交易量层面的预测效果在大盘风格

数据上稍有优势. 局部波动模型在大小盘风格数据上基本能保持稳定的预测效果, 在大盘风格数据的

预测上相对有优势.

5.2 个股层面的稳健性检验

个股层面的稳健性检验主要考察价格波动、交易量波动和行业变化对模型预测效果的影响. 本部

分数据的时间跨度均为 2016 年 1 月 4 日至 2018 年 12 月 28 日, 区间长度为 15 分钟, 因熔断、停牌

等原因删除某些数据. 对于加和模型, 本文选取上证 50 的成分股作为输入测算公共部分, 因数据长度

问题剔除工业富联 (601138.SH)、上海银行 (601229.SH)、三六零 (601360.SH)和药明康德 (603259.SH)

4 只股票, 数据均来源于 Wind 数据库.

表 22 上证 50 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.68 0.38 0.26 0.17 1.02 3.58

加和模型 (纵向, r = 5) −0.44% −0.73% −1.84% 0.00% −0.07% 0.23%

加和模型 (横向, r = 5) 1.46% −2.68% −5.66% 0.00% −0.01% 0.44%

乘积模型 −32.51% −37.15% −63.03% 0.08% −59.55% −89.42%

分解优化模型 −12.00% −14.15% −28.44% 0.27% 5.97% 13.87%

局部波动模型 (Gamma) −5.66% −17.52% −36.91% −0.02% −4.79% −14.33%

局部波动模型 (Weibull) −6.28% −18.54% −35.42% −0.06% −7.14% −19.34%

局部波动模型 (对数正态) −6.80% −19.29% −36.45% −0.06% −6.81% −21.30%

表 23 中证 800 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 2.57 0.25 0.10 0.17 1.05 4.37

加和模型 (纵向, r = 5) 0.35% 0.12% 0.33% 0.00% 0.37% 0.38%

加和模型 (横向, r = 5) 2.94% 4.77% 9.65% 0.00% −0.70% −1.28%

乘积模型 −25.89% −30.19% −52.64% 0.04% −57.80% −84.98%

分解优化模型 −10.83% −11.78% −22.07% 0.13% 3.08% 1.85%

局部波动模型 (Gamma) −1.91% −8.68% −18.52% 0.00% 0.05% −0.10%

局部波动模型 (Weibull) −2.24% −9.27% −19.62% 0.00% −0.21% −0.97%

局部波动模型 (对数正态) −2.54% −9.41% −19.60% 0.00% −0.10% −1.52%
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5.2.1 价格波动的稳健性检验

本文利用价格的方差除以均值作为价格波动的衡量指标, 在上证 50 成分股中选取高价格波动的

绿地控股 (600606.SH)和低价格波动的招商银行 (600036.SH)作为考察对象,结果见表 24和 25. 此处

对加和模型列举了预测效果较好的 r = 40 的情形.

从表 24 和 25 中可以看出, 加和模型更适用于高价格波动的绿地控股. 分解优化模型在高价格波

动股票 (绿地控股) 上的表现优于低价格波动股票 (招商银行), 且对两只个股的预测效果在交易量层

面能战胜历史滚动均值,但在 VWAP层面的表现不及历史滚动均值.乘积模型和局部波动模型在两只

股票上的表现均比较稳定, 乘积模型的预测效果依旧优于局部波动模型, 但其具有计算时间较长的劣

势. 乘积模型和局部波动模型在两只个股的预测效果上并不存在较大的差异, 因此在价格波动层面均

具有稳健性.

5.2.2 交易量波动的稳健性检验

类似地,本文利用交易量的方差除以均值作为交易量波动的衡量指标,在上证 50成分股中选取高

交易量波动的贵州茅台 (600519.SH) 和低交易量波动的中国铁建 (601186.SH) 作为考察对象, 结果见

表 26 和 27. 加和模型同样选取 r = 40 时的结果.

表 24 绿地控股 (600606.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.02 0.77 1.31 0.17 0.01 5.76E−4

加和模型 (纵向, r = 40) 0.00% −0.01% −0.02% 0.00% 0.00% 0.00%

加和模型 (横向, r = 40) 0.00% −0.01% −0.01% 0.00% 0.00% 0.00%

乘积模型 −26.34% −35.48% −60.59% 0.41% −42.68% −80.17%

分解优化模型 −11.55% −24.49% −47.85% 0.74% 0.06% 1.71%

局部波动模型 (Gamma) −12.40% −29.47% −52.64% −0.04% −12.27% −23.08%

局部波动模型 (Weibull) −11.87% −30.40% −54.75% −0.06% −13.78% −25.16%

局部波动模型 (对数正态) −14.79% −30.28% −54.12% 0.00% −19.24% −40.59%

表 25 招商银行 (600036.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.01 0.65 0.93 0.17 0.02 2.48E−4

加和模型 (纵向, r = 40) 2.76% 3.79% 8.94% −0.28% 5.84% 37.72%

加和模型 (横向, r = 40) −0.10% 0.10% 0.04% −0.01% 1.11% 4.86%

乘积模型 −28.36% −41.11% −64.80% 0.19% −53.64% −88.52%

分解优化模型 −5.76% −14.83% −32.06% 0.31% 1.35% 9.70%

局部波动模型 (Gamma) −7.28% −22.79% −45.04% −0.16% −10.31% −26.04%

局部波动模型 (Weibull) −8.12% −23.20% −44.70% −0.11% −11.00% −15.53%

局部波动模型 (对数正态) −10.39% −23.91% −45.16% −0.16% −13.16% −20.27%
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表 26 贵州茅台 (600519.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 10.93 0.60 0.81 0.17 0.55 0.97

加和模型 (纵向, r = 40) 0.09% 0.14% 0.37% 0.00% 0.04% 0.38%

加和模型 (横向, r = 40) −0.03% −0.04% −0.05% 0.00% −0.01% 0.10%

乘积模型 −23.34% −40.99% −73.70% 0.48% −52.75% −79.78%

分解优化模型 −3.50% −9.91% −20.61% 0.28% −1.39% −8.13%

局部波动模型 (Gamma) −5.34% −21.21% −39.01% 0.00% −0.48% −1.34%

局部波动模型 (Weibull) −6.11% −22.03% −40.80% 0.00% −1.75% −4.95%

局部波动模型 (对数正态) −6.06% −21.88% −40.35% 0.00% −2.07% −4.96%

表 27 中国铁建 (601186.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.02 0.78 1.31 0.17 0.02 1.01E−3

加和模型 (纵向, r = 40) 0.14% 0.33% 0.86% 0.00% 0.04% 0.04%

加和模型 (横向, r = 40) −0.03% 0.81% 0.11% 0.00% 0.00% −0.04%

乘积模型 −25.10% −35.29% −58.72% −0.05% −48.52% −81.97%

分解优化模型 −9.26% −33.67% −43.05% 0.68% 10.18% 10.18%

局部波动模型 (Gamma) −10.88% −28.52% −51.65% −0.18% −15.52% −30.61%

局部波动模型 (Weibull) −9.57% −28.46% −52.14% −0.16% −12.13% −20.04%

局部波动模型 (对数正态) −14.34% −29.74% −53.05% −0.17% −18.43% −37.70%

从表 26 和 27 中可以发现, 相比采用纵向序列, 加和模型更适于用横向序列进行预测. 但即便如

此, 其预测结果也仅能与历史滚动均值相当. 分解优化模型更适用于高交易量波动的个股. 在贵州茅

台的预测上, 分解优化模型两个层面的预测效果基本强于历史滚动均值; 而在中国铁建的预测上, 其

预测结果仅在交易量层面有较大提升. 虽然乘积模型、分解优化模型和局部波动模型的预测效果都比

较稳定, 但都对高交易量波动的数据进行预测更具优势, 而局部波动模型同时在低交易量波动的数据

表现良好. 因而在对不同交易量波动程度数据的处理上, 局部波动模型具有一定的独特性.

5.2.3 不同行业的稳健性检验

由于不同行业中不同个股的交易情形存在较大差异,因此本小节在前两小节的基础上选取中国石

化 (600028.SH)、中信证券 (600030.SH)、三安光电 (600703.SH) 作为补充. 综合前两小节所选取的个

股,本文选取的个股所涉及的相关行业已遍布周期、消费、成长和金融地产几个板块. 表 28–30给出 3

只个股的预测结果.

结合前几小节的结果看, 加和模型对个股的预测效果相较对指数的预测效果有所提升, 但其对个

股的预测效果在交易量和 VWAP 两个层面均很难明显超越历史滚动均值. 乘积模型的预测效果一直

比较稳定, 但其在全部区间的预测效果依赖于数据的量级, 对于量级较大的数据, 其给出的预测较差.
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表 28 中国石化 (600028.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.04 0.76 1.39 0.17 0.05 9.81E−5

加和模型 (纵向, r = 40) −0.01% −0.04% −0.12% 0.00% 0.02% 0.13%

加和模型 (横向, r = 40) −0.02% −0.05% −0.09% 0.00% 0.03% 0.12%

乘积模型 −27.46% −38.20% −66.81% 0.34% −47.68% −84.11%

分解优化模型 −7.56% −18.12% −38.96% 0.55% 4.56% 9.54%

局部波动模型 (Gamma) −8.39% −26.25% −50.69% −0.08% −6.92% −8.78%

局部波动模型 (Weibull) −8.62% −28.34% −55.13% −0.09% −8.62% −12.61%

局部波动模型 (对数正态) −9.71% −26.52% −51.28% −0.07% −14.99% −43.21%

表 29 中信证券 (600030.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 0.03 0.72 1.08 0.17 0.02 1.43E−3

加和模型 (纵向, r = 40) −0.04% −0.13% −0.11% 0.00% −0.01% −0.06%

加和模型 (横向, r = 40) 0.00% 0.25% 0.00% 0.00% −0.01% −0.04%

乘积模型 −23.45% −35.68% −61.25% 0.08% −61.54% −85.44%

分解优化模型 −9.13% −20.82% −41.02% 0.57% 1.80% 3.03%

局部波动模型 (Gamma) −10.88% −28.52% −51.65% −0.18% −15.52% −30.61%

局部波动模型 (Weibull) −9.57% −28.46% −52.14% −0.16% −12.13% −20.04%

局部波动模型 (对数正态) −14.34% −29.74% −53.05% −0.17% −18.43% −37.70%

表 30 三安光电 (600703.SH) 的稳健性检验结果

度量
交易量层面 VWAP 层面

evv evab evMSE evSlicing eVWAP
ab eVWAP

MSE

21 天历史滚动均值 – 0.65 0.91 0.17 0.03 –

加和模型 (纵向, r = 40) 0.01% 0.00% −0.02% 0.00% −0.01% 0.00%

加和模型 (横向, r = 40) −0.01% 0.02% 0.03% 0.00% 0.00% 0.00%

乘积模型 −27.78% −43.23% −71.85% 0.03% −56.51% −85.15%

分解优化模型 −5.36% −13.02% −27.70% 0.32% 1.04% 3.99%

局部波动模型 (Gamma) −6.45% −25.33% −45.85% −0.14% −17.69% −36.22%

局部波动模型 (Weibull) −9.17% −25.56% −45.38% −0.19% −20.40% −40.85%

局部波动模型 (对数正态) −8.66% −23.04% −43.12% −0.17% −16.88% −35.14%

分解优化模型的预测效果随个股的变化有所差异,但总体而言,相比历史滚动均值,分解优化模型仍然

表现出了在交易量层面的优越性.

局部波动模型的预测效果随个股的变化有一定的差异,但对所有个股的预测无论在交易量层面还

是 VWAP 层面一般均能战胜历史滚动均值. 局部波动模型在交易量层面的效果不会比分解优化模型

差很多, 且在某些个股上还能超越分解优化模型给出的结果.
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6 结论

本文对加和模型 [3]、乘积模型 [9] 和分解优化模型 [11] 进行了细致的比较并利用中国股票市场的

日内交易量数据进行了实证检验. 在此基础上,提出局部波动模型并利用同样的数据进行了实证检验.

结果表明, 本文提出的局部波动模型在交易量层面和 VWAP 层面的预测效果均能稳定超越基准

模型历史滚动均值, 在精度上优于加和模型 (交易量和 VWAP 层面) 和分解优化模型 (交易量层面不

明显弱于分解优化模型, VWAP 层面明显优于分解优化模型), 其精度虽不及乘积模型, 但其在运算速

度上较乘积模型有大幅提升, 且能够实现动态预测. 局部波动模型的稳健性介于乘积模型和分解优化

模型之间, 对处理频率较高的数据、大盘风格数据和低交易量波动数据更具优势.
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A local volatility model for intraday volume prediction and its
empirical study

Yixuan Ji, Ziyi Xu & Xue Cheng

Abstract Based on clarifying the theoretical points of three intraday trading volume forecasting models, the
additive model, the product model and the decomposition-optimization model, and conducting the empirical
tests using intraday volume data from China stock market, a new intraday trading volume prediction model, the
so-called local volatility model was proposed. In terms of transaction volume forecasting and VWAP (volume
weighted average price) strategy, the local volatility model is more stable than the historical average estimation.
Compared to its fast calculation speed and compatibleness with dynamic forecasting, it has satisfactory prediction
accuracy. Its robustness lies between the product model and the decomposition-optimization model, which is
better than the production model. Moreover, the model excels at large-cap data and the data with high frequency
and low transaction volume fluctuation.
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