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随着分子生物学技术的不断发展，高通量测序

已广泛应用于临床医学、基础医学、生物医学等众

多领域，因其具有通量高、速度快、灵敏度高等优

势，可在短时间内检测大量样本的基因变异及转录

水平，具有十分广阔的应用前景。以二代测序（Next 
generation sequencing，NGS）为典型代表的高通量

测序已经广泛应用于多种疾病的诊断、治疗及预后 
评估［1］。

NGS 可分为 DNA 测序和 RNA 测序，DNA 测序

以检测基因变异为主［2］，如碱基替换、小片段插入

及缺失等，RNA 测序主要以检测基因的 mRNA 丰

度为主［3］。根据所测细胞的群体区分，RNA 测序

可分为全转录组测序（Bulk RNA sequencing，bulk 
RNA-Seq） 和 单 细 胞 转 录 组 测 序（Single cell RNA 
sequencing，scRNA-Seq）。Bulk RNA-Seq 是目前最常

用的 RNA 测序方法，但由于测序样本普遍具有异质

性，bulk RNA-Seq 结果仅能代表大细胞群体中每一

个基因的平均表达水平，对比较转录组学研究有帮
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Abstract: Single cell RNA sequencing（scRNA-Seq）has been widely used in cell differentiation，tumor microenvironment and 

etiology of various diseases. Currently improving the accuracy of sequencing results by optimizing data analysis methods has become a research 

hotspot in the field of sequencing due to the characteristics of low capture rate，high noise，and high variability of scRNA-Seq. Here an 

overview of the mathematical methods used in the process of data analysis in recent years is summarized，and the advantages and issues in data 

analysis are discussed，aiming to provide a reference for the development and application of new algorithms，and to gradually improve the 

reliability of sequencing results. 
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助，但不利于异质性研究。2009 年 scRNA-Seq 技术［4］

被首次引用，测序样本异质性问题得到一定程度解

决，并逐渐成为近年来的研究热点。scRNA-Seq 原

理是分离单个细胞并提取 RNA，经 PCR 扩增后进行

高通量测序，主要工作流程包括细胞解离、单细胞

分离、文库构建、上机测序及数据分析［3］，其中数

据分析是整个 scRNA-Seq 过程中最重要的一个环节。

由于 scRNA-Seq 所使用的数据分析方法有别于

bulk RNA-Seq，越来越多的针对 scRNA-Seq 技术的

数据分析方法不断涌现，但每种分析方法都有各自

的优势及局限性。因此，本文对比了 scRNA-Seq 与

bulk RNA-Seq 技术在数据分析上的差异，对 scRNA-
Seq 数据分析研究进展进行总结，探讨每种方法的

优势与局限性，以期能够对 scRNA-Seq 数据分析方

法进行系统了解。

1 数据预处理

1.1 数据的比对

在 scRNA-Seq 过程中，测序数据下机后需要进

行预处理，将基因转录序列转换为 fastq 格式并与参

考序列比对，鉴定差异表达基因或寻找可变剪切位

点。scRNA-Seq 数据整体质量评估的重要指标是比

对率，即 reads 在参考基因组中所占的比例。比对

率越高说明数据利用率越高［5］。目前应用于数据比

对的工具主要有 TopHat［6］，STAR［7］ 或 HISAT［8］。

TopHat 工 具 以 Bowtie 作 为 核 心 算 法 针 对 75 bp 以

上长度的 RNA 短序列与参考基因组进行比对，找

到匹配的序列，对外显子进行选择性拼接，具有内

存小、准确性高、容错率低、可跨内含子比对等优

势。Donbin 等［7］研究发现 STAR 工具的核心算法是

Maximal mappable prefix（MMP），其直接选用非连续

序列进行比对，运行速度较 TopHat 工具快，但需要

更大的内存。HISAT 工具基于 Burrows-Wheeler 变换

（BWT）和 Ferragina-Manzini 索引（FM）结合的算法

进行对齐。Kim 等［8］研究发现 HISAT 是第一个采

用分层索引以及自适应策略进行对齐的工具，减少

了内存需求，也是目前运行速度最快的工具，具有

同其他比对工具相同甚至更高的精度。从总体来看，

以上 3 种软件在运行速度和结果准确性方面均表现

良好，但 Engström 等［9］进一步研究发现运行速度

较快的软件通常检测的准确性较低。

1.2 质量控制

数据识别和去除低质量细胞是 scRNA-Seq 质量

控制（Quality control，QC）的关键步骤。首先，在

细胞捕获过程中应避免参杂混合或死亡的细胞。其

次，使用 FastQC［10］等工具检查测序数据的质量，

根据 QC 值决定其在后续分析中是否被舍弃。异常

的 cut-off 值可以人为定义，也可由程序自动定义，

但需考虑被分析组织的多样性。此外，当细胞受损时，

细胞质 RNA 会丢失，但线粒体 RNA 会保留在受损

细胞中，线粒体 RNA 含量是 QC 的另一个指标［11］。

除上述方法外，Jiang 等［12］最新提出的一种针对单

细胞 RNA 序列质量控制（SinQC）工具，通过整合

基因表达模式和数据质量信息来检测并去除低质量

细胞。

1.3 数据标准化

数据标准化是数据预处理的关键步骤。在 bulk 
RNA-Seq 中，DESeq2［13］ 和 TMM［14］ 是 常 用 的 标

准 化 处 理 算 法。 然 而，DEseq2 算 法 并 不 适 用 于

scRNA-Seq 数据分析，因为 DEseq2 算法假设所有样

本 RNA 总量相等，reads 数仅与测序深度有关，根

据不同样本的 reads 数来计算比例，但对于单个细

胞可能会受到零值和高变异性的影响，结果不稳定。

因 此，Bacher 等［15］ 提 出 SCnorm 工 具， 其 使 用 分

位数回归的方法对测序数据进行标准化，可以避免

针对 bulk RNA-Seq 的传统标准化方法对 scRNA-Seq

数据进行标准化时所引入的错误，改善主成分分析

和差异表达基因的识别，可以用于 scRNA-Seq 数

据标准化。最常用的数据归一化方法为 Count depth 
scaling，又称为 Counts per million（CPM），它会根

据每个细胞的总表达量计算一个 size factor，然后对

其中各个基因表达量进行标准化。除 CPM 外，非线

性标准化方法使用测序深度拟合的负二项模型，可

解释更复杂的异质性。因此，数据标准化方法的使

用需要根据不同细胞特性进行选择，单一的标准化

方法不能适用于所有类型的 scRNA-seq 数据。

2 插补

在测序过程中，很多低表达或中度表达的基因

无法有效检测到，导致表达值为零或减少，影响下
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游后续分析，增加细胞间变异，甚至不能获得完整

的单个细胞转录组信息，这种情况称之为 Dropout。

在实际操作过程中 Dropouts［16］对数据分析影响较大，

合适的插补方法可以弥补 Dropout 产生的影响。目

前针对插补开发的算法有 MAGIC［17］、ScImpute［18］、

SAVER［19］、DrImpute［20］和 AutoImpute［21］，各种算

法的计算原理不同。MAGIC 算法使用基于 Markov

亲和力的矩阵确定细胞间的相似性，对高度相似

细胞中基因表达进行聚集，以估算基因表达量。

ScImpute 算法通过拟合 Gamma-Normal 混合模型估

算基因缺失概率，根据相似细胞信息估算可能的

Dropout。SAVER 和 MAGIC 算法分析可能会造成未

受 Dropout 影响的基因表达发生变化，但 ScImpute

算法可以利用其他类似细胞中不太可能受 Dropout

影响的相同基因信息，在不引入新偏差情况下计算

缺失值。有研究表明，MAGIC 和 scImpute 算法都依

赖于相似细胞基因数据，这会消除细胞间的随机性，

而 Huang 等［19］提出的 SAVER 算法来接收具有唯一

分子索引的矩阵后，假定每个基因都遵循 Poisson-
Gamma 模型，使用多元广义泊松回归模型的贝叶斯

分析还原基因表达水平，消除技术差异的同时还可

保留不同细胞间的生物学差异。DrImpute 是一种集

群分析算法，通过使用 Spearman 和 Pearson 相关系

数计算距离矩阵，可将 Dropout 从真正的零值中有

效地分离出来。Gong 等［20］将 DrImpute 算法与多种

插补算法进行性能比较发现，与 MAGIC 和 scImpute

算法相比，DrImpute 可以恢复更多的缺失值，提高

后续细胞类型识别和拟时间推断的准确性。受到上

述软件的启发，Talwar 等［21］提出了 AutoImpute 自

编码分析算法，通过学习 scRNA-Seq 数据的固有分

布和模式来寻找缺失值。通过与现有的 9 种独立数

据集的插补算法进行比较，AutoImpute 被证实是唯

一能对最大数据集进行插补而不会消耗内存的算法。

3 批次效应校正

完整的 RNA 测序流程包括细胞分离、RNA 提取、

文库构建、上机测序及测序后数据分析等多个环

节，但不同实验室、不同时间以及不同人员操作会

造成批次效应，影响结果可靠性。批次效应也成为

scRNA-Seq 技术中常见的变异来源［22］。由于 scRNA-

Seq 与 bulk RNA-Seq 在数据特征上具有差异，常规

用于 bulk RNA-Seq 的批次校正算法，如 RUVseq［23］

和 svaseq［24］等算法可能并不适用于 scRNA-Seq。但 
是，在 scRNA-seq 研究中，批次之间的种群组成通

常并不相同，即使假设每个批次中存在相同的细胞

类型，数据集中每种细胞类型的丰度也会根据细胞

培养或组织提取、解离等过程中的细微差异而变

化，因此造成变异的因子并非仅考虑技术性因素。

为了校正单细胞测序中的批次效应，多种 scRNA-
Seq 数据校正算法被开发，包括 ComBat［25］、相互

最 近 邻（Mutual nearest neighbours，MNN）［26］ 和

Scanorama［27］等。当批次信息可用时，ComBat 算法

使用参数和非参数经验贝叶斯框架通过批处理效应

变量的加法组合来描述基因表达。Haghverdi 等［26］

提出的 MNN 算法是计算成对细胞的余弦归一化表

达谱之间的欧氏距离，再根据每个批次中共享种群

的偏差来调整批次效果。尽管 MNN 和 ComBat 是常

用的分析算法，但研究发现 MNN 算法性能要优于 
ComBat。Hie 等［27］最近提出的 Scanorama 是采用一

种可识别并准确整合数据集合的算法，利用匹配的

信息进行批次效应校正，相比于 MNN 算法，该技术

不需要依赖于数据集的顺序，将邻近搜索优化为低

维嵌入的基因表达谱，极大减少了搜索时间。

4 降维分析

高维性是 scRNA-Seq 数据的显著特点，数据分

析时常常要用到降维分析法。主成分分析（Principal 
component analysis，PCA）作为一种经典的无监督降

维算法，借助正交变换使线性维数减少，产生一组

不相关的分量，通过最大化投影数据的方差，将高

维数据投影到低维线性空间上。其具有两大主要优

势 ：第一，PCA 通过正交线性投影可以消除基因间

的冗余，被用作多种降维方法的预处理步骤。第二，

PCA 可将高维数据投影到低维线性空间上，可以预

测多维数据的相关性。研究表明［28］通过分散表达

水平来过滤基因，然后选择数百个最具可变性的基

因来捕获整个种群的重要特征。PCA 已成功应用于

scRNA-Seq 数据分析中［29-31］，以捕获细胞异质性的

整体结构，其局限性在于无法可视化细胞聚类和细

胞类型识别所必须的局部结构。
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为 了 弥 补 PCA 无 法 可 视 化 的 局 限 性，t 分

布 随 机 领 域 嵌 入（t-distributed stochastic neighbor 
embedding，t-SNE）算法被引入单细胞测序分析。

Alexander 等［32］提出的 t-SNE 是一种用于高维数据

可视化的非线性分析算法，通过捕获局部结构，将

原始高维空间中不相似单元以大距离建模，而相似

单元则以小距离建模，在不丢失数据点间相对距离

的基础上，将高维数据嵌入到二维或三维空间中进

行可视化。通过降维与最近邻网络相结合来考虑数

据点之间的局部距离，目的是分离不同的群集。t-SNE

可以通过构造概率分布来描述数据集，相似的单元

格分配概率高，相异的单元格分配概率低，在高

维空间中相似的单元将在低维空间中聚集在一起。

t-SNE 在维持相似细胞群集能力方面优于 PCA。目前，

t-SNE 还不能很好地捕获全局结构，如群集之间的

距离。尽管 t-SNE 在 scRNA-Seq 数据可视化方面取

得了成功，但仍存在两种算法的缺陷［33］。首先，由

于 t-SNE 的随机性，同一数据集在不同的运行中可

能产生不同的可视化效果。为了获得对种群结构的

认识，可能需要对同一数据集进行多次 t-SNE 运行。

其次，虽然 t-SNE 将原始空间中相似单元格放置在

低维空间中来维持簇，但原始空间中不相似单元格

不一定会在低维空间中按比例放置。最近，一种基

于黎曼几何和代数拓扑理论的 UMAP 工具［34］被开

发出来，其性能和效率均优于 t-SNE。UMAP 工具

能够沿着分化轨迹排列簇并保留瞬时细胞的分化连

续体，通过在二维或三维图上覆盖标记基因的表达

或与生物过程有关的一组基因的活性，捕获 scRNA-
Seq 数据中局部和全局结构。

5 细胞亚型鉴定

在特定条件下，对组织中的细胞亚群进行鉴定

是 scRNA-Seq 数据分析的关键目标之一，其结果可

以揭示细胞异质性［35］。结合降维分析方法，通过聚

类分析实现细胞亚群的鉴定。在无监督聚类分析中，

主要以分层聚类和 K-means 聚类为主。分层聚类无

需预先定义聚类数量，以聚集或分裂的方式进行连

续合并或拆分，目前常用的工具包括 SINCERA［36］

和 bigSCale［37］。其中，Iacono 等［37］提出的 bigSCale

工具框架构建了一个概率模型来定义所有可变性成

对细胞之间的表型距离。与在简单或混合概率模型

中假设负二项式，伽马或泊松分布的其他方法相比，

bigSCale 工具构建了一个高精度、全面的噪声数值

模型，通过将 P 值分配给每个基因来量化细胞间距

离。而 K-means 聚类［11］则是先确定簇中心，再将

细胞分配到最近的簇中心，迭代优化质心位置，将

细胞分为 k 个簇，根据质心聚类中细胞的平均值重

新计算质心，工作速度快于分层聚类。以上两种传

统聚类方法都会受到数据规模和噪声的影响。为此，

Lin 等［38］在聚类前通过插补和降维进行聚类（CIDR）

使用非线性最小二乘回归拟合数据，并对零值进

行插补来减弱 Dropout 影响。该算法可识别并评估

Dropout 与基因表达水平之间的关系，计算基因表达

谱之间的差异。通过实验证实 CIDR 运算速度远快

于传统算法。近年来，新的聚类算法不断被开发，

如 graph-based 聚类包括 SNN［39］和 RaceID2［40］，这

些算法将单元格嵌入图形中，每个边代表两个单元

格之间的相似度，将图形划分为高度互连的模块，

具有高效性和稳定性。Seurat 基于共享近邻（Shared 
nearest neighbor，SNN）聚类算法来识别细胞簇，通

过差异表达或方差分析来识别不同亚群标记物，基

于表达水平的相似度的不同构建共享近邻网络。为

了证明 SNN 算法的有效性，Xu 等［39］通过在不同结

构的数据集上进行测试发现，与原始数据的研究结

论相同。为开发出一种可靠的方式推断分化轨迹，

Grün 等［40］提出 RaceID2 工具，该软件适合测试微

分动力学，在增加集群数后可通过识别集群内的饱

和点确定亚群数量，使数据比 K-means 聚类更可靠，

且已在动物实验中证实。除上述方法外，单细胞一

致性聚类（Single cell consensus clustering，SC3）是

特别为 scRNA-Seq 数据开发的聚类算法，通过共识

方法将多个聚类算法组合在一起，具有高度的准确

性和鲁棒性［41］，相比于 K-means，SNN 和 SINCERA

算法分析，SC3 缺点是运行时间长，但准确性最高［42］。

6 差异表达分析

差异表达基因分析可以检测不同细胞类型、不

同细胞亚群间的 mRNA 丰度，通过组间比对，获得

不同样本或不同处理方法对基因表达水平的影响，

或上调或下调［43］，进而可对差异表达基因进行功能
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分析，如通过基因本体分析（Gene ontology，GO），

确定基因所参与的生物学过程、分子功能及细胞组

分，通过 KEGG 分析差异基因参与的信号通路。尽

管 scRNA-Seq 结果可以鉴定差异表达基因，但其也

存在一定的局限性。首先，由于单细胞测序数据通

常具较高的背景噪音，很多低表达或者中等表达水

平的基因不能被有效检测到。所以，针对 bulk RNA-
Seq 数据开发的差异表达检测算法，并不完全适用

于 scRNA-Seq。针对 scRNA-Seq 的差异表达算法被

陆 续 开 发， 如 SCDE［44］，MAST［45］，Census［46］ 和

BCseq［47］ 等。 其 中，SCDE 是 一 种 运 用 贝 叶 斯 算

法，从单个测量中获得的不确定信息，使用泊松过

程来解释 Dropouts，通过对比分析证明 SCDE 算法

具有比传统方法更高的灵敏度［44］。MAST 算法采用

线性模型对转录阳性表达的平均值进行建模，同时

控制模型的离散性和技术因素。其采用广义相加模

型（Generalized additive models，GAMS） 与 Tobit 模

型进行正态分布。Finak 等［45］通过比较发现 SCDE

算法检测的差异表达基因数量高于 MAST，但 MAST

算法的特异性更高。Qiu 等［46］研究发现 Census 算

法可将常规的相对表达量转换为相对转录本计数，

与标准的读取计数相比，使用回归技术更容易建模，

而且显著提高准确度。BCseq 算法无需指定偏差的

来源或格式即可校正表达量化中的偏差，即以自适

应的方式纠正固有偏差，有效降低技术噪音。Chen

等［47］通过对比发现 BCseq 算法在细胞类型分类性

能上优于 MAST 和 SCDE。尽管多种算法被用于差

异表达基因分析，但不同算法处理后的数据结果仍

存在一定偏差。早期一项针对 36 种基因差异表达分

析算法有效性的研究发现，不同算法得到的差异表

达基因在特征及数量上均存在显著差异［48］。因此，

测序后数据分析算法的优化仍然是今后的一项重要

工作。

7 拟时序分析

拟时序分析法是指根据单个细胞的基因表达模

式推断出细胞发育或分化的动态路径［49］。与 bulk 
RNA-Seq 不同，单细胞测序可以沿着一个连续发

展的过程对细胞进行排序，在轨迹的开始、中间和

结束状态对细胞类型进行识别，进展越少越接近原

始细胞状态，进展越多越接近终点细胞状态。针对

scRNA-Seq 拟时序分析开发的算法有 Monocle［50］，

Waterfall［51］，TSCAN［52］，Sincell［53］，SLICER［54］

和 Wishbone［55］。Monocle 算法将无监督的数据与反

向图形嵌入结合在一起，通过分化进程对细胞进行

排序，揭示关键调控因子表达中的变化及细胞分化

的新型调控因子。Perešíni 等［50］将 Monocle 算法可

应用于骨骼肌分化过程中，明确了一系列形态学和

转录组动力学。该算法将每个细胞的表达谱表示为

高维空间的一个点，高度相似的单元格之间添加连

接边，构建最小生成树图，找到最长路径的对应转

录序列，即可找到分化过程中单个细胞的动态路径。

当对体内连续生物学过程进行 scRNA-Seq 分析时，

由于缺少足够的信息不适合使用 Monocle 等传统方

法，因此 Jaehoon 等［51］开发了一种更为通用的算

法 Waterfall，它可以对连续生物学过程的多位单细

胞数据集进行无偏差统计分析，该算法使用 Hidden 
markov 模型以无偏差方式确定拟时序上每个基因的

表达状态，并量化为随时间变化的分子级联图，最

后将基因表达水平与拟时序相关联。尽管 Waterfall

算法中曾考虑过细胞聚类的影响，但并未对细胞聚

类对细胞有序性影响进行系统评估，在此基础上，

Ji 等［52］提出 TSCAN 工具，基于构建最小生成树之

前对细胞进行聚类可以降低复杂性，解决 Monocle

由于高复杂性造成的稳定性差。Juliá 等［53］开发的

Sincell 实现了两种算法，以区分稳定细胞和噪声影

响的层次结构，第一种依赖于基因重采样程序 ；第

二种系统随机生成的复制细胞，这些复制细胞遵循

原始细胞的随机模式。Sincell 可以提供细胞状态层

次结构，同时考虑 scRNA-Seq 序列中的随机因素。

上述方法无法推断对于非线性基因表达的变化和与

过程无关的基因的分析，Welch 等［54］开发 SLICER

使用局部线性嵌入来重建细胞轨迹，该算法可以推

断非线性的轨迹，无需了解过程即可选择基因，并

自动确定分支的位置和数量，通过对小鼠非细胞和

神经干细胞的验证，证实了此算法的有效性。如果

要为多细胞构建分支轨迹，上述方法在分辨率和准

确性上较为不足，Manu 等［55］提出的 Wishbone 算法

解决了此类问题，关键技术在于通过重复采样边缘

子集来确定轨迹，并用动物实验证明了 Wishbone 的
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准确性。因此，选择合适的方法应主要依赖于数据

集特点。

8 结语

随着多种单细胞测序数据分析方法的开发与应

用，在一定程度上促进了单细胞转录组学的发展，

改善了高背景噪音和高变异性对数据产生的影响，

为细胞异质性研究奠定了分子基础。但单细胞测序

数据分析仍面临着新的问题和挑战。首先，随着单

细胞测序数据集激增，如何提高软件运行速度和储

存效率是目前需要解决的一项重要问题。其次，由

于不同实验室在实验方案和数据处理流程方面存在

差异，结果的室间比对较为困难。因此，我们仍然

有必要对现有的分析方法进行优化，不断开发新的

高效的数据分析方法，进一步提升单细胞测序结果

的准确性和可靠性。
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