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摘 要：在图像分类的实际应用过程中，部分类别可能完全没有带标签的训练数据。零样本学习（ZSL）的目的是

将带标签类别的图像特征等知识迁移到无标签的类别上，实现无标签类别的正确分类。现有方法在测试时无法显式

地区分输入图像属于已知类还是未知类，很大程度上导致未知类在传统设定下的ZSL和广义设定下的ZSL（GZSL）上

的预测效果相差甚远。为此，提出一种融合视觉误差与属性语义信息的方法来缓解零样本图像分类中的预测偏置问

题。首先，设计一种半监督学习方式的生成对抗网络架构来获取视觉误差信息，由此预测图像是否属于已知类；然

后，提出融合属性语义信息的零样本图像分类网络来实现零样本图像分类；最后，测试融合视觉误差与属性语义的零

样本图像分类方法在数据集AwA2和CUB上的效果。实验结果表明，与对比模型相比，所提方法有效缓解了预测偏

置问题，其调和指标 H在 AwA2（Animal with Attributes）上提升了 31. 7个百分点，在 CUB（Caltech-UCSD-Birds-200-

2011）上提升了8. 7个百分点。
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Abstract: In the practical applications of image classification，some categories may have no labeled training data at all.
The purpose of Zero-Shot Learning（ZSL）is to transfer knowledge such as image features of labeled categories to unlabeled
categories and to correctly classify the unlabeled categories. However，the existing state-of-the-art methods cannot explicitly
distinguish the input image belonging to the known categories or unknown categories，which leads to a large performance gap
for unlabeled categories between the traditional ZSL prediction and the Generalized ZSL（GZSL）prediction. Therefore，a
method of fusing of visual error and semantic attributes was proposed to alleviate the prediction bias problem in zero-shot
image classification. Firstly，a semi-supervised learning based generative adversarial network framework was designed to
obtain visual error information，so as to predict whether the image belongs to the known categories. Then，a zero-shot image
classification network combining semantic attributes was proposed to achieve zero-shot image classification. Finally，the
performance of zero-shot image classification algorithm combining visual error and semantic attributes was tested on AwA2
（Animal with Attributes） and CUB（Caltech-UCSD-Birds-200-2011） datasets. The experimental results show that，
compared to the baseline models，the proposed method can effectively alleviate the prediction bias problem，and has the
harmonic index H increased by 31. 7 percentage points on AwA2 dataset and 8. 7 percentage points on CUB dataset.
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0 引言

在进行图像分类的过程中，图像类别数往往较多。如果

每次都采用人工去标注每个类别标签，工作量会非常巨大。

例如，在文字识别过程中，单字类别数量成千上万，对每一个

单字类别都进行标注几乎是一件难以完成的工作。针对这样

的情况，如何利用机器学习训练分类器，在不标注新类别的情

况下仍然可以对其分类值得研究。显然传统的分类器并不能

实现这样的目的，所以研究者提出零样本学习（Zero-Shot
Learning，ZSL）概念［1］。

零样本图像分类思想属于迁移学习的范畴，通过训练已

有的视觉类别信息然后迁移到新图像类别，并实现对其分类。

人类能够通过学习将已见过的视觉信息与语义信息建立联

系，并通过这样的联系去判别新图像类别，使得我们具备识别

未见过的图像类别的能力。在零样本学习图像分类中，未知

的图像类别并没有已知的源图像训练样本，但可以通过对已

知图像类别相关知识的学习，然后迁移到未知的图像类别当

中，从而对未知的图像类别样本进行结果预测。属性作为中

层语义特征，可以建立跨类别、多层级关联。属性语义描述通

常由人工标注得到，因而能够有效反映出类别之间的关系以

及表示每一个类别。对零样本图像分类研究有助于解决目标

类别数据标签缺失问题、促进对人类智能推理的深入研究，具

有重要的理论研究意义和实际应用价值。

根据测试时的图像类别不同，零样本学习通常分为两种：

传统的零样本学习（ZSL）和广义零样本学习（Generalized
ZSL，GZSL）。其中：传统零样本学习只测试模型在未知类上

的分类正确率；而广义零样本学习的测试类别既包括已知类，

也包括未知类。对比方法在提升未知类上的分类性能的同时

影响到了已知类上的分类性能，在已知类和未知类之间存在

较严重的预测偏置。受此启发，本文提出一种基于视觉误差

预测的方法来判别输入图像是否属于已知类，并根据其结果

将图像嵌入不同的类别语义空间进行预测。

1 相关工作

在早期的方法中，Lampert等［2-3］提出一种直接属性预测

模型（Direct Attribute Prediction，DAP），该学习方法先训练已

知样本的视觉特征，以及相对应类别的属性特征，这样可以学

习得到一个分类器预测属性，从而得到测试样本每一个未见

过类别的后验概率，最后使用最大后验估计法，对未知类测试

图像进行结果预测。Romera-Paredes等［4］提出了一个较为通

用的神经网络框架，该网络将特性、属性和类之间的关系建模

为两个线性层网络，其中顶层的权重不是由环境来学习，而是

由环境来给出。通过将其作为域自适应方法，进一步给出了

这种方法的泛化误差的学习界限。第一线性网络层建立图像

特征和属性特征之间的联系，第二线性网络层建立属性特征

和类别标签之间的联系。

针对各个属性特征的某些语义关系，一些文献对其进行

了不同程度的研究。比如，Liu等［5］提出了一个统一的框架进

行属性的学习，属性关系和属性分类共同提高属性预测的能

力。具体来说，将属性关系学习和属性分类器设计成一个共

同的目标函数，通过它不仅可以预测属性，还可以自动发现数

据中属性之间的关系。巩萍等［6］提出了一种基于属性关系图

正则化特征选择的零样本图像分类方法，通过训练样本中类

别和属性矩阵来计算属性之间的正负相关性，该属性相关性

直接预测属性。

也有一些文献提出将样本的图像特征和类别的语义特征

同时映射到一个公共空间的方法。比如，文献［7］提出了一种

结构化联合嵌入（Structured Joint Embedding，SJE）方法，利用

映射空间矩阵将图像特征和语义特征嵌入到一个公共的特征

空间，并基于公共特征空间计算各模态特征内积和，内积和最

大的即为预测可能性最高的类别。Xian等［8］对SJE进行改进，

提出了一种隐藏嵌入（Latent Embedding，Lat Em）模型，在零

样本分类中学习图像和类别嵌入之间的兼容性，通过结合深

度变量来增强双线性兼容性模型，使用基于得分排序的目标

函数训练模型，该目标函数惩罚给定图像的真实类别的错误

得分排序。Akata等［9］提出的联合嵌入框架将多个文本语义

部分映射到一个公共空间，具体操作是先将图像划分成多个

块，然后为各块获得相应的文本特征，最后用联合嵌入模型将

它们映射到公共的特征空间当中。

近年来利用深度学习充分融合属性语义特征与图像特征

进行分类，不需要考察每一类之间的距离度量，可以直接端到

端训练分类。文献［10］设计了深度嵌入模型，选择合适的嵌

入方式，对多个语义模态（属性和文本）融合后端到端学习，体

现了一种自然机制，速度和正确率都有所改观。文献［11］设

计出来的网络使用的是一种比较的思想，通过比较来对新类

别进行分类，在性能上比文献［10］方法略有提升。文献［12］
设计的神经网络是生成对抗的方式，利用均匀分布或高斯分

布噪声对文本与属性特征产生新的图像特征（包含已知的和

未知的），从而对图像特征进行分类。文献［13］设计了 3个网

络，分别是 FNet（提取图像特征）、ZNet（定位感兴趣区域并放

大）和ENet（特征映射），并联合训练 3个网络，其中 ZNet是参

考文献［14］方法利用重复注意力机制来定位。

本文采用深度学习方法重新设计神经网络，充分融合属

性语义特征与图像特征进行端到端训练。训练包括两个步

骤：1）训练半监督学习方式的生成对抗网络，提取图像视觉误

差信息；2）训练零样本图像分类，使用属性语义信息指导图像

分类，能够识别未知类。

本文的主要工作如下：

1）提出一种半监督学习方式的生成对抗网络，采用编码

器−解码器−编码器（encoder-decoder-encoder）架构，得到已见

过类别和未见过类别在网络深层次抽象特征的误差值。该误

差值的作用在于区分已知类和未知类，防止在GZSL下预测发

生偏置问题。

2）提出一种零样本图像分类网络，采用图像特征与属性

语义特征完全拼接（feature concatenation），得到的模型既能在

传统设定下又能在广义设定下获取良好的分类表现。

3）通过视觉误差参数设定阈值的选择，可根据实际需要

调整，缩小零样本图像分类在广义设定下预测类别的搜索空

间，具体可分为两段和三段视觉误差。

2 模型方法

2. 1 问题描述

本问题描述分成两部分：一部分是零样本学习，主要描述

如何融合属性语义实现识别目标数据，包括具体识别已知类

和未知类；另一部分是视觉异常识别，主要描述如何通过训练

已知类来预测辨别未来数据中已知类和未知类，以下使用图

像数据为例进行描述。

如 图 1 所 示 ，假 设 有 一 个 带 标 签 的 源 数 据 集 Ds =
{（xsi，ysi）} Nsi = 1，每张图片 xsi与相应的标签 ysi对应，其中 ysi ∈ ys =
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{（yi）} Si = 1，S 表 示 源 类 中 类 的 个 数 ；目 标 数 据 集 Dt =
{（xti，yti）} Nti = 1，每张图片 xti与相应的标签 yti对应，其中 yti ∈ yt =
{（yi）} Ti = 1，T表示目标类中类的个数。在训练过程中不使用标

签 yti，该标签在测试时用于评估。

用于类别知识迁移的描述包括训练类别数据属性语义描

述 Atrain，以及测试类别数据属性语义描述 Atest。这里的每个类

别 yi ∈ Y都可以表示为一个语义特征向量a i ∈ A的形式表示，

比如“黑白色”“有条纹”“有四条腿”“食肉的”“有羽毛”“有尾

巴”等，属性语义特征向量每个维度都代表着一种高级的属性

描述，当这个类别具备某些属性时，则在其对应的维度上会被

设置成非零值（具体可参看 3. 1节中的数据集）。对于全集类

别，每个类别属性语义向量维度都是一定的，一般经过多个人

工标注后就可以得到该类别准确的属性语义描述信息。

在ZSL中，希望运用已知类数据 xsi和 ysi来训练模型，然后

对训练好的模型除了可以识别已知类还能识别未知类，即具

备预测 xti得到 yti的能力。外部知识迁移信息需要被模型知道

才能得到希望的目标，这里的类别描述 Atrain和 Atest建立起 yti中
已知类和未知类的联系。

如图 2所示，训练数据为已知类，而测试数据既有已知类

也有未知类，异常识别问题是希望通过训练已知类去识别已

知类和未知类。可以将已知类当作正常样本，而未知类当作

异常样本，异常识别问题被理解为二分类问题。由于训练数

据没有未知类，所以该训练方式属于半监督学习。

2. 2 利用生成对抗网络提取视觉误差信息

网络设计思路借鉴GANomaly［15］模型，该生成对抗网络为

半监督异常识别：编码器−解码器−编码器（Encoder-Decoder-
Encoder ）流水线内的新型对抗自动编码器，捕获图像在深度

特征空间内的训练数据分布；是一种有效且新颖的异常识别

方法，可以在统计和计算上提供更好的性能，如图 3模型框架

所示。

整个框架由4部分组成：

1）视觉特征网络。采用深度残差网络，去掉最后的分类

层和池化层，最后提取到深度特征图像（feature map）。

2）生成网络由编码器GE (x)和解码器GD (z)构成。对于送

入深度特征图数据 x经过编码器GE (x)得到深度视觉向量 z，z

经过解码器GD (z)得到 x的重构数据 x̑。

3）判别网络D (x，x̑)。网络与编码器GE (x)相同，对原始图

像 x判为真，重构图像 x̑判为假，不断优化重构数据 x̑与源数

据 x的差距，理想情况下重构数据与源数据是完全一样的。

4）重构编码网络GE (x̑)。对重构图像 x̑再编码，由编码器

GE ( x̑ )得到重构图像编码的深度视觉向量 z̑，使用 Lb可以不断

缩小深度视觉向量 z与 z̑的差距，理想情况下它们是完全一

样的。

在训练阶段，整个模型均是通过已见过类别的正常样本

做训练。也就是编码器 GE (x)、解码器 GD (z)和重构编码器

GE (x̑)都适用于正常样本。测试阶段，当模型在测试阶段接收

到一个异常样本，此时模型的编码器、解码器将不适用于异常

样本，此时得到的编码后深度视觉向量 z和重构编码器得到

的深度视觉向量 z̑的差距是大的。这时候规定这个差距是一

个分值，通过设定阈值φ，一旦深度视觉向量之间的均方误差

大于设定阈值φ，模型就认定送入的样本 x为未见过类别的异

常样本。对于目标测试数据，经过源数据训练，根据阈值 φ，
目标数据可以正确被区分已知类和未知类。

2. 3 利用属性语义信息实现零样本图像分类

融合属性语义特征实现零样本图像分类网络作为基准实

验（Baseline），它由视觉特征网络、属性语义转换网络和视觉−
属性语义衔接网络构成。视觉特征网络采用在 ImageNet［16］预

图1 零样本学习

Fig. 1 Zero-shot learning

图2 视觉异常识别

Fig. 2 Visual anomaly recognition

图3 半监督学习方式的生成对抗网络框架

Fig. 3 Generative adversarial network framework of semi-supervised learning mode
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训练 1 000类别的 Resnet-101［17］模型，去掉最后分类层获取

2 048个特征向量。视觉−属性语义衔接网络将高维属性语义

特征嵌入到视觉特征。由于不同的数据集的属性语义特征维

度不同且特征数量维度比较低，所以需要引入属性语义转换

网络，实现特征从低维空间映射到高维空间，平衡属性语义特

征影响程度与视觉特征的影响程度，该子网络采用了双层的

线性激活层。图 4展示了属性语义转换子网络与视觉−属性

语义衔接子网络。

属性语义转换网络用于产生所有类别的属性特征表征。

在训练阶段，将源数据已知类别数Ns的属性语义特征映射到

高维；在预测阶段，将目标数据已知和未知总类别数Ns + t的属

性语义特征映射到高维，规定与 DNN视觉特征的维度数相

同。当确定要输入训练的类别属性特征N × f2（f1和 f2表示特

征维度）后将其送入属性语义转换网络，特征映射到N × f2'，
再使用Repeat产生和图像表征一样的批大小 b，即张量维度

变为 b × N × f2'，通过特征拼接（Feature concatenation）操作完

全拼接视觉−属性语义特征输出张量维度 b × N × 2f，最后送

入视觉−属性语义衔接网络，视觉−属性语义衔接网络也同样

使用了两层的线性激活层，得到 b × N。对于送入的源数据，

最后计算的是分类得分。

2. 4 融合视觉误差信息提升零样本图像分类

对于生成对抗网络，首先，生成器网络中采用编码器−解
码器−编码器子网络使得模型能够将输入图像映射到较低维

度的矢量，该较低维度矢量用于重建所生成的输出图像；然

后，在训练期间最小化这些图像与深度视觉向量之间的距离

有助于学习正常样本的数据分布，而在预测阶段图像编码的

深度视觉空间下进行对比，源数据图像在深度视觉空间下差

异下，目标数据在深度视觉空间下差异大；最后将训练好的深

度视觉空间特征差异融入属性语义训练指导零样本图像分类

训练中。

融合视觉误差信息的方式在这里直接用目标数据中每一

个实例样本的均方误差值。首先训练好生成对抗网络，并设

定一个好的阈值φ（一般取经验值 0. 2，然后微调），使尽可能

得到较强区分目标数据中已见过类别和未见过类别的能力；

然后训练零样本图像分类网络，输入的数据不使用无标签的

目标数据，反之是训练全量数据下的零样本图像分类；接着分

别训练好生成对抗网络与零样本图像分类网络后进行测试，

测试阶段在视觉−语义嵌入网络融入视觉误差信息，利用视觉

误差信息确定目标数据中已见过类别和未见过类别，根据阈

值φ来决定视觉−语义嵌入网络在已见过类别空间和未见过

类别空间搜索。

视觉−语义衔接网络在重复与特征拼接操作时候被视觉

误差信息选定了已见过类别空间和未见过类别空间，这样再

进行两层的线性激活层分类可以有效防止类别预测偏置，即：

未知类被预测到已知类，而已知类也可能被预测到未知类。

在理想情况下，生成对抗网络能够完美区分目标数据中

已知类和未知类，但由于异常数据等问题，实际情况仍然会有

交叉预测样本。所以在融入视觉误差信息时，差分阈值 φ可

以根据实际情况来调整。另外差分阈值的选定可以不止一

个，比如也可以是两个，将误差区域分成三段，如图 5所示，第

一段是可以很大程度划分出已见过类别的数据，第二段是可

以很大程度划分出未见过类别的数据，第三段介于第一段与

第二段之间。第一段在已知语义空间预测，第二段在未知语

义空间预测，第三段在全集类别语义空间预测。这样可调节

分段阈值的好处就在于进一步提高目标数据的预测，同时也

有助于实际应用的需要。

2. 5 模型优化

模型优化主要是损失函数，包含半监督生产对抗网络和

视觉−属性语义嵌入网络。

视觉−属性语义嵌入网络在训练阶段执行的是强监督学

习，所以定义如下损失函数La：

La = 1
Ns
∑
i = 1

Ns

La ( )xsi + λ W 2
（1）

一般地，传统的强监督分类器的损失函数包括分类损失

La和正则化项损失 W 2
，La采用交叉熵，正则化用 L2范数来

约束训练，该正则是为了缓解神经网络在训练学习过程中某

些神经元不被激活停滞问题。λ用于损失函数中正则化权

重，通过实验多次修改训练验证来确定。在训练阶段，所有标

注的源数据被打乱再一起作为训练数据。模型使用Adam算

法进行优化。

半监督学习方式的生成对抗网络框架的损失函数设置如

图 3所示，由四部分损失构成，分别是：深度视觉向量误差 Lb、
原图与重构图误差Lc、特征匹配误差Ld以及真假判别损失Le。

重构图像编码得到的深度视觉向量 z̑，这部分对于正常数

据而言，希望得到的 z̑与原始数据直接编码得到的 z无差别最

好，也就是对于Lb最好的得分判断。当然这是最理想的状态，

但是对于正常数据还是希望误差越小越好，所以引入了：

1）深度视觉向量间的误差优化函数Lb：

Lb = 12  z - z̑ 2 （2）
2）用于在深度图像特征图面上减小源数据 x和重构数据

x̑差距的损失函数Lc：
Lc =  x - x̑ 1 （3）
3）用于在判别网络中深度图像特征层面做优化，设置一

个特征匹配误差损失函数Ld：

图4 视觉−属性语义嵌入网络

Fig. 4 Visual-attribute semantic embedding network

图5 三段类别样本分布空间

Fig. 5 Sample distribution space of three-segment category
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Ld = 12  f ( )x - f ( )x̑ 2 （4）
4）为了在判别网络中对判别是源数据 x还是重构数据 x̑，

设置一个二进制交叉熵损失函数Le：
Le = y log D (x) + (1 - y) log (1 - D (x̑)) （5）

其中：y ∈ {0，1}，“1”表示优化判断是源数据 x，而“0”表示判断

为重构数据 x̑。
训练过程只有已知类数据参与，模型只对已知类数据可

以做到较好的编码解码，所以送入未知类数据在编码解码下

会出现编码得到的深度视觉向量差异大从而使得差距分值φ
大，判断为未见过类别即是异常。对于模型，整个损失函数的

优化分为生成器LG和判别器LD表示为：

{LG = ωbLb + ωcLcLD = ωdLd + ωeLe （6）
其中：ωb、ωc、ωd和ωe是调节各损失的参数，可以根据具体实

验设置。式（6）展示了各损失函数之间关系，模型训练分别学

习生成器和判别器，协同交替迭代更新。

3 实验与结果分析

3. 1 实验数据集和评价指标

数据集来源与评价指标主要参考文献［12］，所属领域分

别是鸟类与动物类，每一类的图像数据相对均衡，数据划分比

例也基本均衡。

1）CUB（Caltech-UCSD-Birds-200-2011）数据集。全部都

为鸟类的图像，总共 200个类，其中：150类为训练集，50类为

测试集。类别的属性语义特征维度为 312，共有 11 788张图

片，划分情况见表1所示。

2）AwA（Animal with Attributes）数据集。

提出ZSL定义的作者，给出的数据集都是动物的图片，包

括 50个类别的图片，其中：40个类别数据作为训练集，另外 10
个类别数据作为测试集。每一个类别的属性语义特征维度为

85，总共 37 322张图片，本文使用AwA2数据集，划分情况见

表1所示。

评估指标有四个，分别是T1、ACCsenn、ACCunseen和H。
1）正确率。

ZSL：只评估在未知类下的正确率T1（传统设定下）。

GZSL（ACCseen，ACCunseen）：分别评估在全集类别下预测已

知与未知类的正确率（广义设定下）。

2）调和指标H值：

H = 2 × ACCseen × ACCunseen
ACCseen + ACCunseen × 100% （7）

3. 2 对比模型

为了验证模型的有效性，本文选取了以下模型作为基准

实验。

1）深度嵌入模型（Deep Embedding Model，DEM）［11］：该方

法使用深度 ZSL模型成功的关键是选择合适的嵌入空间，即

使用视觉空间作为嵌入空间，而不是嵌入语义空间或中间空

间。在这个空间里，随后的最近邻搜索将受到中心问题的影

响，因此变得更有效。该模型设计还提供了用于端到端方式

联合融合和优化的多个语义模态（例如，属性和句子描述）的

自然机制。

2）GAZSL［12］：该方法将关于未知类（例如维基百科文章）

的噪声文本描述作为输入，并为该类生成视觉特征。通过添

加伪数据，将零样本学习自然地转换为传统的分类问题。另

外，为了保持所生成特征的类间区分，提出了视觉枢轴正则化

作为显式监督。

3）关系网络（Relation Network，RN）［13］：是从头开始端到

端训练的。在元学习期间，它学习深度距离度量以比较一批

中的少量图像，每个图像旨在模拟少数样本设置。一旦经过

训练，RN就能够通过计算查询图像与每个新类的少数样本之

间的关系得分来对新类别的图像进行分类，而无需进一步更

新网络。

3. 3 实验设置

将本文提出的融合视觉误差信息提升零样本图像分类方

法分别在AwA2和CUB数据集中进行实验，对比不同方法所

得到的分类结果的调和指标H值。所有基准实验的实验环境

均为单机环境，处理器为 Intel Xeon CPU E5-2620 v4@2. 10
GHz，操作系统为 Ubuntu 16. 04. 1 LTS，内存为 64 GB RAM，

GPU 为 GeForce GTX 1080Ti，显存为 11 GB，开发平台为

Python 2. 7. 13，所有算法实现语言为Python，使用深度学习框

架 PyTorch。实验基本参数设置包括零样本图像分类网络和

生成对抗网络，分别如表2和表3所示。

训练半监督学习方式的生成对抗网络，随着训练不断迭

代进行，已知类和未知类区分程度越来越明显，其损失下降也

将变得缓和。分别将AwA2数据集和CUB数据集的测试数据

使用均方误差计算在生成网络下 z和 z̑的误差结果，如图 7~8
所示。

分别从实验结果中取阈值 φ的合理区间，AwA2选择

表2 零样本图像分类网络实验参数设置

Tab. 2 Setting of experimental parameters for
zero-shot image classification network

参数

学习率

迭代次数

设置

0. 000 01
200 000

参数

batch_size大小

正则化系数λ

设置

64
0. 000 01

表3 生成对抗网络实验基本参数设置

Tab. 3 Setting of basic experimental parameters for
generative adversarial network

参数

学习率

迭代次数

batch_size大小

设置

0. 000 2
1 000
64

参数

ωb、ωc、ωd、ωe
深度视觉向量长度

设置

1，50，1，1
2 048

表1 CUB和AwA2数据集划分情况

Tab. 1 Division of CUB and AwA2 datasets
数据集

划分

训练集

测试集

CUB数据集

已知类

（150类）

7 057
1 764

未知类

（50类）

—

2 967

AwA2数据集

已知类

（40类）

23 527
5 882

未知类

（10类）

—

7 913

图6 CUB和AwA2数据集样例

Fig. 6 Samples of CUB and AwA2 datasets
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［0. 32，0. 38］闭区间，CUB选择［0. 10，0. 12］闭区间，再通过微

调可以确定具体值。在零样本图像分类实验中，仅使用有标

签数据，而假设情况下的测试数据用于Baseline效果测试。

比较生成对抗网络中使用判别网络视觉误差，分别将

AwA2数据集和 CUB数据集的测试数据使用均方误差计算

f (x)和 f (x̑)的误差结果。采用判别网络计算的视觉误差在已

知类和未知类上几乎同分布，使判别网络难于区分已知类和

未知类。由此确定，半监督生成网络与判别网络相比，半监督

生成网络生成的深度视觉误差更能够区别已知类和未知类。

在使用生成对抗来获取视觉误差时，有两个问题需要确

定：1）不增加判别网络D (x，x̑)对区分已知类和未知类是否有

影响；2）不增加重构编码网络 GE (x̑)而直接用判别网络

D (x，x̑)来提取视觉误差对区分已知类和未知类的效果如何。

这两个问题通过控制变量法来确定。以AwA2数据集和CUB
数据集为例，问题 1）将生成对抗剔除判别网络，只训练生成

网络和重构编码网络；问题 2）剔除重构编码网络，只训练生

成网络和判别网络。

对问题 1）的实验情况，在同等条件下，增加判别网络会

比不增加判别网络学习区分已知类和未知类更快，且更加稳

定（可将阶段性学习过程可视化观察）。值得注意的原因是判

别网络的对抗学习的确可以促进生成网络的学习能力。对问

题 2）的实验情况，在同等条件下，不增加重构编码网络会比

增加重构编码网络对区分已知类和未知类的能力差。值得注

意的原因是减少了深度视觉向量间的误差损失会降低网络学

习能力。

3. 4 结果分析

利用生成对抗提升零样本图像分类方法将生成对抗网络

实现异常检测结果的视觉误差信息融入到零样本图像分类当

中，实验分别在AwA2数据集和CUB数据集上对比基准实验

效果。Baseline是只利用属性语义信息实现零样本图像分类

结果，GAN_enhance_ZSL是融合了视觉误差信息和属性语义

信息后的提升结果。提升结果有两组数据：第一组，实验微调

阈值φ，将视觉误差分成两段，确定AwA2数据集的具体值是

0. 33，确定 CUB数据集的具体值是 0. 11。第二组，视觉误差

分成三段，确定AwA2数据集视觉误差三段区间为［0，0. 27］、

（0. 27，0. 40］、（0. 40，∞），确定CUB数据集视觉误差三段区间

为［0，0. 10］、（0. 10，0. 13］、（0. 13，∞）。

对于本文Baseline只使用属性语义信息的实验，在AwA2
数据集上，对比 DEM网络，ACCunseen提升 10. 8个百分点，而

ACCseen提升 5. 0个百分点；对比RN网络，ACCunseen提升 11. 3个
百分点，但 ACCunseen下降 2. 0个百分点。在 CUB数据集上，对

比RN网络，ACCunseen提升 4. 4个百分点，但ACCunseen下降 5. 9个
百分点。在 T1指标上表现良好，而调和指标H在AWA2数据

集优于CUB数据集，值得注意的原因是AWA2数据集训练数

据集样本数相对较多且类别相对少。

对比 Baseline，融入视觉误差信息后 ACCseen和 ACCunseen指
标均有所提升。在AWA2数据集上，保证 ACCseen提升 2. 9个
百分点情况下，ACCunseen还提升 20. 3个百分点，调和指标H提

升 17. 6个百分点；在CUB数据集上，保证ACCseen提升 5. 3个百

分点情况下，ACCunseen还提升 6. 7个百分点，调和指标H提升了

5. 8个百分点。

对于GAN_enhance_ZSL实验，第二组实验分成三段的视

觉误差明显优于第一组实验分成两段的视觉误差，主要原因

与使用预测类别空间相一致。在AwA2数据集上，同样对比

RN网络，在保证ACCseen提升 1. 1个百分点情况下ACCunseen提升

34. 9个百分点，调和指标H提升 31. 7个百分点。在CUB数据

集上，对比未使用测试数据的 RN网络，在保证 ACCseen提升

2. 0个百分点情况下 ACCunseen提升 1. 7个百分点，调和指标H
提升 8. 7个百分点。在传统定义下的指标 T1，相比GAZSL略
低，但仍表现良好。

只使用属性语义信息的Baseline实验中，T1指标总是远大

于 ACCunseen，显然预测发生极大偏置现象，具体发生在未知类

预测为已知类，而当融入视觉误差信息后这种现象随即缓解。

图7 AwA2数据集视觉误差检测结果

Fig. 7 Visual error detection results of AwA2 dataset

图8 CUB数据集视觉误差检测结果

Fig. 8 Visual error detection results of CUB dataset

表4 对比基准实验效果 单位：%
Tab. 4 Comparison with the benchmark experiment unit：%

模型

DEM
GAZSL
RN
Baseline

GAN_enhance_ZSL 两段

三段

AwA2（类数为50）
ZSL
T1
67. 1
69. 0
64. 2
68. 2
68. 2
68. 2

GZSL
ACCunseen
30. 5
27. 0
30. 0
41. 3
61. 6
64. 9

ACCseen
86. 4
82. 4
93. 4
91. 4
94. 3
94. 5

H
45. 1
40. 6
45. 3
56. 9
74. 5
77. 0

CUB（类数为200）
ZSL
T1
51. 7
55. 8
55. 6
55. 1
55. 1
55. 1

GZSL
ACCunseen
19. 6
23. 9
38. 1
42. 5
48. 2
49. 6

ACCseen
57. 9
60. 6
61. 4
55. 5
60. 8
63. 4

H
29. 2
34. 3
47. 0
48. 1
53. 9
55. 7
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另外只使用属性语义信息的Baseline虽然在AWA2数据集和

CUB数据集的ACCunseen指标相比基准实验都提高，但是需要降

低 ACCseen的代价。融入视觉误差信息后，实验效果明显有大

幅度提升，说明使用半监督学习方式的生成对抗网络不仅有

效促进神经网络辨别已知类和未知类，还能缩小零样本图像

分类在广义下预测类别空间，有效防止预测发生偏置问题。

对比AwA2与CUB结果，AwA2的提升比CUB提升多很多，值

得注意的原因是数据集本身的区别，动物类的形态迥异，而鸟

类形态大都相似，所以使用半监督学习方式的生成对抗网络

区别已知类和未知类对类别差异大的效果更好。

4 结语

本文针对现有零样本图像分类方法仅利用属性语义信息

来指导分类而未使用视觉误差信息，导致模型无法显式地辨

别已知类和未知类，存在较大的预测偏置的问题，提出融合视

觉误差信息与属性语义信息来提升零样本图像分类。当模型

学习完已知类的源图像数据后，对于目标图像数据中已知类

视觉误差小，而未知类视觉误差大。利用视觉误差信息在一

定程度上有助于零样本图像分类模型将目标图像数据中已知

图像类别和未知图像类别区分开来，还能缩小零样本图像分

类在广义下预测类别的搜索空间，可以有效防止预测类别发

生偏置问题。视觉误差信息的获取采用半监督学习方式的生

成对抗网络，零样本图像分类采用融合属性语义信息训练。

实验结果表明，与基准模型相比，本文所提出来的融合视觉误

差信息后的零样本图像分类在AwA2数据集和CUB数据集的

评价指标上均有大幅度提升趋势，验证了本文方法在提升零

样本图像分类问题上的有效性。
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