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高光谱目标表述的不均衡数据多示例学习方法 
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摘 要：高光谱目标表述是高光谱目标检测中的核心问题。在众多高光谱目标表述方法中，

多示例学习方法(MIL)由于不需要精确的像素级语义标签等因素，而成为研究高光谱目标表述的

一个有效方法。但是，面向高光谱目标表述的多示例学习方法中，存在正包内目标示例远少于

背景示例的示例级数据不均衡问题，导致学习到的目标表述性能不佳。为此，提出一种面向不

均衡数据的多示例学习方法，提取每个包中最可能为正的示例组成正示例集，以此为基础合成

新的正样本，增加正样本在正包中所占比例，改善高光谱目标表述能力。在真实高光谱数据上

验证所提方法的有效性，结果表明该方法使正包样本组成更均衡，从而学习到更正确的目标表

述，提高目标检测的性能。 
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Multiple Instance-Based Learning Method for Imbalanced Data in 
Hyperspectral Target Representation 

SHAN Jiaxin,  GONG Zhiqiang,  ZHONG Ping 

(College of Electrical Science and Engineering, National University of Defense Technology, Changsha Hunan 410073, China) 

Abstract: Target representation is the key process for hyperspectral target detection. Many methods 

have been proposed for better target representation. Among these methods, multiple instance-based 

learning method (MIL) is an effective one as it does not require pixel-level semantic labels. However, 

traditional MIL-based hyperspectral target representation methods usually cause the instance-level 

data imbalance because of the limited target instances and too many background instances in positive 

bags, leading to poor performance on hyperspectral target representation. To overcome this problem, 

a data imbalanced multiple instance learning-based method is proposed in this paper. First, a positive 

sample set with the most probably positive sample in each package will be constructed; then, new 

positive samples will be synthetized to increase the proportion of positive samples in the positive 

packages, balancing the positive and negative samples in positive packages, improving the 

representational ability. Experiments over real-world hyperspectral dataset validate the effectiveness 

of the proposed method and the experiment results show that the proposed method can enforce the 

balance of the positive packages and learn target representation more accurately which improves the 

target detection performance. 
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高光谱遥感图像目标检测在军事和民用领域

中都有广阔的应用前景，是当前遥感信息处理研

究中的一个热点问题。高光谱遥感目标检测主要

利用目标与背景地物在光谱特性上的差异来进行

检测识别。高光谱图像立方体数据具有高光谱分

辨率、图谱合一的观测特性，数据中每个像元通

过高分辨率光谱曲线表示[1]，该像元光谱曲线包

含目标的诊断性光谱特征，可用于目标的谱识

别。然而，由于高光谱遥感图像的空间分辨率一

般不是很高，有些目标在图像中可能只占一个像

元甚至是亚像元。由于可利用的信息相对有限，

检测这种亚像素目标是高光谱图像分析中的一个

极具挑战性的任务。目前针对亚像素目标的检测

方法，多数需要目标的表述光谱[2]。常见的目标

表述方法包括实验室测定、手持光谱测量仪测

量、直接从高光谱图像中获取。这些常见的目标

表述方法应用到实际任务中存在以下难点[2]：①

实验室和手持光谱仪测定的目标光谱曲线不能考

虑大气等因素对成像的影响，与实际应用场景中

的目标光谱曲线差异大；②结合现场标定和高光

谱图像获取的目标表述，由于现有测量条件(如

GPS)的定位精确度有限，不能精确获得目标的像

素级语义标签，从而不能精确地从图像中提取出

目标的表述光谱曲线；③通过手动从图像中选取

目标的表述，也因为肉眼很难辨认出处于亚像素

级的目标而无法得到良好的目标表述光谱。 

近年来出现的多示例学习方法，只需要包级

的训练样本，不需要精确的示例(像素)级标记样

本。因此可以解决上述常见目标表述方法面临的

问题。在多示例学习方法中，训练样本是一个个

由多个示例组成的包，按照包中有无目标示例分

为正包和负包。包中只要有一个目标示例，则该

包为正包；包中若全部为非目标示例，则该包为

负包[3]。不精确标签中估计目标类概念的多示例学

习方法称为多示例概念学习 (multiple instance 

concept learning，MICL)方法[2]。文献[4]提出的多

样性密度(diversity density，DD)算法是第一个用于

多示例学习的概率模型，本文方法则以该算法为

基础。 

DD 算法寻找属性空间中多样性密度最大的点

作为最佳正目标点。多样性密度最大的点应尽可

能的与更多的正包距离相近，与更多的负包距离

相远。多样性密度的一般定义为 

 arg max ( | ) ( | )i i
s i i

P s B P s B    (1) 

其中，s 为目标表述曲线； iB 和 iB 分别为第 i 个正

包和负包。对应的概率通过 Noisy-or 建模，即 

 ( | ) 1 (1 ( | ))i ij
j

P s B P s B     (2) 

 ( | ) (1 ( | ))i ij
j

P s B P s B    (3) 

其中，P(s | Bij)为点 Bij和目标点 s 的亲近度估计，

即一个示例为正的概率；相应地，1–P(s | Bij)为一个

示例为负的概率。此外还有多样性密度算法与期望

最大化方法结合形成的 EM-DD 算法[5]、基于字典

的多示例学习方法[6-7]、多示例学习拓展函数[8-9]等

多示例概念学习方法。 

多示例学习用于高光谱图像目标表述的优

势在于：①多示例学习的输入为实际的高光谱图

像，可以在学习到的高光谱目标表述中充分考虑

各种成像条件，解决通过实验室测定和手持光谱

仪测定的目标光谱曲线与实际应用场景中目标

光谱曲线差异大的问题；②多示例学习方法引入

包的概念，将包作为训练数据，不需要示例级的

目标语义标记，因此可以解决常见从图像中获取

目标表述面临的不精确定位和不能分辨亚像素

目标的问题。 

基于多示例学习，一种实际可行的目标表述

工作流程为：首先人工选定可能包含表述目标的

图像块作为正包，然后选择若干确定不含目标的

图像块作为负包，最后通过多示例学习方法得到

目标的表述。这种工作流程中，由于考虑的目标

可能尺寸很小，甚至是子像素目标，导致正包中

目标示例较少，而大多是背景(负)样本，使多示

例学习面临训练数据不均衡问题。针对传统的单

示例学习方法面临的不均衡问题，已经提出很多

解决方法[10]；针对多示例分类学习方法面临的数

据不均衡问题，有少量相关研究[11]。但在面向高

光谱目标表述的多示例学习方法的数据不均衡问

题上，仍缺乏相关解决方案。 

本文在高光谱目标表述的多示例学习方法的

基础上，提出示例级不均衡问题的解决方案，即

不均衡数据多示例学习方法。通过为正包合成新

的正示例，增大正示例在正包中所占比例，使得

正包中正负样本均衡，从而改善高光谱目标表述

能力，提高高光谱目标检测性能。本文在 MUUFL 

Gulfport 实测高光谱数据集的实验结果表明，该方

法能均衡正负样本，并学习到性能优异的目标表

述，进而改善检测性能。 
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1  不均衡数据多示例目标表述 

1.1  不均衡数据多示例高光谱目标表述流程 

本文提出的不均衡多示例高光谱目标表述工作

流程如图 1 所示，首先专家从训练高光谱数据中提

取出正包和负包样本；然后估计每个正包中最可能

为正的示例，为每个正包合成新的正样本，将新的

正样本分别加入相应正包中；再应用多示例学习方

法对新组成的样本数据学习目标表述；最后将目标

的表述光谱和对应的检测器对测试数据进行目 
 

 
 

图 1  不均衡多示例高光谱目标表述人机交互流程 

 
标检测，所得结果经专家判断，若符合预期目标，

则将得到该结果的目标表述光谱存入目标光谱数

据集中。这种人机交互的不均衡数据多示例高光

谱目标表述方法的优势在于：①可以创建特定场

景下的目标表述光谱数据集；②可以学习到针对

特定检测器检测性能最优的目标表述；③应用不

均衡数据算法改善正包中正负样本不均衡问题。

下面分别介绍本文提出的不均衡数据多示例学习

目标表述方法中最重要的两个步骤：多示例目标

表述和均衡数据方法。 

1.2  多示例目标表述 

本文主要采用最近针对光谱匹配滤波器

(spectral matched filter，SMF)和自适应余弦估计器

(adaptive cosine estimator，ACE)提出的多示例高光

谱目标表述方法，即 MI-ACE 和 MI-SMF 算法[2]。

与多样性密度算法相似，MI-ACE 和 MI-SMF 都是

估计目标概念的方法，但其不是用欧式距离来测

量示例和所估计目标概念间的相似性，而是使用

了余弦相似度，余弦相似度在目标特征为亚像素

的情况下更具鲁棒性[2]。此外，该方法结合相应的

高光谱目标检测器对目标进行表述，针对不同检

测器的不同特点得到最适用于相应检测器的目标

表述。 

目标检测问题通常转化为假设检验问题来处

理，然后通过广义似然比测试法[12]设计检测器。本

文采用的 SMF 检测器表示为 

 

1
T

1
T

( )
( , )

b
b

SMF

b

s x
D x s

s s











-

 (4) 

其中， b 为背景均值；
b

为背景协方差；s 为目

标表述信号。本文使用的另一检测器 ACE 的数学

表达式为 

 

1
T

1 1
T T

( )
( , )

( ) ( )

b
b

ACE

b b
b b

s x
D x s

s s x x



 



 




 

-

- -

 (5) 

在本文所用的 MI-SMF 和 MI-ACE 目标表述算

法中：假设 1[ , , ] d N

NX x x R   为训练数据集，其中

d 是训练示例 xi 的维度；将这些示例分为 K 个包

1{ , , }KB B B  ， 并 相 应 附 有 二 进 制 包 标 签
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1{ , , }KL L L  ，其中 {0,1}jL  且 jix 是包 jB 中的第 i

个示例。从多样性密度算法出发，求取使正包检测

统计量最大，负包检测统计量最小的目标光谱 s，

这一思想可以转化为将正包检测统计量和负包检

测统计量做差并求最大值。由此，相应的 MI-SMF

和 MI-ACE 算法为式(6)所示优化问题，求出使式(6)

取得最大值时的目标光谱 s 即为最优目标表述光

谱，即 

 *

: 1 : 0

1 1 1
max ( , ) ( , )


  

  

  
j j i

j j
s

j L j L x Bj

D x s D x s
N N N

 (6) 

其中， N 和 N 分别为正包和负包的个数； 
jN 为

第 j 个负包中示例的个数； *
jx 为正包中最可能是目

标的示例，其求解公式为 

 * arg max ( , )
i J

j i
x B

x D x s


  (7) 

1.3  均衡数据方法 

本文从高光谱数据预处理角度，提出一种基

于数据过采样的不均衡数据多示例学习方法。其

核心思想为：首先应用 Parzen 窗函数法求得正包

中每个示例为正的概率，将每个包中最可能为正

的示例取出组成一个正示例集；然后以此正示例

集为基础合成新的正样本，并将新的正样本分别

加入原有正包中形成新的正包，从而增大正包中

正样本所占比例，改善由于数据不均衡而导致的

高光谱目标表述不准确问题，进而提高光谱目标

检测性能。均衡数据算法流程具体为： 

算法：均衡数据算法 

输入：N， 
iB ， 

iB ； 

输出： new

ib  

(1) 估计正包中每个示例为正的概率 ˆ ( | )p x B ； 

(2) 选出正包 iB 中最可能为正的示例； 

(3) for i =1: N； 

(4) ˆarg min ( | ) , 1, ,   i ij ib p x B j n ； 

(5) end for； 

(6) 1{ }NT b b    ； 

(7) T  中的每个样本 ib 分别与T  中其他所有

样本乘以相应的权值后相加，作为相应正包的合成

样本； 

(8) new
ˆ(1 )i i ib b b      ； 

(9) 将新示例 newib 分别加入正包 iB中形成新

的正包 newiB 。 

1.3.1  Parzen 窗函数法 

假 设 示 例 { }ix B 是 从 未 知 的 密 度 函 数

( | )p x B 中得到的独立同分布数据。可以通过

Parzen 窗法估计出其概率密度分布为 

 
1

1
ˆ ( | )=

N
i

d
i

x x
p x B k

hN h








 
 
 

  (8) 

其中， h为一个可调谐的平滑参数； ( )k 为核函数

(本文中选用高斯核函数进行计算)。通过上式可以

估计出每个示例是正样本或负样本的概率。

ˆ ( | )p x B 越大，x是负样本的可能性越大；反之，x

是正样本的可能性越大。由此可能提取出正包中概

率最小的示例作为目标示例，通过上采样合成目标

示例，提高正样本占正包总样本的比例。 

1.3.2  新样本合成 

在求出正包中每个示例为正样本的概率后，可

以通过式(9)找到正包中最有可能为正样本的示例 

 ˆarg min ( | ) , 1, ,i ij ib p x B j n      (9) 

由式(11)定义正示例集 ={ }iT b  ，示例集中每一个样

本 ib都是相应正包 iB中最有可能为正样本的示例。

此后，通过对正示例集T  上采样，为少数类样本合

成新示例。本文采用的新示例合成方法为：通过将

T  中每个正样本 ib 与T  中其他所有样本乘以相

应的权值后相加，得到合成的新样本，用 ib表示T 

中除 ib外的其他样本，合成新样本的公式为 

 new
ˆ(1 )i i i i ib b b       (10) 

其中， i 为权值，其求解公式为 

 =
ˆ( )

i
i

i i

p

p p



 (11) 

其中， ip 、 ˆip 分别为 Parzen 窗函数法所求出的示

例 ib、 ˆ
ib可能为正的概率。因为概率越小的示例

为正的可能性越大，故此处 ib 的权值为 (1 )i ，

ˆ
ib的权值为 i 。合成新样本后，将合成的新示例

newib 加入到相应的正包 iB 中形成新的正包

newiB ，从而增大了正包中正示例比例。 

2  实验结果与分析 

2.1  实验设置 

本文实验选择的数据是 MUUFL Gulfport 高光
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谱数据集[13-14]。数据集测试地点为美国密西西比大

学格尔夫波特校区。由于数据测试区域很多目标被

遮挡、数据目标大小不一且含有大量亚像素目标，

所以选择该数据集做高光谱目标表述与检测极具

挑战性和代表性。高光谱图像包括 325×337个像素，

共有 72 个波段，波长范围为 367.7~1043.4 nm 且光

谱样本间隔为 9.5~9.6 nm，空间分辨率为 1 m。数

据库包含在两个不同时间段拍摄的两套高光谱图

像数据(Gulfport Campus Flight1 和 Gulfport Campus 

Flight3)。拍摄区域 RGB 图像如图 2 所示。数据库

的前 4 个波段和后 4 个波段作为噪声被去除。实验

中的目标是 4 种不同颜色的布块，共放置了 64 个

人造目标，其中棕色目标、黑绿色目标、淡绿色目

标各 15 个，伪造件绿色目标 12 个，本文取前 3 种

颜色的目标进行实验。数据集中的目标大小多种多

样，区域中包含 0.25 m2、1 m2、9 m2 的目标，且处

于亚像素级的 0.25 m2 目标数量最多。由于用于记

录地表位置的 GPS 设备精确度为 5 m，本文以所

选 3 种颜色的每个目标为中心扩充大小为 5×5 的

矩形正包。选取全部非目标样本为一个负包。实

验采用 normalized area under the receive operating 

characteristic curve (NAUC)衡量目标检测性能(间

接衡量目标表述方法的性能)，其中区域被归一化

为 1×10–3 flase alarm/m2的虚警率(false alarm rate，

FAR)。NAUC 值为 1 对应于零误报率，即 100%

检测率。 
 

 
 

图 2  MUUFL Gulfport 高光谱数据集 RGB 图像 

 

2.2  实验结果分析 

本实验取T  (提取每个包中最可能为正的示例

组成的正示例集)中的每个新样本，与T  中剩余样

本应用式(10)分别合成新样本，加入相应正包中，

组成新的样本数据集并用 NAUC 曲线进行评估。根

据式(10)中权值 i 为固定值或自适应值，有以下两

组实验(提供的实验结果中 Gulfport Campus Flight1

为测试集，Gulfport Campus Flight3 为训练集)。 

2.2.1  固定权值 0.5 

第一个实验中取权值为固定值 0.5，通过式(10)

均衡数据后的实验结果与原算法[15] (不均衡数据)

实验结果对比见表 1 (效果好的数据已加粗)。 
 

表 1  本文方法同原始方法的 NAUC 值对比（固定权值 0.5） 

目标类别 棕色 黑绿色 淡绿色 

目标大小(m2) 表述方法 不均衡数据 均衡数据 不均衡数据 均衡数据 不均衡数据 均衡数据 

0.25 
MI-SMF 0.514 0.640 0.000 0.000 0.042 0.114 

MI-ACE 0.000 0.640 0.031 0.000 0.168 0.114 

1 
MI-SMF 0.661 0.705 0.409 0.435 0.267 0.333 

MI-ACE 0.098 0.704 0.362 0.427 0.041 0.336 

9 
MI-SMF 0.697 0.693 0.416 0.418 0.386 0.379 

MI-ACE 0.684 0.694 0.420 0.418 0.384 0.379 

0.25/1 
MI-SMF 0.681 0.707 0.400 0.446 0.267 0.338 

MI-ACE 0.000 0.705 0.367 0.444 0.232 0.343 

1/9 
MI-SMF 0.696 0.693 0.418 0.418 0.391 0.380 

MI-ACE 0.680 0.692 0.411 0.418 0.391 0.381 

0.25/1/9 
MI-SMF 0.696 0.750 0.443 0.496 0.389 0.382 

MI-ACE 0.691 0.750 0.404 0.496 0.394 0.382 
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实验首先针对大小为 0.25 m2、1 m2、9 m2 的

目标分别进行样本扩充，测试算法应用于不同大

小目标的改进效果，结果表明：在棕色类型目标

的测试中，大小为 0.25 m2 的亚像素级目标检测效

果提升最大，MI-SMF 算法检测率提高 13%左右，

MI-ACE 算法从最初几乎无法检测，到合成样本后

NAUC 达到 0.64。但黑绿色和淡绿色目标由于被

遮挡较多等因素，未能有明显改善；大小为 1 m2

的全像素级目标的测试中，3 种目标性能提升均很

明显，其中棕色目标效果最佳，MI-SMF 算法的

NAUC从 0.661提高到 0.705，MI-ACE算法从 0.098

提高到 0.704，其余两种目标也均有明显性能提高。

以上两种情况说明合成的新样本有效，且通过提

高正示例所占比例，亚像素级和大小为 1 m2 的像

素级目标的检测效果明显增强。但大小为 9 m2 的

目标实验中检测效果无显著变化，这是因为目标

尺寸较大，本身在正包中占有较大比例，数据不

均衡问题不明显。 

进一步测试了提出的方法对不同尺寸目标组

合训练样本的性能。首先同时选取大小为 0.25 m2

和 1 m2 的小目标进行测试，3 种目标效果都较好；

考虑到人工选取目标时一般只能看到像素级以上

目标，同时选取大小为 1 m2 和 9 m2 的目标进行试

验，由于含有的 9 m2 目标本身检测效果较好，该情

况合成新样本没有使得检测效果有显著增强；最后

选取大小为 0.25 m2、1 m2 和 9 m2 的目标进行测试

时，棕色和黑绿色目标检测效果有 5%左右的提升，

这是因为棕色目标中含有的亚像素级目标使得合

成新样本有效，黑绿色目标中大于亚像素级的目标

未被完全遮挡使得合成新样本有效。淡绿色目标检

测效果同原始多示例学习方法相似，这是由于淡绿

色不同大小目标均被遮挡较多导致的，同本文理论

分析一致。 

图 3 所示为表 1 所示棕色目标 6 组实验的 ROC 
 

(a) Target size=0.25 (b) Target size=1 

(c) Target size=9 (d) Target size=1,0.25 

(e) Target size=1,9 (f) Target size=0.25,1,9 
 

图 3  提出方法同原始方法的 ROC 曲线 
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曲线图，曲线下方面积值即为效果评估所用的

NAUC 值，其中 MI-SMF/ACE-0 代表不均衡数

据的 ROC 曲线，MI-SMF/ACE-1 代表均衡数据

的 ROC 曲线，NAUC 值相应标示在图中。由

ROC 曲线图可以看出，当目标大小为亚像素级

和 1 m2 的单像素级时，通过合成新示例可使目

标表述能力显著增强，目标检测效果显著提升；

而当目标较大且跨越多个像素时，即使不合成

新示例目标表述效果也较好，通过合成新示例

没有明显提高目标表述能力，也没能明显提升

目标检测效果。 

2.2.2  自适应权值 

第二个实验中取权值为自适应值，权值通过公

式(11)计算得到，通过公式(10)均衡数据后的实验结

果与原算法[15] (不均衡数据)实验结果对比见表 2 

(效果好的数据已加粗)。 
 

表 2  本文方法同原始方法的 NAUC 值对比（自适应权值） 

目标类别 棕色目标 黑绿色 淡绿色 

目标大小(m2) 表述方法 不均衡数据 均衡数据 不均衡数据 均衡数据 不均衡数据 均衡数据 

0.25 
MI-SMF 0.514 0.605 0.000 0.000 0.042 0.076 

MI-ACE 0.000 0.017 0.031 0.000 0.168 0.077 

1 
MI-SMF 0.661 0.707 0.409 0.442 0.267 0.322 

MI-ACE 0.098 0.333 0.362 0.442 0.041 0.321 

9 
MI-SMF 0.697 0.693 0.416 0.418 0.386 0.372 

MI-ACE 0.684 0.693 0.420 0.418 0.384 0.372 

0.25/1 
MI-SMF 0.681 0.710 0.400 0.442 0.267 0.320 

MI-ACE 0.000 0.331 0.367 0.442 0.232 0.320 

1/9 
MI-SMF 0.696 0.693 0.418 0.418 0.391 0.372 

MI-ACE 0.680 0.693 0.411 0.418 0.391 0.372 

0.25/1/9 
MI-SMF 0.696 0.747 0.443 0.494 0.389 0.379 

MI-ACE 0.691 0.747 0.404 0.494 0.394 0.379 

 
结合表 1~2 结果可知，自适应权值在多数情况

下与固定权值的实验效果类似，少部分情况下自适

应权值的实验效果略差，这可能是因为理论上选取

的最可能为正的示例与实际正示例有偏差导致的，

但自适应权值的方法在理论上更具容错性，在理论

上和普适性上都更有价值。 

综上，针对尺寸较大的目标，本文算法取得同

原始方法相似的性能；针对大小为 1 个像素以及亚

像素的目标，本文通过合成少数类样本，增大正包

中正示例数量，可以显著提高目标表述效果，进而

显著提高亚像素级高光谱目标检测性能。 

3  结 束 语 

本文从面向高光谱目标表述的多示例学习方

法出发，提出了不均衡数据多示例学习方法。通

过合成少数类样本来增加正包中正示例占所有示

例的比重，解决多示例学习方法中示例级数据不

均衡问题。真实数据上的实验结果表明，针对小

目标尤其是亚像素级目标的高光谱表述，本文提

出算法能够显著提高目标表述和检测的性能。 

此外，多示例学习方法中，当正包数过少，

负包数过多时，会出现包不均衡问题，今后将对

多示例高光谱目标表述中的包不均衡问题做进一

步研究。 
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