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基于深度学习中间层卷积特征的图像标注 
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摘 要：针对基于深度特征的图像标注模型训练复杂、时空开销大的不足，提出一种由深

度学习中间层特征表示图像视觉特征、由正例样本均值向量表示语义概念的图像标注方法。首

先，通过预训练深度学习模型的中间层直接输出卷积结果作为低层视觉特征，并采用稀疏编码

方式表示图像；然后，采用正例均值向量法为每个文本词汇构造视觉特征向量，从而构造出文

本词汇的视觉特征向量库；最后，计算测试图像与所有文本词汇的视觉特征向量相似度，并取

相似度最大的若干词汇作为标注词。多个数据集上的实验证明了所提出方法的有效性，就 F1
值而言，该方法在 IAPR TC-12 数据集上的标注性能比采用端到端深度特征的 2PKNN 和 JEC 分

别提高 32%和 60%。 
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Image Annotation Based on Middle-Layer Convolution  
Features of Deep Learning 
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Abstract: Image annotation based on deep features always requires complex model training and huge 
space-time cost. To overcome these shortcomings, an efficient and effective approach was proposed, 
whose visual feature was described by middle-level features of deep learning and semantic concept 
was represented by mean vector of positive samples. Firstly, the convolution result is directly 
outputted as the low-level visual feature by the middle layer of the pre-training deep learning model, 
and the sparse coding method was used to represent image. Then, visual feature vector was 
constructed for each textual word by the mean vector method of positive samples, and the visual 
feature vector database of the text vocabulary was constructed. Finally, the similarities of visual 
feature vectors between test image and all textual words were computed, and some words with largest 
similarities were selected as annotation words. The experimental results on several datasets 
demonstrate the effectiveness of the proposed method. In terms of F1-measure, the experimental 
results on IAPR TC-12 dataset show that the performance of the proposed method was improved by 
32% and 60% respectively, compared to 2PKNN and JEC with end-to-end deep features. 
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近 20 年来，自动图像标注一直是计算机视觉

领域研究热点。图像标注的效果主要取决于标注模

型和视觉特征向量，其中，视觉特征向量质量决定

着图像标注质量的上限。近年来，随着图像标注模

型越来越成熟，视觉特征向量已经成为图像标注效

果的决定性因素。2012 年之前，计算机视觉领域的

图像特征均为领域专家设计的人工特征，人工特征

质量主要取决于专家的领域知识和经验，在复杂的

计算机视觉应用中，人工特征很难提取出高质量的

特征向量[1]。 
2012 年，Alex 和 Hinton 构建了基于卷积神经

网络的深度学习模型 AlexNet[2]，在 ImageNet 图像

分类比赛中以压倒性的优势夺取了冠军，自此开启

了深度学习时代。此后研究者们在 AlexNet 的基础

上提出了许多优秀的网络模型，如：VGG[3]，

GoogleNet[4]，ResNet[5]等。深度学习特征是一个端

到端的特征提取过程，不需要人工参与。对于图像

特征提取而言，输入端输入原始图像，通过复杂的

模型训练后，在输出端直接输出高质量的深度特

征。基于高质量的端到端特征向量，深度学习在图

像分类领域取得了突破性进展，并被尝试应用于很

多领域[1]。 
深度学习之所以可以取得突破性进展，很大程

度上取决于其复杂的网络结构。为了取得较好的效

果，深度学习网络结构设计越来越复杂，层数越来

越深。然而数以百万计、千万计参数的模型训练不

仅需要海量的训练样本支撑，而且需要巨大的时间

开销以及较高的硬件配置，这些因素限制了深度学

习的应用，例如 2012 年所提出的 AlexNet 网络模型

共有 6 100 万参数[2]，此后提出的 VGG-16 模型参

数有 1.38 亿[3]。在训练样本充足的情况下，模型训

练充分，复杂的深度学习可以取得预期效果。但事

实上，大多数应用很难提供充足的训练样本，往往

会造成模型过拟合等，从而使得模型训练质量较

差。针对以上缺点，相关学者提出了一些解决方法，

比如基于预训练模型进行微调训练并应用于复杂

的标注算法等等。尽管取得了较好的标注效果，但

是依然没有提取适合于图像标注的高质量的深度

特征。 

1  相关工作 

2014 年，Caffe 的设计者贾扬清团队率先将深

度学习应用于图像标注[6]，此后，越来越多的学者

基于深度学习技术开展图像标注的研究。表 1 为基

于深度学习的图像标注模型与传统标注模型的效

果对比，实验数据集均为 Corel5K。 
 

表 1  基于深度学习的标注模型与传统标注模型的 
效果对比(Corel5k) 

标注模型 特征向量 
查准率 

(%) 
查全率 

(%) 
F1 值

(%)
N+

MBRM[7] 人工特征 24.00 25.00 24.88 122
JEC[8] 多种人工特征 27.00 32.00 29.28 139
文献[9] 深度学习特征 29.28 33.00 31.03 146
AlexNet AlexNet 端到端特征 25.80 29.33 27.45 130
VGG-16 VGG-16 端到端特征  0.21  1.92  0.38   5

 
由表 1 可以看出，深度学习方法相对于传统的

图像标注方法，效果虽然有所提升但是并不显著，

特别是当网络模型较复杂时(例如 VGG-16 网络)，
标注性能甚至会降低。主要原因是小规模图像数据

无法满足复杂网络结构模型的训练。如果没有足够

训练数据支撑，由于过拟合等原因，复杂的网络模

型并不能取得理想的标注效果，甚至越是复杂的网

络结构的深度学习模型其标注性能越差。同时该深

度学习训练方法需要巨大的时间开销以及较高的

硬件配置。针对以上不足，OQUAB 等[10]提出了迁

移学习的方法。将迁移学习应用于图像标注的效果

有了较好地提升，但是训练过程时空开销仍然较大

并且需要较高的硬件配置。 
尽管理论上很多深度学习模型有很好的理论

基础和科学的网络结构，但如果没有足够训练数据

支撑，复杂的网络模型并不能取得理想的标注效

果，同时深度模型训练所需的巨大的时空开销和较

高的硬件配置使得其应用受到限制。因此相关学者

将研究重心转向更为复杂的标注算法或更优质的

特征表示，例如将深度特征与其他特征融合进行图

像标注。 
目前，围绕深度学习开展图像标注的研究主

要分 3 类：①设计新的网络结构或改进已有模型，

通过修改损失函数、输出类别个数等方法，使用

目标数据集进行训练，使得原有模型适合图像标

注[11-12]。②基于预训练模型的微调型，仅修改在

较大数据集上已训练好的网络模型的全连接层和

输出层使其适应目标数据集，而其他网络结构和

参数保持不变，即在现有网络权重的基础上对网
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络进行微调，如文献[10]提出的迁移学习方法等。

③直接使用预训练模型完成目标数据集的特征提

取，然后再使用其他复杂算法完成标注，或把深

度特征与其他特征融合进行图像标注；文献[13]
提出图像标注模型 CMRM 和 MBRM，将深度学习

特征应用于 JEC、2PKNN 等复杂标注算法，并取

得了较好的标注效果，主要原因是后续的复杂标

注模型或多种特征融合。依然没有解决在数据集

较小的情况下，如何提取适合于图像标注的高质

量深度特征，以及如何设计高效的标注模型。为

此，本文试图在资源受限、数据量不足的情况下，

提取高质量的深度特征，并提出有针对性的图像

标注模型。 

2  改进的深度特征提取方法 

目前，深度学习模型所提取的端到端特征可以

视为是图像的全局特征，该方法在图像分类领域取

得极大成功，但在图像标注领域并未取得显著成

果。在基于深度学习的图像分类中，将仅使用模型

末端输出层的全局特征，而忽略中间层的输出特

征，称为端到端模型。然而深度学习模型在对图像

特征进行层层抽象时，每层都有其自身价值，因感

受野不同，提取的特征所描述范围不同，网络模型

末端的全连接层刻画的是图像的全局视觉特征，而

中间层刻画的是图像的区域或局部特征。深度学习

中间层卷积核感受野小，但个数多，中间层卷积核

更容易捕获局部或区域特征，因此，中间层特征更

善于刻画多对象或复杂图像中的对象特征。而且，

直接提取中间层特征可以避免深度学习全连接层

较高的时空开销。本文提取了深度学习的中间卷积

层特征，通过稀疏编码的方式生成图像的特征向

量。特征生成过程如下： 
(1) 提取预训练深度学习模型的中间层输出特

征，即 F∈R(K×W×H)，其中 K 为特征图的个数，W
和 H 分别为特征图的宽和高。然后对特征进行规格

化并转换为二维特征矩阵，表示为 F(W×H, K)。 
(2) 对原始特征进行高斯规格化处理，并将数

据应用主成分分析 (principal component analysis, 
PCA)进行约减。此时卷积特征用 Fnew(W×H, n)表示，

其中 n 代表约减后的维度。 
(3) 将降维后的数据进行 K-means 聚类，构造

m 个视觉词汇。根据视觉词袋原理，每幅图像表示

为 m 维的词袋向量。 

(4) 利用获取到的聚类中心点将卷积特征进行

(vector of locally aggregated descriptors, VLAD)编
码[14]转换为图像的视觉特征向量 Fv，即 

 
1

1
( ) ( )

, ,
i i m

i i m
NN NN 

 
   
  
 V
f C f C

F f C f C  (1) 

其中，fi 为图块特征；[C1,C2,···,Cm]为聚类中心点；

NN(fi)为离 fi最近的聚类中心。 

3  图像标注方法 

人工特征向量往往是底层视觉的统计量等，其

视觉模式不显著，语义级别较低，因此，基于人工

特征向量的图像分类/标注模型往往较抽象、算法较

复杂、时空代价较大。与传统的人工特征相比，深

度学习中间层特征视觉模式显著、语义级别较高，

采用视觉词典等稀疏编码方式后，其视觉和语义刻

画能力较强。如果能为每个文本词汇构造视觉特征

向量，那么，传统的图像标注问题中计算词汇隶属

于图像的置信度问题就转换为计算 2 个视觉特征

向量(文本词汇视觉特征向量和图像视觉特征向

量)的相似度问题了。基于此种文本词汇视觉特征

向量标注方法的时空开销非常小，且与训练数据

集规模无关。与传统方法相比，更能够胜任处理

大规模数据集。 
本文提出的图像标注方法的系统结构如图 1 所

示。在训练阶段，提取所有训练图像的深度特征并

形成 VLAD 向量，从而构成图像视觉特征图库，采

用正例样本均值向量法为每个文本词汇构造能代

表其最本质视觉信息的视觉特征向量，从而构成包

含所有词汇对应特征的正例均值向量词库。在标注

(测试)阶段，在线提取该测试图像的特征向量并生

成其 VLAD 向量，测试图像的 VLAD 特征向量逐

一与正例均值向量词库中各个词汇的正例均值向

量计算视觉相似度，最终，排序选择相似度最大特

征向量所对应的文本语义词汇作为该测试图像的

标注词汇。 
 

 
 

图 1  图像标注的系统结构图 
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在传统的视觉词典表示方法中，若有 M 个视觉

词汇，相当于在视觉词典中构造一个 M 维的视觉特

征空间，每个图像都是该空间中的一个对象，因此

可以由 M 个基底特征向量线性表示。从语义角度

看，每幅图像可以视为若干个文本概念的组合，如

果每个文本概念 w 均可以表示为视觉特征空间中

的特征向量 w，那么任一图像 I 的视觉特征向量 I
可以视为若干个文本语义词汇对应视觉特征向量

的线性和，即 
 1 1 j j M Ma a a     I w w w  (2) 

其中，系数 aj 为布尔型，若图像中有对应词汇则为

1，否则为 0；wj 为词汇 wj 的视觉特征向量。 
当已知图像特征向量以及其所包含的词汇信

息时，可以根据矩阵知识求出每个文本词汇的视觉

向量。但该方程组求解存在如下困难：①理想情况

下，所有语义对象的特征向量都是线性无关的，其

可以作为该语义空间的基底向量，但事实上，不同

概念之间会有相关视觉模式，因此，这一假设很难

严格成立；②大多数图像数据集词汇分布不均衡，

一些低频词汇对应的图像个数远低于向量维数；

③当特征向量维数较高时，求解的时空复杂度过

高。因此，很难采用传统的矩阵方法或机器学习

方法求解。 
针对深度学习中间层特征的区域或局部调整

描述能力强、区分度大，且具有一定语义刻画能力，

本文提出一种基于正例样本均值向量的快速标注

方法。尽管无法直接对方程式求解，但针对深度学

习中间层特征的特点，任一文本词汇的特征向量可

由包含该词汇的所有图像特征向量的均值近似表

示。以词汇 wj 为例，若有 N 幅图像包含这个词汇，

则 N 幅图像均由语义概念特征向量表示，即方程为 

 

1 1,1 1 1, 1,

2 2,1 1 2, 2,

,1 1 , ,

j j M M

j j M M

N N N j j N M M

a a a

a a a

                                
a a a

    


    


     

 
 


 

I w w w
I w w w

I w w w

 (3) 

本文提出词汇 wj 的视觉特征向量 wj 可由包含

该词汇正例样本均值向量 vj 近似表示，即 

 1

j

j j
IN 

  
S

w v I  (4) 

其中，I 为图像 I 的特征向量；Sj 为词汇 wj的正例

图像集合，正例图像集合是指包含该词汇的所有图

像的集合；N 为正例图像个数。将式(3)代入式(4)，
得到正例样本均值向量 vj，即 

1

1
1 1 1

j j M

N N N

i , i , j i ,M
i i i

a a a

N N N
      
  

 v w w w  (5) 

数据集规模越大，则包含词汇的图像子集规模

也越大，式(5)计算出的 vj 越接近于词汇 wj 的向量

wj。因为当图像规模增大时，第 j 个向量 wj的系数

1

1 N

i, j
i

a
N 
 越接近于 1，而其他向量的系数 ,

1,

1 N

i x
i x j

a
N  


越来越接近于 0。因此，数据集规模越大，正例均

值向量法所构造的词汇视觉特征向量 vj越接近于词

汇 wj 的真实特征向量 wj。根据式(4)生成所有关键

词的正例均值向量，实现文本语义概念向视觉词汇

向量表示的转换，可以构造出文本词汇的视觉特征

向量库。 
基于正例均值向量的标注过程是，词库中所有

词汇的视觉特征向量均与待标注图像的视觉特征

向量计算相似度，取视觉相似度最大的若干词汇作

为图像的标注词。相似度距离采用 L2 距离，即 

 2( ) ( )j L jsim I ,w Dist , I w  (6) 

4  实验结果与分析 

为了准确、客观地比较并评价本文方法的各项

性能，实验数据集采用经典数据集 Corel5k 和 IAPR 
TC-12，这 2 个数据集是图像标注领域最常用的实

验数据集，已经成为事实上的标准数据集 [1]。

Corel5k 数据集规模较小，包括 4 500 幅训练图像、

500 幅测试图像，共包含 260 个语义概念；IAPR 
TC-12 数据集规模较大，共有 19 623 幅图像，其中

训练图像 17 663 幅，测试图像 1 960 幅，数据集内

共包含 291 个语义概念。实验平台为 64 位Windows7
操作系统，硬件配置为 3.60 GHz 的 i7-3790 CPU、

NVIDA GeForce GTX 1080 的显卡、28 GB 内存，

软件环境为 Matlab2016a。 
性能评价指标采用图像标注领域最广泛的查

准率(precision)、查全率(recall)、F1 值(F1-score)和
N+[1]。给定词汇 wj 的查准率、查全率和 F1 值的计

算式为 

 rprecision
r w




 (7) 

 rrecall
n

  (8) 

 21 precision recallF
precision recall




   (9) 
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其中，r 为正确标注词汇 wj 的图像个数；w 为错误

标注词汇 wj的图像个数；n 为数据集中含有标注词

wj 的图像个数。对数据集中所有词汇分别计算查准

率、查全率和 F1，最后计算所有词汇查准率和查全

率的平均值作为系统整体评价。N+为标注结果中所

能标注出的词汇个数，即标注词出现次数大于零的

词汇个数，作为正确标注词汇多样性的评价指标。

各项指标数值越高标注性能越好，理论上，查准率、

查全率和 F1 性能上限可以接近于 100%，N+可以

接近于数据集中词汇个数。 
为了客观评价本文所提取的深度学习中间卷

积层特征的性能，将实验的结果与使用传统人工

特征经典图像标注模型(MBRM 模型、JEC 模型)
以及将深度学习特征应用于 JEC、2PKNN 等复杂

标注算法[13]的结果进行了比较。与文献[13]中深度

学习网络模型相同，本文采用 VGG-16 网络，根据

网络结构及卷积核等信息，选用 Conv5-2 层数据

作为图像的局部特征信息。预训练数据集为

ILSVRC-2012[15]。在较小规模数据集 Corel5k 和较

大规模数据集 IAPR TC-12 上完成的实验结果分别

见表 2 和表 3。 
 

表 2  本文方法与其他方法实验结果性能对比(Corel5k) 

标注模型 特征向量 
查准率 

(%) 
查全率 

(%) 
F1 值

(%)
N+

MBRM[7] 人工特征 24.00 25.00 24.88 122

JEC[8] 多种人工特征 27.00 32.00 29.28 139

JEC[13] VGG-16 端到端特征 31.00 32.00 32.00 141

2PKNN[13] VGG-16 端到端特征 33.00 30.00 32.00 160

本文方法 VGG-16 中间层特征 26.93 41.43 32.64 161

 
表 3  本文方法与其他方法实验结果 

    性能对比(IAPR TC-12) 

标注模型 特征向量 
查准率 

(%) 
查全率 

(%) 
F1 值

(%)
N+

MBRM[7] 人工特征 24.00 23.00 23.48 223

JEC[8] 多种人工特征 28.00 29.00 28.49 250

JEC[13] VGG-16 端到端特征 28.00 21.00 24.00 237

2PKNN[13] VGG-16 端到端特征 38.00 23.00 29.00 261

本文方法 VGG-16 中间层特征 46.15 32.80 38.35 258

 
表 2 和表 3 实验结果表明，无论是在较小规模

数据集Corel5k，还是在较大数据集 IAPR TC-12中，

本文所提出方法主要性能指标不仅优于采用人工

特征的标注模型 MBRM 和 JEC，也优于使用深度

学习端到端特征的标注模型 JEC 和 2PKNN。表 2
实验结果表明本文所提出方法标注效果略优于其

他方法，主要是因为 Corel5k 数据集中语义词汇出

现频次很不均衡，最高频次和最低频次的词汇出

现次数分别是 1 004 次和 1 次。而表 3 表明在 IAPR 
TC-12 中本文所提出方法除 N+略低于 2PKNN 外，

其他指标明显优于其他方法，综合评价指标 F1 值

分别比 MBRM、JEC (人工特征)、JEC (深度特征)、
2PKNN (深度特征)提升了 63%、35%、60%、32%。

这印证了，式(4)和式(5)中的推理，图像数据集规

模越大，所构造的 vj 越接近于目标词汇 wj 的特征

向量 wj。因此，采用该方法所完成的图像标注效

果越好。 
由于 2PKNN 和 JEC 涉及的多种人工特征模型

复杂度较高，现有相关资料中均未给出这些特征的

时间开销，且模型较复杂，实验环节未能在同一环

境下完成对比实验，因此表 2 和表 3 仅对比了这些

算法的标注效果，而没有列出时间开销。但理论上，

此类算法的时间复杂度、空间复杂度均大于本文所

提出的方法。本文所提出方法无需训练深度学习模

型，Corel5k 测试图像数据集特征提取时间为 55 s，
而传统的端到端的深度学习微调方法模型训练时

间是 8 h，测试图像数据特征提取时间为 70 s。在较

大规模数据集 IAPR TC-12 中，本文方法测试图像

特征提取时间为 330 s，而传统的端到端的深度学习

微调方法模型训练时间是 10 h，测试图像数据特征

提取时间为 360 s。若测试图像个数为 T、训练图像

个数为 N、数据集中所包含词汇个数为 W，JEC 和

2PKNN 时间复杂度为 O(TN)，而本文方法时间复杂

度为 O(TW)，由于数据集中训练图像个数 N 远大于

词汇个数 W，因此，标注阶段本文所提出方法的时

间开销也明显低于 JEC 和 2PKNN，远低于 MBRM
等标注模型。 

本文所采用的 VGG-16 模型预训练所用的

ImageNet 数据集，以及图像标注领域最常用的图

像数据集 Corel5k 和 IAPR TC12 均为自然场景领

域图像，为了验证所提出方法对领域迁移的适应

性，在 ESP Game 数据集上完成了图像标注实验。

ESP Game 数据集是双人游戏图像数据，与自然场

景数据集 ImageNet 属于完全不同的领域。该数据

集共有 20 770 幅图像，其中训练图像 18 689 幅，

测试图像 2 981 幅，数据集内共包含 268 个语义

概念。相同实验方法下，在 ESP Game 数据集上

完成的实验结果见表 4。实验结果表明，在其他

领域的图像数据集上，本文方法的标注性能也优

于其他方法，说明本文方法对领域迁移有较强的
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适应性。 
 

表 4  本文方法与其他方法实验结果性能对比(ESP Game) 

标注模型 特征向量 
查准率 

(%) 
查全率 

(%) 
F1 值

(%)
N+

MBRM[7] 人工特征 18.00 19.00 18.50 209

JEC[8] 多种人工特征 22.00 25.00 23.40 224

JEC[13] VGG-16 端到端特征 26.00 22.00 23.83 234

2PKNN[13] VGG-16 端到端特征 40.00 23.00 29.20 250

本文方法 VGG-16 中间层特征 43.74 33.08 37.67 258

5  结 束 语 

深度学习是近年来的研究热点，但模型训练所

要求的数据门槛和系统配置都比较高，制约了深度

学习的应用。本文根据深度学习模型中间层视觉特

征模式的通用性，采用提取深度学习中间层卷积特

征的方法，并在此基础之上提出了基于正例均值的

图像标注方法。与传统的依赖于大规模数据模型训

练的端到端深度特征相比，本文所采用的基于深度

学习中间层卷积特征提取方法，无需大规模数据集

训练模型，降低了深度特征的数据和硬件门槛、扩

大了深度学习应用范围；所提出的标注方法时空开

销较小，更适合于大规模数据集的处理和在线标

注。此外，由于测试图像的最终标注词汇主要取决

于文本词汇的视觉特征向量，而不是训练图像的特

征向量，所以，本文所提出的方法也有助于缓解训

练数据类别不均衡的难题。 
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