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摘要 在功能材料应用中, 带隙往往起着重要的作用, 如光电材料一般为宽带隙半导体, 而热电材料为窄带隙半

导体, 因此对指定类别的材料体系带隙进行快速而准确的预测对于功能材料应用具有非常重要的科学意义. 然

而, 通过基于第一性原理的高通量计算获取高精度带隙的方法耗时长, 效率低, 而实验上系统测量大量材料体系

带隙也不现实, 所以基于统计学的机器学习预测方法就成了一种有前景的可能性替代方案. 本文设计了一种集成

学习模型用于有效而准确地预测带隙值. 在已计算过带隙值的热电材料类金刚石化合物的基础上, 一方面利用单

组元组分替换策略产生大批量相似化合物, 并用查重技术过滤掉重复体系, 得到356个相似材料体系. 另一方面结

合机器学习技术, 构建高效的带隙预测模型, 预测并验证了50个相似材料体系的带隙值. 通过实验证明, 该预测模

型具有77.73%的准确率, 且足够健壮稳定, 可以广泛应用于需要进行大批量带隙预测的热电材料的研究情景中.
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1 引言

热电材料通过赛贝克(Seebeck)效应和帕尔贴(Pel-
tier)效应实现热能和电能之间的直接转换

[1~4], 在热电

发电和制冷方面具有重要应用. 热电技术已经在工业

废热发电利用、空间/深海特殊电源、半导体芯片降

温/控温、高端制冷等工业、国防、民用领域取得应

用
[1~3], 以热电材料为核心的热电发电器件和系统兼具

全固态、无运动部件、无排放、结构简单、体积小、

重量轻等诸多优点, 已成为一种具有广泛应用前景的

绿色能源技术, 在环境污染和能源危机日益严重的今

天, 进行新型热电材料的研究具有很强的现实意义.
性能优异的热电材料一般是窄带隙半导体材料, 然而

半导体材料种类多, 现有的带隙实验数据有限, 大规

模数据测量也很难实现, 因此, 带隙的准确预测与计

算对新型高性能热电材料的进一步筛选具有重要的意

义. 近年来, 在新材料筛选方面, 高通量计算手段显著

地加速了材料设计和发现过程
[5~7]. 也随之产生了大量

的可开放访问利用的计算/预测材料属性数据库(包括

电子结构、热力学和结构性质等)[8,9]. 然而, 高通量计

算往往需要消耗大量的计算资源及时间, 材料科学家

们已不满足于通过高通量计算在庞大的结构空间中进
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行盲目搜索的低效率方式. 从已有的材料大数据中进

行数据挖掘, 提取有用的信息并将这些信息用于未知

材料的性能预测, 成为一些材料科学家实现新材料预

测的新手段
[10].

最近一些利用统计学技术预测材料属性的探索取

得了一定的进展, 包括分子的预测
[11,12], 周期系统的特

性
[13~16], 熔化温度

[17], 离子电导率
[18,19], 相稳定性

[20,21],
分子原子化能

[11,22], 介电特性
[22], 过渡态

[23], 结构分

类
[21,23], 势能

[24,25], 量子力学的自洽解
[26], 带隙预

测
[27~31], 电池监控和筛选新型固态电解质材料

[32]
等.

目前, 关于带隙的预测, 已经报道了一些回归模型的

应用
[27~31]. Dey等人

[27]
基于28个已获得实验带隙的化

合物, 用最小二乘回归(OLSR)、稀疏偏最小二乘回归

(SPLSR)和套索算法(Least absolute shrinkage and se-
lection operator, 以下简记为Lasso)预测了200种三元黄

铜矿化合物的直接带隙, 其中使用了化合物每个元素

的价态、原子序数、熔点、电负性和赝势半径等特征

描述符. Lee等人
[28]

用OLSR、Lasso和支持向量回归算

法(Support Vector Regression, 以下简记为SVR)建立了

156个AX二元化合物的G0W0带隙预测模型. Pilania等
人

[29]
评估了超过120万个属性, 最终使用原子种类的

最低占据Kohn-Sham水平和元素电负性作为统计学习

特征描述符, 利用KRR模型开发了双钙钛矿带隙预测

模型. Setwayan等人
[30]

从AFLOWLIB[9]
数据库中选出

大约100个化合物作为训练数据集, 用普通OLSR方法

估计了PBE KS-带隙与实验带隙之间的关系. Gu等
人

[31]
应用SVR和人工神经网络预测了25种二元化合物

和31种三元化合物的实验带隙. 尽管已有这些开创性

的工作, 然而Liu等人
[33]

认为在构建材料学习样本、

训练泛化能力更好以及学习效率更高的材料统计学习

模型上, 仍然有很大的改进空间.
本文的目标是建立一整套基于材料结构查重技

术、组分替换策略以及机器学习技术的有效且稳定的

新材料带隙预测模型. 该模型将以类金刚石材料为研

究样本, 主要是因为类金刚石化合物种类繁多, 从立

方闪锌矿结构衍变, 通过不同阳离子等价态多元替换

可获得多种类金刚石结构, 且其带隙值变化较大, 从

零点几eV到3 eV不等 , 一般具有较好的电输运性

能. 同时多元阳离子使得材料热导率较低, 是一类有

发展前景的潜在新型热电材料体系
[ 34 ] . 到目前为

止, 从实验方面对类金刚石化合物体系热电性能的研

究较少, 仅为有限的几种, 最优化的功率因子不超过

15 mW/cmK2[35]. 通过结合机器学习技术与高通量计

算手段研究这类材料体系的电子结构, 并进一步学习

预测新型材料带隙值, 对这类材料体系热电性能初步

筛选具有重要的意义.
本文开发了一种有效且稳定的带隙预测模型, 用

于建立在预定义的系列结构下材料带隙值和相关特征

空间的一个数学映射关系. 在此, 一个材料样本的特征

空间由多个不同的材料相关属性组成, 并唯一地描述

了该材料样本实例. 同时, 本文提出了利用组分替换

策略, 在已有的基于第一性原理高通量计算的材料体

系数据的基础上, 粗放式地产生大批量相似新型材料

体系, 结合已建立的材料结构查重规则, 借助机器学

习技术最终成功获取新材料带隙预测结果的一整套方

法, 并展示了特征选择和模型学习的过程, 以寻找最佳

的特征子空间来建立带隙和特征空间的映射, 有效且

准确地预测了类金刚石组分替换产物的带隙值.

2 研究方法

本文通过材料结构查重技术和组分替换策略产生

材料数据集, 包括训练集和测试集, 利用基于第一性原

理的VASP (Vienna Ab initio Simulation Package)程序

包
[36,37]

计算了训练集中所有材料体系的带隙数值, 并

在训练集上学习获得相关机器学习模型, 进而通过系

列模型预测测试集中新材料体系的未知带隙数值, 而

后使用第一性原理高通量计算进行验证, 最终得到预

测带隙相对准确的模型. 在带隙数值预测方面, 本文

对比分析了Lasso[38]、SVR[39]
和梯度提升树(Gradient

Boosting Decision Tree, 以下简记为GBDT)[40]三种不

同类型的机器学习模型的预测结果, 并结合这三种基

本模型设计了一种稳定有效的新型集成学习方法(以
下简记为Ensemble)[41], 以此获得最优带隙预测模型.
如图1所示, 尽管在训练集上GBDT模型的预测精度最

高(88.11%), 然而, 在测试集上显示, Ensemble模型是

对未知材料体系带隙预测性能最优的模型(预测精度

为77.73%). 下文简述了以上各种相关技术以及各种技

术之间的相互作用.
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2.1 数据集与特征描述符

2.1.1 数据集

本文利用Yang等人
1)
计算的87个结构不重复的类

金刚石化合物带隙数据, 按照2.3节组分替换策略描述,
通过与MIP (Materials Informatics Platform)数据库

2)
中

的已有数据进行材料结构查重, 获得了356个新的不重

复结构的材料体系, 并随机选择了32个新体系进行高

通量计算, 与原始的87个类金刚石化合物数据共同构

成了用于本次研究中构建带隙预测模型的119个训练

样本集, 将剩余的324种新体系作为测试集. 在进行材

料第一性原理计算时, 采用了基于密度泛函理论的

VASP程序包. 所有计算均采用缀加平面波(PAW)的方

法来处理电子波函数, 采用最新研发的SCAN meta-
GGA进行高通量计算

[42,43]. 该程序研发者认为此方法

在晶格参数、能量计算方面更接近实验值, 对电子结

构、带隙结果也有所改进. 平面波截断能取520 eV, 电
子自洽能量收敛标准为10–4 eV, 所有原子受力均小于

0.01 eV. KPOINTS数采用K=60/L (L为对应晶格基矢).
本次研究中预测了测试集中所有材料体系的带隙值

(见补充材料中模型预测结果“prediction_results.csv”),
并随机挑选出50个材料体系进行高通量计算验证, 以

此获取类金刚石化合物带隙预测的最优模型.

2.1.2 特征描述符

训练样本集中每个材料体系数据样本共有42个特

征描述符和1个目标变量(即带隙). 其中, 这些特征描

述符来源于类金刚石化合物中原子层面上的多个不同

的属性, 包括6个晶格结构参数(A, B, C, α(AL), β(BE),
γ(GA)), 类金刚石化合物中阴离子与所有阳离子的相

对电负性差(Electronegativity Difference, ED), 阴离子

的最近邻配位数(Nearest Neighbor Coordination Num-
bers, NNCN), 方差(Variance, V), 阴离子平均键长

(Average Shortest Bond Length, ASBL), 阴离子原子质

量(Anion Atomic Mass, AAM), 所有阳离子平均原子

质量(Cation Average Atomic Mass, CAAM), 平均价电

子数(Average Valence Electron Numbers, AVEN), 元素

种类数(Element Type Numbers, ETN)以及化合物中每

个阳离子的电离能(Ionization Energy, IE), 单原子质量

(Atomic Mass, M), 电负性值(Electronegativity, E)和原

子数量(Atomic Numbers, N), 具体特征数值见补充材

料中数据集“training_dataset. csv”和“test_dataset. csv”.
例如, 类金刚石化合物的带隙值可以使用基于电负性

差(ED), 1A族元素的单原子质量(1_AAM), 1A族元素

的电离能(1_AIE)等多个特征描述符的回归模型来预

测获得. 补充材料中元素以及相关属性值“element_at-
tributes.csv”列出了这些特征描述符中可能涉及到的元

素以及相关属性值, 包括相对原子质量、电负性以及

电离能.

2.2 材料结构查重

鉴于材料结构数据庞大, 同一类化合物不同人测

图 1 类金刚石组分替换产物的带隙预测模型框架

1) Yang J, Xi L L, Pan S S, et al. Discovery of high performance thermoelectric chalcogenides through reliable high throughput material screening. J
Am Chem Soc, 2018, 140: 10785–10793
2) Materials Informatics Platforn (MIP). http://mip.shu.edu.cn.
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量会产生多个数据结构, 这些数据结构均存储在已知

的数据库中, 如无机晶体学数据库(ICSD)等. 不同实

验测得的数据有微量差别, 但属于同一种材料. 通过

查重技术, 对具有重复结构的材料体系进行筛选, 将

重复的结构去掉, 避免高通量材料计算中的重复计算,
从而可以节省资源、节约时间. 本文在筛选结构不重

复材料体系过程中, 利用Phonopy工具
3)
获取误差量在

0.1以下的最小原胞
[44], 以化学式、空间群、原子映射

关系以及位置对称性值是否相同为判断依据, 获得候

选材料体系集合中的不重复条目. 其中, 原子映射关

系将体系中互相等价的原子映射到同一个等价群中,
通过比较两个体系中等价群数以及等价群中的等价原

子个数和元素类型是否相等来判定二者是否重复. 位

置对称性查重通过比较等价原子的Wyckoff符号是否

一致来判定两个体系是否重复, 具体查重流程图如图2
所示.

2.3 组分替换

新材料体系的发现手段有多种, 常见的方法是使

用化学性质相似的元素取代已知化合物晶体结构中的

对应对象来产生新的材料体系, 然后进行下一步制备

表征、计算模拟、性质研究等
[45]. 例如, 当第一个超

导磷族元素氧化物LaFeAsO1-xFx被发现时, 晶体化学

家开始用其他稀土元素(如钐代替镧)来合成许多其他

同构化的新化合物
[46], 与之类似的组分替换方法对新

型无机化合物的大规模搜索具有一定的实用价值. 本

文中, 通过对每个已有化合物中的单个同族元素做简

单的单组元置换来产生新的材料体系候选项, 通过2.2
节提到的查重技术过滤掉具有重复结构的体系, 得到

356个新的材料体系, 并按照2.1.2节中的方式提取出

化合物中蕴含的相关特征数据. 其组分替换流程图如

图3所示.

2.4 回归技术

本文使用了三种基本的机器学习回归预测算法,
即Lasso[38]、 SVR[39]

和GBDT[40], 以及基于这三种基本

算法组合成的一个更加强大稳定的Ensemble算法
[41].

这四种算法具有不同的模型特性, 其中, Lasso具有较

好的线性表达能力, SVR可以利用核函数将非线性数

据转换为线性数据进行处理, GBDT的预测结果可以

获得较小的偏差, 而Ensemble算法融合了不同弱学习

模型的能力, 具有更好的泛化能力, 详细介绍参见附

录B. 通过对原始数据集进行预处理, 获得最优特征子

集, 然后利用以上几种预测模型来探索带隙与特征之

间的关系, 训练最优带隙预测模型, 同时找出有助于

带隙预测的关键特征描述符.

2.5 评价指标

对于2.4节中不同的回归模型产生的预测结果, 本

图 2 材料结构查重流程. 本文利用Phonopy工具获取最小
原胞中的化学式、空间群、原子映射关系和位置对称性, 并
依序判断是否与MIP数据库中的材料体系结构重复, 进而筛
选出有效数据

图 3 组分替换流程图. 通过对MIP类金刚石体系化合物中
的每个元素依次执行同族元素单组元置换产生相似化合物,
并与MIP数据库中的已有体系进行查重, 生成新数据集

3) Phonopy. https://atztogo.github.io/phonopy.
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文采用平均绝对误差(MAE)、均方误差(MSE)和决定

系数(R2)来观察并测量每个模型在测试集上的预测精

度, 比较不同模型之间性能差异. 简而言之, MAE与
MSE越小且越接近于0, R2越大且越接近于1, 说明模

型的性能越好, 预测准确率越高. 以下是几种类型误

差求解计算模型.

N y yMAE = 1 . (1)
i

N

i i
=1

N y yMSE = 1 ( ) . (2)
i

N

i i
=1

2

( )
R

y y

y y
 = 1

( )
. (3)i

N
i i

i

N
i i

2 =1

2

=1

2

公式(1)~(3)中, yi是从测试集中随机选择的50个类

金刚石化合物带隙的高通量计算值 ; yi是其平均

值; yi是与yi对应的回归模型预测值, i=1, 2, ..., N,
N =50.

为了获取带隙真实值与模型预测结果的MAE,
MSE和R2三种指标值, 避免出现随机误差, 使用了10折
交叉检验

[47]
来综合判断2.4节中各个回归模型的预测

能力. 在k折(本文中k值为10)交叉检验中, 原始数据集

被随机分割成k个大小相等的子样本集. 在k个子样本

集中, 保留1个子样本集作为测试模型的验证数据, 剩

余的k–1个子样本集用来训练模型. 然后将该交叉验证

过程重复迭代k次, 其中, 每个子样本集仅用作验证数

据一次. 最后, 将来自每次交叉验证预测结果的值进行

平均, 可以得到一个总体估计的性能指标值.

3 结果分析

本文的目标是利用计算过的已知类金刚石化合物

带隙数据预测出经过组分替换后的新材料体系的带隙

值, 并通过第一性原理高通量计算对预测结果进行验

证, 获取最优带隙预测模型. 该部分3.1节介绍了用于

带隙回归预测的特征选择过程; 3.2节描述了几种不同

的回归模型对测试集中50个随机选择的化合物的带隙

值预测结果, 并挑选出了最优带隙预测模型; 3.3节通

过三种不同的技术找出影响带隙值预测的关键特征描

述符.

3.1 特征选择

在训练回归模型之前, 通过特征选择, 构建对目标

变量带隙具有有效预测能力的输入特征空间, 可以显

著地提高模型预测的准确性, 增强模型的泛化能力.
本文使用缺失值处理、方差评估以及特征相关性分析

三种技术对具有119个样本的训练数据集中的42个特

征进行了分析与筛选.

3.1.1 缺失值处理

训练数据集中的化合物元素涉及到“1_A, 2_A,
3_A, 4_A, 6_A, 1_B, 2_B”共7个族中元素的信息, 然
而并非每个化合物均包含所有族的元素, 这导致从化

合物中提取的训练集特征中出现了大量的缺失数据.
表1描述了训练集的42个特征中的数值缺失比例.

较多缺失值的特征会严重影响模型的判断能力,
因此 , 删除了缺失值大于50%的20个特征“1_AN,

表 1 训练数据集中特征值缺失率

特征 缺失率 特征 缺失率

1_AN 0.9425 1_BAM 0.3448

1_AIE 0.9425 1_BE 0.3448

1_AAM 0.9425 1_BN 0.3448

1_AE 0.9425 A 0

2_AAM 0.9195 V 0

2_AN 0.9195 C 0

2_AIE 0.9195 B 0

2_AE 0.9195 AL 0

3_AAM 0.7126 BE 0

3_AN 0.7126 GA 0

3_AIE 0.7126 ED 0

3_AE 0.7126 NNCN 0

2_BN 0.6437 ASBL 0

2_BE 0.6437 AAM 0

2_BAM 0.6437 CAAM 0

2_BIE 0.6437 AVEN 0

4_AAM 0.5862 ETN 0

4_AE 0.5862 6_AAM 0

4_AN 0.5862 6_AN 0

4_AIE 0.5862 6_AIE 0

1_BIE 0.3448 6_AE 0
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1_AIE, 1_AAM, 1_AE, 2_AN, 2_AIE, 2_AAM, 2_AE,
3_AN, 3_AIE, 3_AAM, 3_AE, 2_BN, 2_BIE, 2_BAM,
2_BE, 4_AN, 4_AIE, 4_AAM, 4_AE”,对于其他存在缺

失值的特征, 使用同族元素的相关元素属性均值进行

填充.

3.1.2 方差评估

方差值为0的特征向量对回归模型识别带隙数值

大小没有任何判断能力, 因此, 在3.1.1节结果的基础

上, 删除了训练数据集中方差值为0的两个特征“AL,
6_AN”.

3.1.3 特征相关性分析

本文绘制了剩余特征之间的皮尔逊线性相关性系

数图谱
[48](图4), 以分析并识别出具有高度相关的特征,

消除特征之间的多重共线性
4).多重共线性是指回归模

型中的特征之间存在着高度相关关系, 并导致模型估

计失真或难以估计准确, 这种现象在线性模型(如Las-
so)中尤其明显. 因此, 对于具有强相关性(相关性值大

于0.8)的多个特征, 一般只保留一个有效特征. 从图4
中可以明显看出, 1B族中3个属性“1_BIE, 1_BAM,
1_BE”之间具有较高的线性相关性, 可仅保留“1_BE”
特征. 此外, “AAM”特征与“6_AIE, 6_AAM, 6_AE”三
个特征均存在着较强的共线性 , 因此 , 可仅保留

“AAM”特征.
综上, 在经过特征选择后, 数据集中仅保留下了

“五个晶格结构参数(A, B, C, BE, GA), 阴离子与所有

阳离子的相对电负性差(ED), 阴离子的最近邻配位数

(NNCN), 方差(V), 阴离子平均键长(ABSL), 阴离子原

子质量(AAM), 所有阳离子平均原子质量(CAAM), 平
均价电子数(AVEN), 元素种类数(ETN)、以及化合物

中1B族的原子个数(1_BN)和电负性值(1_BE)”共15个

图 4 (网络版彩图)训练样本集中剩余特征之间的皮尔逊相关性系数图谱. 图中左侧部分数值代表特征之间的皮尔逊相关性
系数值, 值域为[-1,1]. 皮尔逊相关性系数绝对值越大, 表明两个特征之间相关度越高. 其中, 正值代表正相关, 负值代表负相关

4) https://newonlinecourses.science.psu.edu/stat501/node/343/.
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有效特征, 用于训练每一个带隙回归预测模型.

3.2 回归结果分析

基于材料训练样本集, 对2.4节中的四种不同的回

归算法进行网格调优
[49]

产生各自的最优回归模型, 将

其在测试集上的带隙预测结果与直接高通量计算的带

隙结果进行比较, 如图5所示. 本文计算并绘制了测试

集中50个新材料体系的数据, 补充材料模型预测结果

(“prediction_results.csv”)中提供了测试集中所有新体

系的带隙预测值. 由图5可知, Ensemble和GBDT具有

较好的预测效果, 这两种模型的预测值也更加接近真

实值(标记为“HTC”的数据). 此外, 四种模型对带隙值

位于0~0.2之间的新材料的带隙预测效果均表现出相

对的较大偏差. 原因可能是用于训练统计学习模型的

训练集中数据量较少, 导致模型在学习过程中, 对于

带隙值位于0~0.2之间的材料体系, 无法获得更好的预

测能力.
表2结合三种不同的评价指标描述了四种最优回

归模型在测试集上的带隙预测性能表现. 从表2可以得

出, Ensemble模型得到了最高的R2值为0.7773, 且均方

误差值最低为0.2237, 这得益于Ensemble算法融合了

Lasso、SVR和GBDT三种基本模型各自的优势, 即对

应的分别间接获得了对材料特征的线性表达能力、核

映射空间变化能力和非线性模型表达能力, 对于未知

的新数据集具有更强的拟合能力和更好的泛化能力,
而SVR与Lasso的R2值相对较小. Lasso为典型的广义线

性回归模型, 而其余模型均为非线性的复杂模型. 由此

也可以看出, 该类金刚石化合物数据集中的属性特征

与目标变量带隙之间有着复杂的非线性关系的特点.
其中,对于Lasso模型,参数alpha与max_iter分别代

表模型的惩罚项大小和模型训练的迭代次数. 对于

SVR模型, 参数kernel 、C、gamma与epsilon分别代表

核函数类型、惩罚项大小、核函数参数和距离误差.

对于GBDT模型, 参数estimators和max_features分别代

表了使用到的基本树模型的数量和深度, subsample和
learning_rate分别代表了学习率和数据采样比例. 对于

Ensemble模型, 使用了基于Stacked generalization的两

层模型学习策略
[50], 第一层使用了前面介绍的三种基

本模型, 第二层使用了性能较好的GBDT模型.

3.3 特征重要性评价

进行特征重要性评价, 有助于分析出影响类金刚

石化合物带隙值预测的关键材料属性. 本文通过斯皮

尔曼方法计算了最终用于模型训练的特征与目标变量

带隙之间的相关性指数
[48], 用来判断特征对目标变量

的重要性. 斯皮尔曼方法适用于非线性变量之间的关

系检测, 不论两个变量的总体分布形态、样本容量的

大小如何, 都可以通过求解斯皮尔曼相关性系数来进

图 5 (网络版彩图)模型预测结果散点图. 该图显示了在测
试集上不同回归模型预测得到的带隙值以及利用高通量手
段计算得到的带隙值的散点分布, 横坐标为计算值, 纵坐标
为预测值

表 2 四种最优回归模型在测试集上的带隙预测结果

模型 参数 绝对值误差 (MAE) 均方根误差 (MSE) 决定系数 (R2)

Lasso alpha=0.06, max_iter=100 0.4786 0.4183 0.5615

SVR kernel=rbf, C=15, gamma=0.108, epsilon=0.08 0.4647 0.3902 0.5910

GBDT estimators=1500, max_features=2
subsample=0.6,learning_rate=0.03 0.3500 0.2503 0.7377

Ensemble 1rd Layer: Lasso+SVR+GBDT 2nd Layer: GBDT 0.3171 0.2237 0.7773
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行分析.
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公式(4)为斯皮尔曼系数公式. 其中, xi为训练集中

第i个样本的特征x的值; x是在所有样本上的该特征平

均值; yi为第i个样本的特征 y的值; y是其平均值,
i N = 1,  2,  ...,  , N为训练集的样本总数.

此外,在模型训练过程中, Lasso和GBDT两种模型

自带特征重要性评分功能. 在图6中, 本文绘制了基于

斯皮尔曼系数、Lasso与GBDT模型特征打分功能进

行了特征重要性评价. 由图6可知, 电负性差“ED”与化

合物中阳离子平均质量“CAAM”两个特征在不同的评

分算法下均得到了相对较高的分数, 体现为对训练模

型的性能好坏具有较高的影响力.

4 结论

本文设计了一整套基于材料结构查重技术, 组分

替换策略以及机器学习方法的新材料带隙预测模型,
并针对一类典型热电材料-类金刚石化合物组分替换

产物的带隙值开展了预测实验. 通过特征选择、网格

调优、模型组合等一系列手段, 结合Lasso、SVR和
GBDT三种不同模型的优势, 获得了具有77.73%预测

精度的集成学习带隙预测模型Ensemble, 并发现了类

金刚石化合物的电负性差“ED”与化合物中阳离子平

均原子质量“CAAM”两个特征对预测目标变量带隙值

具有重要影响. 这种集成学习模型具有强大的学习能

力与稳定的预测性能, 可以应用到其它类型材料体系

的带隙以及其它材料属性的预测过程中, 加速材料性

能的设计与优化过程, 对新型功能材料的快速筛选与

高性能预测具有重要的科学意义.

补充材料

本文的补充材料见网络版techcn.scichina.com. 补充材料为作者提供的原始数据，作者对其学术质量和内容负责.
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New materials band gap prediction based on the high-throughput
calculation and the machine learning
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& YANG Jiong2
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2Materials Genome Institute of Shanghai University, Shanghai 200444, China

The bandgap often plays an important role in functional materials applications. For example, optoelectronic materials are generally
wide bandgap semiconductors, while thermoelectric materials are narrow bandgap semiconductor materials. Therefore, predicting the
bandgap rapidly and accurately for a given class of materials structures has great scientific importance for the functional materials
applications. However, considering that the method of obtaining high-precision band gaps based on first-principles high-throughput
calculations is time consuming and inefficient, and it is also not realistic to systematically measure a large number of material system
band gaps. Machine learning methods based the statistics may be a promising alternative. This paper designs an ensemble learning
model for effectively and accurately predicting bandgap values. Based on the calculated band gap values of diamond-like structures in
thermoelectric materials, on the one hand, single component substitution strategy was used to generate large quantities of similar
compounds, and the repetitive structures was filtered out by using the structural repeatability examination technique, resulting in 356
unique material structures. On the other hand, in combination with machine learning techniques, an efficient band gap prediction
model was constructed, and by which the band gap values of 50 similar material systems are predicted and verified. As is the result of
the experiment, this prediction model has 77.73% accuracy. It is enough robustness and stability to be widely used in thermoelectric
materials application scenarios which require large band gap prediction.

diamond-like structures, bandgap, component substitution approach, machine learning, ensemble learning

doi: 10.1360/N092018-00202

徐永林等: 基于高通量计算及机器学习的新材料带隙预测

54

https://doi.org/10.1360/N092018-00202

	基于高通量计算及机器学习的新材料带隙预测
	1�� 引言
	2�� 研究方法
	2.1�� 数据集与特征描述符
	2.1.1�� 数据集
	2.1.2�� 特征描述符

	2.2�� 材料结构查重
	2.3�� 组分替换
	2.4�� 回归技术
	2.5�� 评价指标

	3�� 结果分析
	3.1�� 特征选择
	3.1.1�� 缺失值处理
	3.1.2�� 方差评估
	3.1.3�� 特征相关性分析

	3.2�� 回归结果分析
	3.3�� 特征重要性评价

	4�� 结论


