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摘 要：针对高等教育本科教学场景中的学生成绩预测问题，提出了一种基于课程知识图谱（KG）的预测算法。

首先，构造一个表示课程信息的课程知识图谱。然后，分别使用基于邻节点的方法和基于知识图谱表示学习的方法

基于知识图谱计算课程在知识层面的相似度，并将课程的知识相似度集成到传统的成绩预测框架协同过滤（CF）中。

最后，通过实验对比了融合知识图谱的算法和常见成绩预测算法在不同数据稀疏度场景下的性能。实验结果显示，

在数据稀疏场景下，基于邻节点的算法和传统协同过滤算法相比，均方根误差（RMSE）下降约 11%，平均绝对误差

（MAE）下降约 9%；基于图谱表示学习的算法与协同过滤算法相比RMSE下降 17. 55%，MAE下降 11. 40%。实验结果

表明，运用知识图谱的协同过滤算法可使预测误差显著下降，验证了知识图谱可以作为历史数据缺乏场景下的信息

补足，从而帮助协同过滤获得更好的预测效果。
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Student grade prediction method based on knowledge graph and collaborative filtering
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Abstract: Focusing on the prediction of student grade in the undergraduate teaching of higher education，a prediction
algorithm based on course Knowledge Graph（KG）was proposed. Firstly，a course KG representing course information was
constructed. Then，the neighbor-based methods and the KG representation learning-based methods were used to calculate
the similarity of the courses on the knowledge level based on the KG，and those knowledge similarities among courses were
integrated into the traditional grade prediction framework Collaborative Filtering（CF）. Finally，the performance of the
algorithm with fusing KG and the common prediction algorithm in different data sparsities were compared in experiments.
Experimental results show that in the data sparse scenario，compared with the traditional CF algorithm，the neighbor-based
algorithm has the Root Mean Square Error（RMSE）reduced by about 11% and the Mean Absolute Error（MAE）reduced by
about 9%；and compared with the traditional CF algorithm，KG representation learning-based algorithm has the RMSE
reduced by about 17. 55% and the MAE reduced by about 11. 40%. Experimental results indicate that the CF algorithm
using KG can significantly reduce the prediction error，which proves that the KG can be used as information supplement in
the lack of historical data，thus helping CF to obtain better prediction results.

Key words: Collaborative Filtering (CF); Knowledge Graph (KG); grade prediction; Educational Data Mining (EDM);
intelligent campus

0 引言

学生成绩预测是教育数据挖掘（Educational Data Mining，
EDM）领域的研究热点之一。研究通过对课程设置、学生历史

成绩或其他背景数据的分析，预测学生在未来学习阶段的表

现。高等教育中日益严重的退学问题使采用更为创新有效的

方法促进学生及时毕业已成为迫切需求：文献［1］分析了全美

的教育数据，发现在所有 2011年秋季入学攻读四年制学士学

位的学生中，仅有 60%在 6年内完成了学业。众多教育家认

为早期成绩预测是解决该困境的一种实用的方法：文献［2-4］
都曾通过一系列实验表明早期识别出有退学风险的学生是防

止他们辍学的一个关键举措。

随着数据挖掘技术在教育领域的兴起，大量数据挖掘的

方法被应用于学生成绩预测的研究中。现有的研究方法可分

为两类：一类是将预测问题视为回归或分类问题，应用线性回

归［5］、决策树［6-7］、支持向量机［8］、深度神经网络［9］、贝叶斯网
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络［10］等数据挖掘模型。另一类是将学生预测问题类比成推荐

系统中的用户评价问题，借用推荐领域的技术解决问题，包括

协 同 过 滤（Collaborative Filtering，CF）、矩 阵 分 解（Matrix
Factorization，MF）等方法［11-17］。与基于回归的方法相比，基于

推荐的方法因为其较高的预测精度和可解释性得到更为广泛

的应用。

但是，基于推荐的方法往往在缺乏历史数据的情况下性

能较差。该类方法主要依赖学生成绩的历史记录挖掘课程的

相似性，进而对结果进行预测，因此在课程的历史选课人数较

少时，必须采用额外的信息帮助准确刻画课程之间的相似度。

例如学生的知识基础和课程的知识领域，这两者之间的重合

度与课程成绩息息相关，如果能够揭示出这种关联，并运用到

成绩预测中，预测的精度将有机会得到改善。但在学生成绩

预测领域，大多数研究都只利用了与知识信息关联较弱的学

生背景信息或课程背景信息，包括学生年级、课程难度、课程

学时等。这些背景信息通常类别冗杂，对数据源的要求较高，

且对知识信息的挖掘有限。目前为止，还未见依赖知识信息

预测学生成绩的研究。

本文研究如何利用课程知识信息对高等教育中本科生在

本科学位课程上所取得的成绩进行预测。研究通过TextRank
算法［18］从课程信息中提取关键字作为知识点，再结合数据库

中 其 他 课 程 信 息 ，构 建 了 基 于 课 程 信 息 的 知 识 图 谱

Knowledge Graph, KG)来表示课程的知识信息。在知识图谱

的帮助下，本文借助节点亲密度算法（Adamic Adar［19］，
Preferential attachment［20］，Resource Allocation［21］）和知识图谱

表示学习算法（Translating Embeddings［22］和DistMult Model［23］）
挖掘课程之间的知识相关性，并比较了它们在传统CF框架下

的有效性。

本文的主要工作如下：

1）基于同济大学 2013—2017年间的本科生课程信息构

建了课程知识图谱。

2）提出了一种在CF框架下利用课程知识信息进行成绩

预测的方法，并利用同济大学的本科生成绩数据验证了方法

的有效性。

1 研究现状

现有研究表明了基于推荐的算法在成绩预测领域的有效

性和利用课程信息建立教育类知识图谱的可行性，为从知识

层面发掘课程关系并应用于预测学生成绩提供了理论基础。

1. 1 基于推荐算法的成绩预测方法

学生成绩预测问题常与推荐系统中的用户评价问题进行

类比，现有的研究也将推荐领域中的相关技术用于预测学生

的成绩。文献［11-12］使用 CF方法预测成绩并证明了 CF在
学生成绩预测上的表现优于传统回归方法。文献［13］以CF
为底层算法构建了一个选修课推荐系统并应用在中山大学。

该应用使得选修课程的退课率大幅下降，进一步证明了CF的
有效性。文献［14］扩展了传统的推荐算法，利用学生的历史

成绩以及乔治梅森大学的各种课程背景资料和学生资料解决

成绩预测问题；研究提出了一种混合分解机和随机森林

（Factorization Machine with Random Forest，FM-RF）的方法用

于准确预测学生在课堂上的表现。文献［15］在CF框架下开

发了三种融合了时间信息的预测方法，并对明尼苏达大学的

学生成绩数据进行了一系列实验，验证了方法的有效性。

上述成绩预测方法大多忽略了学生成绩随着学生努力程

度而改变的事实基础。为解决上述问题，一些研究者基于学

生的学习过程对成绩的影响提出了动态预测算法：文献［16］
使用历史成绩信息和可用的附加信息（如期中考试成绩）来预

测学生未来课程的成绩，研究采用MF方法并得到了较好的

结果；文献［17］在评估学生行为的基础上，提出了一种基于

MF的动态预测学生学习成绩的方法。

1. 2 教育知识图谱的构建和应用

在教育领域，知识图谱也称概念图［24］或领域模型［25］，主
要关注包括课程和知识在内的教育实体及其之间的连接关

系。挖掘每门课程的关键知识是构建课程知识图谱的过程中

必不可少的一步。挖掘关键知识的一类方法是使用关键字提

取算法，包括 TextRank［18］和 TF-IDF（Term Frequency-Inverse
Document Frequency）［26］。该类方法将课程信息视为普通文

献，提取其中的关键字作为关键知识，文献［27］就使用关键字

提取方法基于MOOC课程信息构建了课程知识图谱。另一种

方法是利用实体链接技术识别知识点。例如：文献［28］利用

教学数据和实体识别技术，从MOOC平台的课程信息中提取

了教学概念；文献［29］提出了一种利用Web知识从数字图书

中提取概念层次结构的方法，并通过该方法将图书内部的知

识与外部的知识资源连接起来；文献［25］提出了一种从电子

教材中半自动生成知识模块的框架DOM-Sortze。
知识图谱特殊的结构为计算节点的相似度提供了可能

性。将知识图谱看作由节点和边组成的网络结构，可以使用

一些链路预测方法来计算节点间的紧密度，包括 Adamic
Adar［19］、Preferential attachment［20］以及 Resource Allocation［21］。
一些知识图谱表示学习算法也可以用于计算每个节点的特征

向 量 ，从 而 计 算 节 点 相 似 度 ，如 TransE（Translating
Embeddings）［22］、DistMult［23］和ComplEx［30］。
2 课程知识图谱的构建

本章设计了课程知识图谱的结构，并使用 TextRank［18］对
知识图谱进行实体提取，以完成图谱的构建。

2. 1 知识图谱结构

本文研究使用同济大学的课程信息相关数据构建课程知

识图谱。通过对数据的分析，本文选取了以下实体：“院系”

“课程”“知识点”“教材”“参考书”和“教学模式”。“院系”实体

指开设该课程的机构；“知识点”实体指学生在完成课程后应

该掌握的概念或技能；“教学模式”实体指教学过程中所采用

的教学方法，如讲课、讨论或实践。图 1描述了几个实体之间

的关系类型：图中节点代表实体，边缘代表实体之间的关系。

图 2展示了部分知识图谱；图谱以“模式识别”“模式信息处

理”及“模式识别及其地学应用”这三门课程为中心发散，展现

了三门课程之间的联系。其中圆形节点表示“课程”实体；白

色矩形节点表示“知识点”实体；灰色矩形节点表示“院系”实

体；实线箭头表示“院系-OFFER-课程”关系；虚线箭头表示

“课程-COVER-知识点”关系。可以看出，知识图谱可以直观

地反映课程的相关特征以及不同课程之间的联系。

2. 2 课程知识相关性挖掘

课程知识图谱中涉及的大部分实体和关系可以从数据库

中获取。而“知识点”实体需要从课程简介中提取。课程简介

的文本往往结构统一，大都包含相似的词汇和句型。除去通

用词汇，课程简介主要由专业术语组成。综上，利用简单的关

键字提取方法即可提课程简介中所包含的关键知识点。本节

使用TextRank从中提取“知识点”。
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TextRank的主要思想是建立基于词之间邻接网络，并使

用 PageRank［31］计算每个节点的Rank。算法选择Rank数值较

大的单词作为关键词。首先将给定的课程简介文档D分成完

整的句子 [ S1，S2，…，Si ]；对句子 Si进行分词和词性标注。分

割后从句子中过滤停止词，留下带有指定词性的单词。停止

词包含一些常见但无意义的词，如“学时”“课堂”“理论”和“大

学”。根据上述规则将 Si 分成一组单词 [ ti，1，ti，2，…，ti，n ]，其
中，ti，n表示句子中的第 n个候选单词。算法根据这些单词构

建候选关键字网络 G = (V，E )，每个候选单词 ti，n对应一个节

点，V是所有节点的集合；E则是由代表节点之间共现关系的

边组成的集合。共现关系是指一对节点对应的两个词在长度

为K的文本窗口内共现。在本文中，K设置为 30。根据式（1）
迭代计算各节点的Rank (Vi )直到收敛，再选择Rank (Vi )的数值

较大者作为关键词。

Rank (Vi ) = (1 - d ) + d × ∑
Vj ∈ In(Vi )

Rank (Vj ) ||Out (Vj ) （1）
其中：d为用于平滑的参数；In (Vi )是 Vi的前继节点，Out (Vj )为
Vj的后继节点。

TextRank虽然可以有效地从课程简介中提取关键字，但

无法识别知识点间的歧义现象。例如，“神经网络”一词在“模

式识别”和“人体解剖学”两门课程中就有不同的含义。由于

该词汇在这两篇文档中具有相同的词性和所处语境的相似

性，很难将其区分开来。

一个术语的意义取决于它的领域；在本文中，这体现在课

程所处“院系”和课程包含的“知识点”这两个实体上；即“模式

识别”课程由“电子与信息工程学院”开设，“人体解剖学”课程

由“医学院”开设，且这两门课程涵盖的“知识点”存在显著差

异。对含有相同关键词的课程，比较其所属院系和包含的“知

识点”。如果这两门课程来自不同的院系或超过一半的“知识

点”是不同的，即认为两门课程不属于同一知识领域，可能在

同一个关键词上有不同的含义。考虑到数据库中存在大量的

交叉学科课程，本文在上述歧义检测的基础上进行人工确认，

从而确保消歧过程的准确性。

3 成绩预测方法

基于已构建的课程知识图谱，分别采用基于邻节点的方

法和基于知识图谱表示学习的方法从知识图谱中挖掘课程相

似度，该相似度揭露了课程在知识领域的关系。在缺乏历史

数据的场景下，课程在知识层面的关联为CF框架提供了相似

度的计算途径；知识相似度与基于历史纪录的相似度之间互

为补充，使得预测结果更接近真实数据。

3. 1 算法框架

算法首先生成课程相似度矩阵，再选取 k个与目标课程

相似度最大的课程作为相似课程。学生在相似课程上分数的

加权平均值即为学生在目标课程获得的分数。当预测学生 s
在课程 c上所取得的成绩时，根据课程知识图谱计算 c和 s上
过的历史课程 [ c1，c2，…，ci ]的知识相似度。基于知识相似度

筛选出相似度高的 k个课程。s在这 k门课程上所得成绩的加

权平均即为目标课程 c的成绩估计 est1，计算加权平均值时以

知识相似度为权重。本文也使用基于历史记录的传统CF生
成估计值 est2。对这两种预测模型作线性集成，得到最终预

测ScoreEst。图3给出了算法流程。

3. 2 相似度计算

3. 2. 1 基于邻节点的相似度计算

基于邻节点的相似度计算方法将知识图谱看作由节点和

边构成的网络，用课程对应节点之间的亲密度衡量课程相似

度。本节采用了多种基于邻节点的节点亲密度算法来计算课

程间的知识相似度，并按照3. 1节所述与CF框架融合。

图1 课程知识图谱的结构

Fig. 1 Structure of course knowledge graph

图2 知识图谱示例

Fig. 2 Sample of knowledge graph

图3 预测算法流程

Fig. 3 Flowchart of prediction algorithm
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在基于邻节点的方法中，邻节点的数量对于确定一对节

点的相似性起着至关重要的作用。两个节点共享的邻节点越

多，关系就越亲密。本文使用了一些经过链路预测领域验证

的节点亲密度计算方法，包括Adamic Adar［19］、共享邻节点数

量（Common Neighbors）、Preferential Attachment［20］、Resource
Allocation［21］、同属社区（Same Community）和邻节点总数量

（Total Neighbors）。具体的计算公式如（2）~（6）所示。

对于Adamic Adar：
AAsim( x，y ) = ∑

u ∈ N ( x ) ∩ N ( y )
1 ln ||N (u )； （2）

其中：N (u )表示u的邻节点， ||N (u ) 表示N (u )的节点数量。

对于Common Neighbors：
CNsim( x，y ) = ||N ( x ) ∩ N ( y ) （3）
对于Preferential Attachment：
PAsim( x，y ) = ||N ( x ) × ||N ( y ) （4）
对于Resource Allocation：
RA sim( x，y ) = ∑

u ∈ N ( x ) ∩ N ( y )
1 ||N (u ) （5）

对于Total Neighbors：
TNsim( x，y ) = ||N ( x ) ∪ N ( y ) （6）
Same Community是通过确定两个节点是否属于同一社区

来决定两节点关系的一种方法。该算法将网络划分为不同的

社区，值为 0表示两个节点不在同一个社区中，值为 1表示同

属一个社区。本文定义课程知识图谱中同一个连通域内的点

属于同一个社区。

利用上述公式计算课程所对应节点的亲密度，并将其作

为课程之间的相似度应用于后续计算中。

3. 2. 2 基于图谱表示学习的相似度计算

知识图谱的表示学习是一种将知识图谱的实体和关系转

化为低维向量的方法。为了将实体和关系嵌入到低维向量空

间中，使用三元组的集合表示知识图谱。以本文为例，课程知

识图谱G可以看作三元组 ( sub，pred，obj )的集合，每个三元组

包含一个主体 sub ∈ Entity，一个谓词 pred ∈ Relation，以及一个

对象 obj ∈ Entity。Entity和Relation分别是所有实体和关系类

型的集合。例如，“课程”实体C以及“院系”实体D连接形成

一个三元组：(D，offer，C )。推断三元组中的一对节点在知识

图谱的语义上是相似的。有效的知识图谱表示形式应该能够

将图谱中存在的三元组（正三元组）和不存在的三元组（负三

元组）区分开，即正三元组中，实体所对应的嵌入向量相似，负

三元组中，实体所对应的嵌入向量差异大。本文采用了

TransE［22］和DistMult［23］对图谱进行低维嵌入。得到嵌入向量

之后，使用 Pearson距离来度量向量之间的相似度，从而得到

课程之间的相似矩阵。

TransE和Distmult使用评分函数 S ( t )对正三元组 t+和负

三元组 t-评分；再通过合适的损失函数尽可能地让负三元组

的得分显著低于正三元组。

本文中，TransE的评分函数采用L2范数：

STransE ( t ) = - esub + epred + eobj 2 （7）
其中，esub、epred、eobj分别表示 sub、pred、obj的嵌入向量。

DistMult模型采用三线性点积作为评分函数：

SDistMult ( t ) = esub + epred + eobj （8）
本文中采用了 pairwise损失函数和 negative log-likelihood

损失函数训练TransE和DistMult，计算公式如（9）和（10）。

Lpairwise (G，N ) = ∑
t+ ∈ G
∑
t- ∈ N

max (0，[ γ + S ( t- ) - S ( t+ ) ] ) （9）
LNLL (G，N ) = ∑

t ∈ G ∪ N
ln (1 + exp ( -I ( t ∈ G )S ( t ) ) ) （10）

其中：γ为边缘参数，表示正负三元组的区分度；G是正三元组

的集合，N是负三元组的集合，由替换正三元组的 sub或 obj而
生成；I ( )是指示函数，I ( t ∈ G )在 t ∈ G的时候取1，其余为0。

使用上述方法计算得到的 k维向量表示课程，并生成相

似度矩阵。

相对于基于邻节点的方法，基于知识图谱表示学习的方

法考虑了不同关系具有的不同意义。例如，来自同一“院系”

的课程比只有一个共同“知识点”的课程在知识层面上更相

似。但在以邻节点为核心的方法中，相似度只与共同邻节点

的数量相关。

4 实验与讨论

为验证学生知识基础和课程知识信息在学生成绩预测中

的有效性，本文进行了一系列对比实验来衡量提出的预测算

法在不同场景下的预测精度，实验场景包括冷启动问题、数据

稀疏场景和数据密集场景。

4. 1 实验设置

4. 1. 1 数据集

实验中采用的数据集是来自同济大学的 1 217 086条课

程成绩记录。数据集涉及 23 903名本科生和 5 378门课程，涵

盖了 2013年至 2017年所有在校本科生的课程记录。每一项

成绩记录描述了学生、课程以及相应的课程成绩（5分制）。

图 4描绘了课程数量关于选课人数的分布；图 5则是学生数量

关于选课数量的分布情况。

如图 4所示，大部分的课程选课人数在［10，500）区间。

仅有 11. 64%的课程选课人数少于 10人，即 11. 64%的课程会

出现数据稀疏或冷启动问题。使用传统CF对这部分课程进

行成绩预测的效果有限。

从图 5的数据可以得出，95. 14%的学生的选课数量在 10
到 100之间，数据表明大部分学生拥有足够的成绩记录来保

证预测的准确性。只有 0. 41%的学生选课门数少于 10门，这

些学生多是交流生或联合培养项目参与者，他们的成绩计算

方法及成绩记录仍保留在原学校，因此不属于本文研究的探

究范畴。

在实验过程中，按照 3∶1的比例将数据集划分为已知成

绩数据集和测试数据集。实验将记录每一种算法在已知部分

图4 课程数量关于选课人数的分布

Fig. 4 Distribution of number of courses corresponding to
number of students
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成绩数据的基础上预测成绩的误差。

4. 1. 2 课程知识图谱

本文构建的课程知识图谱组成如表1、2所示。

表2 关系类型及其数量

Tab. 2 Types and numbers of relationships
关系名称

院系-OFFER-课程

课程-COVER-知识点

课程-UTILIZE-教学模式

数量

5 378
58 939
336

关系名称

课程-TAKE-教材

课程-REFER-参考书

数量

2 581
2 063

课程知识图谱共有 69 297个三元组，选取其中的 2 000个
作为训练嵌入向量模型的测试集，并通过嵌入向量模型在测

试集上的表现评价生成的嵌入向量。

4. 1. 3 评价指标

实验采用均方根误差（Root Mean Square Error，RMSE）和

平均绝对误差（Mean Absolute Error，MAE）两个指标对预测结

果进行了评估，计算公式如式（11）、（12）。

RMSE (D test ) = 1
|D test|

∑
y ∈ D test

( y' - y )2 （11）

MAE (D test ) = 1
D test
∑
y ∈ D test

|| y' - y （12）
其中：D test表示测试集；y'和 y分别表示样本的预测结果和该

样本的实际得分。

本文使用平均互反排名（Mean Reciprocal Rank，MRR）和

Hit@10评价嵌入向量的准确性。对于测试集中的每个正三

元组，实验通过替换它的主体或对象来生成一系列的负三元

组。模型使用得分函数计算这些正负三元组的得分并按得分

降序排列三元组；其中正三元组在其生成的一系列负三元组

中排名为 rank ( s+，p，o+ )。Hit@10是指排在前10位的正三元组

的比例。MRR则按照式（13）计算。

MRR (G test ) = 1
|| G test
∑
i = 1

|Gtest| 1 rank ( s+，p，o+ ) （13）
其中G test表示测试三元组的集合。

MRR和Hit@10的数值越大，说明测试集中排名靠前的正

三元组数量越多，即嵌入向量对知识图谱的描述能力越强。

4. 1. 4 基准

实验采用三种常用成绩预测算法在数据集上的实验结果

作为基准。一是基于正态分布的成绩预测方法（Normal
Prediction），该方法将所有学生在某一门课程上获得的成绩视

为正态分布，通过随机取样获得待预测成绩；二是基于奇异值

分解（Singular Value Decomposition，SVD）的矩阵分解方法［32］。
三是基于项目的协同过滤（Item-Based CF）方法，该方法采用

Pearson距离来衡量课程之间的相似性，并选取学生在 40个相

似课程上的成绩加权平均值作为预测值。实验通过对比每种

预测方法得出的实验结果与三种基准算法中的最优结果，检

验知识图谱对预测算法的优化程度。

4. 2 基于邻节点的方法

实验融合了传统CF和基于邻节点的相似度，并从整个数

据集中选取了 3段具有代表性的数据来检验邻节点法的有效

性：1）选课人数少于 10人的课程；2）选课人数在［10，500）区

间的课程；3）选课人数大于 500人的课程。场景 1的课程选课

人数较少，冷启动问题和数据稀疏问题较严重；场景 2几乎不

存在冷启动问题，数据稀疏问题有所减轻；场景 3为数据密集

场景。表3记录了算法在数据稀疏性不同的场景下的性能。

从实验结果可得，在冷启动和数据稀疏的场景下，基于邻

节点的方法显著降低了预测误差。表 3中场景 1数据显示，在

数 据 稀 疏 场 景 下 ，Resource Allocation、Adamic Adar 和

Common Neighbor与结果最优的基准算法相比都在RMSE指

标上下降了超过 10%，在MAE指标上下降约 9%。此外，场景

2和场景 3的数据表明，知识图谱在选课人数较多的情况下仍

图5 学生人数关于选课门数的分布

Fig. 4 Distribution of number of students
correspongding to number of taken courses

表1 实体类型及其数量

Tab. 1 Types and numbers of entities
实体名称

课程

院系

教材

数量

5 378
601
2 187

实体名称

参考书

知识点

教学模式

数量

2 063
7 779

3

表3 基于邻节点的算法多场景下的性能

Tab. 3 Performance of neighbor-based algorithms in multiple scenarios
场景

序号

1

2

3

算法名称

Normal Prediction
MF
Item-Based CF
Same Community
Adamic Adar
Common Neighbor
Prefer Attachment
Resource Allocation
Total Neighbors
Normal Prediction
MF
Item-Based CF
Same Community
Adamic Adar
Common Neighbor
Prefer Attachment
Resource Allocation
Total Neighbors
Normal Prediction
MF
Item-Based CF
Same Community
Adamic Adar
Common Neighbor
Prefer Attachment
Resource Allocation
Total Neighbors

RMSE
1. 175 1
0. 889 8
0. 821 5
0. 779 5
0. 729 3
0. 729 0
0. 857 6
0. 729 8
0. 845 9
0. 978 2
0. 737 8
0. 688 4
0. 651 9
0. 626 6
0. 625 9
0. 730 0
0. 629 9
0. 720 5
0. 887 3
0. 681 8
0. 549 7
0. 584 2
0. 529 6
0. 531 6
0. 601 8
0. 593 5
0. 551 8

RMSE下

降率/%

5. 11
11. 22
11. 26
-4. 39
11. 16
-2. 97

5. 30
8. 98
9. 08

-6. 04
8. 50

-4. 66

-6. 28
3. 66
3. 29

-9. 48
-7. 97
-0. 38

MAE
0. 931 7
0. 678 8
0. 415 9
0. 397 9
0. 377 3
0. 377 3
0. 477 1
0. 378 1
0. 470 2
0. 821 8
0. 400 2
0. 351 5
0. 333 1
0. 318 6
0. 318 3
0. 397 7
0. 321 4
0. 392 6
0. 790 6
0. 417 6
0. 341 2
0. 384 3
0. 331 4
0. 332 1
0. 367 6
0. 360 6
0. 339 6

MAE下

降率/%

4. 33
9. 28
9. 28

-14. 72
9. 09

-13. 06

5. 23
9. 36
9. 45

-13. 14
8. 56

-11. 69

-12. 63
2. 87
2. 67

-7. 74
-5. 69
0. 47
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对预测结果有改善。对于选课人数在［10，500）区间的课程，

与 Item-based CF方法相比，基于邻节点的方法使 RMSE和

MAE分别下降了 9%；对于选课人数大于 500人的课程，性能

最优的算法Adamic Adar与 Item-Based CF方法相比，其RMSE
下降了 3. 66%，MAE下降了 2. 87%。综合表 3的数据，可以发

现传统CF的性能随着历史数据的丰富而逐渐变好，而知识图

谱的作用随着数据稀疏程度的减弱而减弱。

4. 3 基于图谱表示学习的方法

本节在传统 CF中融合通过 TransE和 DistMult计算的相

似度。实验首先利用课程知识图谱生成嵌入向量，并用MRR
和Hit@10对嵌入向量进行评价。经过训练和验证，设置嵌入

向量的维度为 200；本文使用 Pairwise损失函数训练 TransE，
使用 negative log-likelihood损失函数训练DistMult。表 4给出

了两种嵌入向量的详细评价。

利用 Pearson距离计算嵌入向量的相似性。为了验证基

于知识图谱表示学习的方法的有效性，从整个数据集中选取

与4. 2节同样的三段数据进行实验，结果如表5所示。

表 5说明了基于图谱表示学习的方法对传统 CF的预测

结果有显著的改善。场景 1）数据显示在数据稀疏场景中，性

能最优的算法与 Item-Based CF相比在RMSE和MAE指标上

分别下降了 17. 55%和 11. 40%。随着数据的丰富，基于图谱

表示学习的方法相比于传统CF依然有优势，且在各个场景下

的预测性能都优于基于邻节点的方法。比较 TransE和

DistMult，尽管 DistMult在描述知识图谱（包括 MRR和 Hit@
10）方面的性能优于TransE，但TransE在上述几种情况下的表

现都优于DistMult。
4. 4 结果分析

本文研究结果表明，知识图谱可以帮助传统CF实现更准

确的学生成绩预测。在冷启动和稀疏数据的情况下，基于邻

节点的方法和基于图谱表示学习的方法均使 RMSE和MAE
显 著 下 降 。 实 验 结 果 显 示 ，使 用 Adamic Adar、Common
Neighbors、 Resource Allocation、 Same Community、 Total
Neighbors、TransE和 DistMult等算法计算的知识相似性有助

于预测结果的改善。这种改善可以归因于知识图谱提供的语

义信息。传统CF往往通过历史数据评估相似度，不同课程之

间对学生能力要求的共性和学科之间思维模式的相通性确保

了传统CF能够有效地刻画课程间的联系，从而取得不错的预

测效果。但在历史记录缺乏的场景下，小数据量不足以支持

CF准确地刻画课程间的关系。而利用课程知识信息构建的

知识图谱可以作为相似度计算的另一种途径；知识图谱更偏

重于从教学内容挖掘课程之间的关系，它刻画了不同课程在

知识领域上的交集；从学生的先验知识和课程的教学内容出

发，提供预测结果。

实验结果还表明，随着数据稀疏程度的减弱，知识图谱对

预测精度的改善逐渐减弱。对此可能的解释是信息的冗余。

以往的文献都证明了CF在历史评分数据充足的场景下可以

有效发掘课程之间的关联，这种关联既包括学科之间逻辑思

维层面的相通性，又涵盖了知识层面的共同性。在历史数据

不足的情况下，知识图谱提供的信息揭露了课程在知识层面

的交叉，从而有助于表示课程关系，帮助CF框架更好地预测

成绩。在密集数据情况下，知识图谱所包含的信息和历史数

据本身发生冗余；因此，在历史数据密集的场景下，知识图谱

对预测性能的提升有限。

5 结语

本文研究通过结合关键字提取算法和消歧方法构建了一

个课程知识图谱模型；并从图谱结构和语义信息两个角度出

发，分别使用基于邻节点的方法和基于图谱表示学习的方法

发掘了课程在知识层面的关系；本文随后对其在学生成绩预

测中的应用进行了探讨。实验结果表明，知识图谱可以从知

识领域的层面有效计算课程相关度；对传统CF在历史记录基

础上得出的课程关联作了信息补充，对课程关联作了更加完

善的刻画，从而得到了比传统CF更好的预测性能。

本文探索了知识图谱在学生成绩预测中的应用，并验证

了其可行性和有效性。与传统的成绩预测研究相比，本文提

出的方法融合了学生的知识基础和课程的教学内容，为后续

解读预测结果提供了更多角度。

然而在本文研究中，知识图谱的结构不够细化，限制了语

义信息进一步的挖掘。例如，本文提出的“知识点”实体可以

分为几个子类型，如技能、概念、公式和理论。更详细的知识

图谱将会暴露更多的语义信息。后续将对知识图谱的结构作

进一步的优化。此外，本文研究只是将知识图谱与CF框架进

行了简单的整合，未来的研究可以考虑将知识图谱应用于更

多的推荐算法框架，进一步优化预测性能。
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