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摘要 本文考虑具有正态误差假设下混合回归模型的参数估计问题. 由于似然函数的无界性, 混合回

归模型普通的最大似然估计不存在. 本文提出一种惩罚最大似然方法来估计混合回归模型的参数, 证

明惩罚最大似然估计量 (penalized maximum likelihood estimation, PMLE) 具有强相合和渐近正态性.

通过深入模拟研究, 从估计精确性角度看, 惩罚最大似然估计量有很好的表现. 本文还给出一个音调

感知的例子来说明理论结果的应用.
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1 引言

由于混合回归方法非常适合于数据异质性问题的建模, 使得它在生物学、经济学和金融数据分析

等领域有重要的应用. 在过去的二十多年, 无论是业界还是理论界, 对混合回归模型的理论和应用研

究产生了众多的研究成果, 一本非常好的混合回归模型综述性分析专著可参见文献 [1]. 在本文研究

中, 我们专注于 K 个成分的混合回归模型, 其定义如下:

yi = α1 + xT
i β1 + ε1i, 以概率 π1,

yi = α2 + xT
i β2 + ε2i, 以概率 π2,

...

yi = αK + xT
i βK + εKi, 以概率 πK ,

(1.1)
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其中 xi ∈ Rp (i = 1, 2, . . . , n) 是 p 维的独立随机向量, 具有共同的分布 Fx, 其中记号 T 代表矩阵或向

量的转置; αk ∈ R (k = 1, 2, . . . ,K) 表示 K 个成分的回归截距项; βk ∈ Rp (k = 1, 2, . . . ,K) 表示 K 个

成分的回归参数; πk (k = 1, 2, . . . ,K) 为 K 个成分的比例参数, 其满足 πk > 0, 且有
∑K

k=1 πk = 1. 另

外, 这里假设 K 个成分的误差项满足 εki ∼ N(0, σ2
k) (k = 1, 2, . . . ,K). 在本文中, 我们还假设 K 是先

验已知的常数, 对于模型 (1.1), 感兴趣的未知参数为

θ = (π1, α1, β
T
1 , σ

2
1 , . . . , πK , αK , βT

K , σ2
K).

相应的模型真实参数可记为 θ0 = (π10, α10, β
T
10, σ

2
10, . . . , πK0, αK0, β

T
K0, σ

2
K0). 协变量 xi 的共同分布记

为 Fx, 通常它也是未知的, 但在很多情形下, 我们并不关注协变量分布推断的问题, 故这里把它当作

多余参数来看待.

混合回归模型被认为具有结合回归模型和有限混合模型特征的优点, 具体可参见 McLachaln 和

Peel [2] 对该模型的详细说明. 一方面, 在混合回归模型下, 观测数据被认为来自于 K 个潜伏族, 因而,

它也被看成是一种特殊的潜伏族模型. 另一方面, 对于在给定相同潜伏族下的数据, 相依变量 y 和协

变量 x的关系可在共同的回归模型框架下来研究. Wedel和 Desarbo [3] 推广了混合线性回归到混合广

义线性回归模型. 为了陈述的简单性, 本文只考虑简单的混合线性回归模型.

一个基本的统计推断问题是,寻找好的方法来估计混合回归模型的参数,在过去几十年里,人们提

出了很多估计方法. 例如, Quandt 和 Ramsey [4] 引入了矩母函数 (moment generating function, MGF)

估计量, 并指出 MGF 优于传统的矩法 (moment method, MM) 估计. Schmidt [5] 给出了一改进版的

MGF方法. Xu [6] 提出用一连续经验特征函数 (continuous empirical characteristic function, CECF)方

法拟合混合回归模型. 本质上说, 这些方法都可视为矩法的推广或变形.

在正则模型下,最大似然估计 (maximum likelihood estimation, MLE)是渐近有效的且可通过 EM

算法 (expectation-maximization algorithm)容易完成数值的计算 (参见文献 [7]). 特别地, Lindsay [8] 认

为 MLE是当前混合模型参数估计问题中最常用的一种方法. 然而,在混合回归模型 (1.1)下的最大似

然估计在自然参数空间中是无界函数, 因而, 它不是具有良定义的估计量. 理论上, 最大似然估计是不

存在的. 这是因为当某一成分的方差参数 σ2
j 趋于 0时, 似然函数趋于无穷, 似然函数无界的说明具体

可参见文献 [9]. 在实践中, 似然函数这种退化或奇异问题, 也即当 σk = 0 时, 在成分数较大的混合回

归模型中经常会发生.

为了克服似然函数无界的问题, 人们通常对似然函数的参数空间做一些约束. 例如, Hartely 和

Mallela [10]、Kiefer [11]、Desarbo 和 Cron [12] 都给出了约束最大似然的方法, 通过使约束参数空间为

紧集, 使得似然函数在约束参数空间中有界. 具体地, 他们假设 σ2
k > c > 0, k = 1, 2, . . . ,K, 其中 c

为很小的正常数, 证明了在真实参数属于约束参数空间下, 约束最大似然估计量是相合、渐近正态和

有效的. 受到 Hathaway [13] 的启发, Phillips [14] 通过设定两个成分方差比下界的方法, 提出一非紧参

数空间的约束, 具体方差比约束可表示为 mink,j
σk

σj
> c > 0, 其中 c 为任一很小的正常数. 这种约

束保证了全局最大似然估计量的存在. 值得注意的是, 当常数 c = 1 时, 这等价于各成分的方差满足

σ2
1 = σ2

2 = · · · = σ2
K .

不同常数 c 大小的选择可能会影响约束最大似然估计相合性的结果. Yao [15] 为此提出了一种剖

面似然的方法, 在不同方差正态混合分布下, 考虑似然函数无界问题的剖面似然方法, 通过寻找多维

参数似然函数最大值,利用剖面似然的原理,转化为求一维参数的最大值问题,然后结合图形搜索似然

函数最大值的方法, 完成剖面似然估计的问题. Chen 等 [16] 通过精确估计极端观测点影响似然值的大

小, 对方差参数进行适当的惩罚, 提出了一种惩罚似然估计的方法解决最大似然估计量在自然参数空
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间中不存在的问题.

在本文中,我们推广 Chen等 [16] 在正态混合分布下 PMLE大样本的结果到一般的混合回归模型,

提出一种惩罚最大似然方法估计具有随机协变量和正态误差的混合回归模型的参数. 本文的主要贡献

是, 建立了在模型 (1.1) 下 PMLE 的强相合、渐近正态和有效性的结果. 进一步, 我们还通过深入的模

拟研究, 探讨了样本量、成分数、混合比例、方差大小、协变量的维度和惩罚项等因子对 PMLE 估计

效果影响的大小.

余下内容结构如下. 第 2 节给出主要理论的结果. 一种修正的关于 PMLE 的 EM 算法和一些模

拟及一个实际的例子放在第 3 节. 第 4 节总结全文的研究, 讨论了将来可能研究的问题. 所有的证明

都放在附录 A 中.

2 主要结果

由模型 (1.1) 生成的随机样本数据是独立的, 且满足如下的联合分布 F (y | x,θ)× Fx(x), 其中

dF (y | x,θ)
dy

= f(y | x,θ) =
K∑

k=1

πk
1

σk
ϕ

(
y − αk − xTβk

σk

)
, (2.1)

其中 ϕ(x) 表示标准正态的密度函数. 这里考虑的是具有随机的回归设计阵, 且 xi 的抽样分布为 Fx.

我们表示参数 θ 的空间为

Θ =

{
θ : θ = (π1, α1, β

T
1 , σ

2
1 , . . . , πK , αK , βT

K , σ2
K , ) ∈ RK(p+3),

πk > 0,
∑
k

πk = 1, σk > 0, k = 1, 2, . . . ,K

}
.

容易看出,如果我们重新对混合回归模型的各成分参数排序,虽参数 θ形式改变,但密度函数公式 (2.1)

仍然保持不变.因此, 如果两个参数集 θ 与 θ∗ 之间的差异可通过置换成分参数的位置来消除,则认为

两个参数集是相同的. 由于我们可以对 K 个成分以一定字典序的方式排序, 这样可以保证混合回归

模型参数的唯一表示, 因而可避免模型参数不可识别的问题.例如, 我们可以按照成分比例参数、方差

参数和回归参数的次序排序以达到模型参数可识别的目的.

模型参数可识别是做任何有意义统计推断的前提.为了保证模型 (1.1)参数可识别,我们还需要对

随机协变量 xi 做一些假设. 先定义一个 p− 1 维的超平面, 设 γ ∈ Rp \ {0}, 记

H(γ) = {x ∈ Rp : xTγ = 0},

令 Hp−1 表示 p− 1 维超平面张成的空间:

Hp−1 = {H(γ) : γ ∈ Rp \ {0}}.

如下对 Fx 的假设保证了模型 (1.1) 参数的可识别性:

(C1) 协变量的分布 Fx 满足 Fx(H) = 0, ∀H ∈ Hp−1.

注 2.1 按照 Hennig [17] 的研究, 只有协变量的样本点 {xi, i = 1, 2, . . . , n} 分布在空间 Hp−1 中

至少 K + 1 个超平面上, 具有固定设计阵的混合回归模型才是可识别的. 然而, 本文考虑的是随机设

计阵的情形. 注意到条件 (C1)是对随机协变量 xi 分布 Fx 的约束要求,而非观测数据的设计阵 Xn×p.
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在 (C1) 条件下, 设计阵中样本点分布在小于 K + 1 个超平面上的概率为 0. 另一方面, 如果存在某

一个 p − 1 维超平面 H, 使得 Fx(H) > 0, 则以正的概率我们可以确定设计阵中样本点落在个数小于

K+1的超平面上,因而,在非零概率下,混合回归模型的参数是不可识别的. 条件 (C1)是一个较弱的

假设. 显然,关于任一 σ-有限测度下的绝对连续分布族满足条件 (C1). 在设计阵不同情形下,文献 [17]

对有限混合回归模型的参数可识别性问题做了深入的研究.

除了条件 (C1), 为了得到模型 (1.1) 参数估计相合性的结果, 我们还需要如下的假设:

(C2) 随机协变量 xi 独立于误差项 εkt, k = 1, 2, . . . ,K, 同时满足 0 < EX
0 ∥x1∥2 < ∞, 记号 EX

0 表

示在真实分布 Fx 下的期望.

(C3) 真实的参数 θ0 是参数空间 Θ 中的一个内点.

假设 (C2)和 (C3)是标准回归模型分析的通常条件 (参见文献 [18]). 在固定协变量情形,如果记 X 为

设计阵, 条件 0 < EX
0 ∥x1∥2 < ∞ 意味着当 n → ∞ 时, n−1XTX 收敛于一个正定的矩阵.

基于上面的假设, 在给定样本 {(yi, xT
i )}ni=1 下, 模型 (1.1) 下的对数似然函数为

ℓn(θ, Fx) =

n∑
i=1

log f(yi | xi,θ) +

n∑
i=1

log dFx(xi).

对数似然函数被分成两部分: 第一部分仅包含参数 θ;第二部分仅包含协变量分布 Fx. 为了估计 θ,我

们只需要考虑第一部分对数似然函数, 其定义为

ℓn(θ) =

n∑
i=1

log fi(yi | xi,θ)

=

n∑
i=1

log

{ K∑
k=1

πk√
2πσk

exp

(
− (yi − αk − xT

i βk)
2

2σ2
k

)}
.

通过适当给定 (α1, β1) 的值, 容易发现当 y1 − α1 − xT
1 β1 = 0 成立时, 再进一步, 如果设 σ1 → 0,

则有 ℓn(θ) → ∞. 这说明在参数空间 Θ 下, 参数 θ 的全局最大似然估计量不存在. 为了解决这个问

题, 我们提出加一惩罚函数 pn(θ) 到 ℓn(θ), 使得惩罚对数似然函数 pln(θ) = ℓn(θ) + pn(θ) 在 Θ 上有

界. 惩罚最大似然估计量 (PMLE) 定义为

θ̂n = argmax
θ∈Θ

pln(θ).

为了保证惩罚对数似然函数的有界性和较好的统计性质, 我们需要惩罚函数 pn(θ) 满足如下条件:

(A1) pn(θ) =
∑K

k=1p̃n(σk);

(A2) supσ>0 max{0, p̃n(σ)} = o(n);

(A3) 对任意的 σ ∈ (0, 1/
√
n], 有

p̃n(σ) 6 (2M0 + 1)
√
n logn log σ, 对足够大的 n 成立,

其中 M0 =
∑K

k=1
πk0√
2πσk0

;

(A4) p̃′n(σ) =
dp̃n(σ)

dσ = o(n1/2) 对任一固定的 σ > 0 成立.

上述惩罚函数条件的思想来自于 Chen 等 [16]. 条件 (A1) 要求惩罚函数仅依赖于方差参数并具有可

加性. 可加性的要求并不一定保证 PMLE 有较好的大样本性质, 但它能极大方便 PMLE 的计算. 条

件 (A2)隐含惩罚项对似然函数不能起主导的影响,这个要求对于 PMLE保留似然估计好的统计性质
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是非常重要的. 关键 (A3) 惩罚项的条件保证了惩罚对数似然函数的有界性. 最后的条件 (A4) 虽然对

PMLE 相合性成立并非必要, 但它可以避免 PMLE 渐近效率的损失.

对惩罚项 pn(θ) 的上述 4 个条件要求并不严厉, 相反地, 我们可以很方便地构造满足这些条件的

惩罚函数. 例如, 下面的惩罚函数:

pn(θ) = −cn

K∑
k=1

(Skσ
−2
k + log σ2

k), (2.2)

如果 cn = O(1), 则满足条件 (A1)–(A3), 且假设 cn = o(
√
n), 则满足条件 (A1)–(A4), 我们应用该惩罚

函数在后面的模拟研究中, 其中项 Sk = O(1) a.s. (k = 1, 2, . . . ,K) 的引入是为了保证 PMLE 在观测

数据线性变换下保持不变, 通常只要满足
√
Sk 是观测数据下的线性估计. 在应用上, 数据线性变换下

估计量的不变性是理想的统计性质. 在我们模拟研究中, 一般假设 Sk 为某成分方差参数的估计. 例

如, 我们采用 K 均值聚类分析的方法 [19], 先把样本分成 K 个子样本, 然后在第 k 个子样本中, 用 yi

对 xi 做回归, 记 Sk 为残差方差估计. 因为 Sk = O(1), a.s., 故惩罚项公式 (2.2) 仍然满足 (A1)–(A3).

注 2.2 从 Bayes 角度看, 惩罚函数公式 (2.2) 可视为方差参数 σ2
k (k = 1, 2, . . . ,K) 来自于逆

Gamma 先验分布, Sk (k = 1, 2, . . . ,K) 为相应先验分布的众数. 虽然其他的惩罚函数也可用来保证

PMLE 的相合、渐近正态和有效性, 但是惩罚函数公式 (2.2) 还有一计算上的优点, 在 EM 算法中的

最大化 M 步时, 可得到统一的解析解, 这是因为逆 Gamma 是正态方差参数的共轭先验分布.

我们知道参数可识别性是相合估计量存在的必要条件. 对于模型 (1.1), 参数可识别性问题的分析

由 Hennig [17] 的如下引理给出.

引理 2.1 在假设条件 (C1) 和 (C2) 下, 如果 F (x, y | θ, Fx) = F (x, y | θ̃, Fx), 则 θ = θ̃. 其中记

号 “ = ” 表示 Θ 上的等价关系, 即通过成分参数的置换后, θ 等于 θ̃.

注 2.3 对一般混合分布参数由于成分置换引起识别性问题的讨论, 可参见文献 [20–22]. 在下

文, 假设以某种字典序的方式应用到参数空间 Θ, 这样真实的参数表示为一个点, 而非一个等价类.

我们关于 PMLE θ̂n 的主要理论结果总结为如下的两个定理.

定理 2.1 在条件 (C1)–(C3) 和 (A1)–(A3) 下, 假设估计量 θ̃n 满足

pℓn(θ̃n)− pℓn(θ0) > c, ∀n,

其中 c 为任意常数, 则 P(limn→∞θ̃n = θ0) = 1.

定理 2.1 隐含了 PMLE θ̂n 是强相合于 θ0, 因为我们有 pℓn(θ̂n)− pℓn(θ0) > 0, ∀n.
为了文章结构精简的考虑, 这里只阐述证明的基本思想, 定理证明的细节部分放在附录 A. 我们

证明的关键想法如下:

(1) 当某一成分的方差参数趋于 0 时, 表明数据存在聚集于某一超平面的现象, 从而使似然函数

趋于无穷;

(2) 如果聚集于某一超平面上数据的个数能被估计, 则这些数据对似然函数总的贡献也能被估计;

(3) 我们可以进一步估计这些数据对似然函数总贡献的上界;

(4) 基于估计的上界, 当在某成分方差参数很小时, 我们设计惩罚函数超过似然函数总贡献的上

界, 从而使 PMLE 保持有界;

(5) 此时, 我们只需关注在参数空间中, 所有成分方差参数都不会趋于 0 的部分, 最后, 应用 Wald

方法 [23], 我们可以证明 PMLE 的强相合性.

1163



徐建军等: 一种惩罚最大似然方法估计混合回归模型

更具体他, 证明中的关键步骤是要说明 θ̃n 的成分方差参数以概率 1 远离 0 点. 为了达到这个目

的, 我们只要说明, 当 θ̃n 中某成分方差趋于 0 时,

pℓn(θ̃n)− pℓn(θ0) → −∞

以概率 1 成立. 为了说明这一点, 我们要得到当 θ̃n 中某成分方差参数接近于 0 时, ℓn(θ̃n) 的一上界

估计值. 可以证明这个上界依赖于观测数据 (yi, x
T
i ) 聚集于任一给定超平面附近的个数, 等价地, 我们

要估计

sup
(α,βT)∈Rp+1

#{i : |yi − α− xT
i β| 6 |σ log σ|},

其中, 记号 # 表示对应集合元素的个数. 这是因为当某成分方差参数趋于 0 时, 只有上述这些观测会

显著增加对数似然函数的值,并且任何单个数据的对数似然贡献值都不超过 log 1
σ . 我们可以得到所有

这些数据对对数似然总贡献值的一个上界估计,然后通过惩罚项来抵消这些数据增加对数似然值的效

应, 通过计算对数似然和惩罚项的差知 pℓn(θ̃n)− pℓn(θ0) → −∞, a.s. 一旦我们知道 θ̃n 的方差参数以

概率 1 远离 0, 按照 Wald [23] 的方法, 就容易完成 θ̃n 相合性的证明.

定理 2.2 在定理 2.1和 (A4)条件下,进一步假设在成分置换约束下参数有唯一的表示,且在 Θ

中是可识别的, 我们有
√
n(θ̂n − θ0)

D→ N(0, I−1(θ0)),

其中

I(θ0) = EX
0

{
E
Y |X
0

[
∂ log f(y1 | x1,θ0)

∂θ

] [
∂ log f(y1 | x1,θ0)

∂θT

]}
表示 Fisher 信息阵, 符号 D 表示依分布收敛, 算子 E

Y |X
0 代表在条件密度函数 f(y | x,θ0) 下的条件

期望符号, 并且 EX
0 是真实分布 Fx 下的期望.

定理 2.2 的证明是直接的, 在 θ̂n 相合性的基础上, 可应用标准 Kiefer [11] 的方法, 我们把定理 2.2

证明的细节放在附录 A 的最后.

3 模拟和应用

3.1 EM 算法

首先讨论 PMLE 的计算问题. 由于编码简单和在非常一般条件下收敛到局部极大值的理论保证

(参见文献 [24]),因此,在有限混合模型数值计算问题中, EM已成为人们经常使用的一种算法选择.另

外, EM 算法也很容易被修改应用到惩罚似然函数的计算问题中, Green [25] 保证了每次 EM 迭代中,

惩罚似然函数值的增加.

在本文模拟研究中, 我们选择惩罚函数满足 (2.2) 的形式, 即

pn(θ) = −cn

K∑
j=1

(Sjσ
−2
j + log σ2

j ),

这里样本先通过 K 均值聚类后, 对于第 k (k = 1, 2, . . . ,K) 个子样本, 用 yi 对 xi 做回归后, 记 Sk 为

相应的残差方差估计. 为了评估 cn 对 PMLE 表现的影响效果, 在模拟中, 我们使用三种不同的 cn 值

做试验, 分别为 cn = 1, 1/
√
n, 1/n.
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为了构造 EM 算法, 对于每个观测样本 {(y1, xT
1 ), (y2, x

T
2 ), . . . , (yn, x

T
n )}, 我们假设存在对应的潜

变量 zi, i ∈ 1, . . . , n, 其中 zi = k (k = 1, 2, . . . ,K) 代表第 i 个数据来自于第 k 个成分的回归模型. 因

此, 完全数据的对数似然函数加上惩罚项具有如下表示:

pℓcn(θ) =
n∑

i=1

K∑
k=1

I{zi = k} ×
{
log πk − log σk − (yi − αk − xT

i βk)
2

2σ2
k

}
+ pn(θ).

设定初始值为 θ(0), EM 算法在 E 步和 M 步之间来回迭代. 在 E 步, 给定当前的参数值, 设为

θ(m) = (π
(m)
1 , α

(m)
1 , β

T (m)
1 , σ

2(m)
1 , . . . , π

(m)
K , α

(m)
K , β

T (m)
K , σ

2(m)
K ),

在条件 {(yi, xT
i )}ni=1 和 θ(m) 下, 首先计算完全数据下惩罚对数似然函数的期望值, 记为

π
(m+1)
ik = E{I{zi = k} | (yi, xT

i ),θ
(m)} =

π
(m)
k

1

σ
(m)
k

ϕ(
yi−α

(m)
k −xT

i β
(m)
k

σ
(m)
k

)∑K
j=1π

(m)
j

1

σ
(m)
j

ϕ(
yi−α

(m)
j −xT

i β
(m)
j

σ
(m)
j

)

,

对于 i = 1, . . . , n, k = 1, 2, . . . ,K. 我们有

Q(θ;θ(m)) = E{ℓcn(θ) + pn(θ) | {xi, yi}ni=1,θ
(m)}

=
K∑

k=1

(log πk)
n∑

i=1

π
(m+1)
ik − 1

2

K∑
k=1

(log σ2
k)

n∑
i=1

π
(m+1)
ik

− 1

2

K∑
k=1

σ−2
k

n∑
i=1

π
(m+1)
ik (yi − αk − xT

i βk)
2 + pn(θ).

在 M 步, 计算函数 Q(θ;θ(m)) 关于 θ 的极大化点. 容易证明, 按照 (2.2) 定义的惩罚函数, θ(m+1)

极大化点应该具有下列形式:

π
(m+1)
k =

1

n

∑n

i=1
π
(m+1)
ik ,

(α
(m+1)
k , β

T(m+1)
k ) =

( n∑
i=1

π
(m+1)
ik x̃ix̃

T
i

)−1 n∑
i=1

π
(m+1)
ik x̃T

i yi,

σ
2(m+1)
k =

∑n
i=1 π

(m+1)
ik (yi − α

(m+1)
k − xT

i β
(m+1)
k )2 + 2Skcn∑n

i=1 π
(m+1)
ik + 2cn

,

其中 x̃i = (1, xT
i )

T. EM 计算达到被估参数满足一定收敛标准时停止. 在我们模拟研究中, 我们停止

EM 计算的标准是 ∥θ(m+1) − θ(m)∥∞ 6 10−6, 其中 ∥θ∥∞ 表示向量 θ 最大绝对值范数.

3.2 模拟结果

为了评估应用惩罚最大似然方法估计混合回归模型参数的有限样本表现, 以及评估一些因子, 如

样本量、成分数、混合比例、方差大小、协变量的维度和惩罚项等对估计效果影响的大小, 我们设计

的模拟研究见表 1.

从表 1 中知, 我们考虑具有成分数 K = 2, 3 的混合线性回归模型; 混合比例设置为相同和不相同

两种情形; 有大、中和小三种成分方差; 协变量的维数为 p = 1, 2, 3; 惩罚函数公式 (2.2) 中的 cn = 0,
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表 1 模拟研究的设计

K 2, 3

πk 1/K + (k − (K + 1)/2)× b, b = 0, 0.1

σ2
k a× (0.5, 1.0, 2.0), a = 1, 0.5, 0.25

p 1, 2, 3

cn 0, 1/n, 1/
√
n, 1

n 100, 200, 400

1/n, 1/
√
n, 1. 这样总数上有 2× 2× 3× 3× 4 = 144 种模型构造. 对于每一种构造, 我们考虑在三种样

本大小 n = 100、n = 200 和 n = 400 下, 分别评估 PMLE 的表现. 在下面分析中, 我们记不同惩罚项

分别为 P0 (cn = 0)、P1 (cn = 1/n)、P2 (cn = 1/
√
n) 和 P3 (cn = 1). 注意到 P0 对应于修正的 MLE

(删除退化根后的最大似然估计值). 对每种模型构造下回归系数 θk = (αk, β
T
k )

T 的设置可参见表 2.

给定一模型构造下的情形, 如 (K, (πk, σ
2
k, θk, k = 1, 2, . . . ,K)), 我们通过如下的方式产生 n 个

随机样本. 首先产生 p 维均值为 0, 协方差阵为 Σ = (σsl) 的多元正态样本 (ηi1, . . . , ηip)
n
i=1, 其中

σsl = ρ|s−l|, 这里 s, l = 1, 2, . . . , p, ρ = 0.1. 其次, 令 xij = 2(Ψ(ηij) − 0.5), 其中 Ψ 为标准正态概率分

布函数, 因而, xij 为 [−1, 1] 上的均匀分布. 注意到, 如果 p > 1, 各变量 xi1, . . . , xip 是相关的, 协变量

的相关性符合很多实际数据的情况. 最后, 我们通过随机抽样分布 Pr(Ci = k) = πk0 产生每一观测的

潜变量, 且在潜变量给定状态下, 产生 ϵi | (Ci = k) ∼ N(0, σ2
k0) (k = 1, 2, . . . ,K) 分布下的随机数. 被

解释变量按照模型 (1.1) 容易得到.

通常惩罚对数似然函数具有多峰形态,尝试运行多个不同的初值寻找惩罚对数似然函数最大值点

是必要的. 在我们的模拟研究和实际数据分析中,应用 EM算法时,我们使用 10个随机产生的初值.为

了产生这 10 个初值, 首先应用 K 均值聚类法对 n 个观测样本 {(yi, xT
i )}ni=1 分成 K 类. 然后, 对每个

类中的数据,用 yi 对 xi 做回归,这样我们得到了每类中的回归系数 θ̃k0 和残差方差 σ̃2
k0. 注意到 θ̃k0 是

p+1 维的向量, 有一个截距项和 p 个斜率. 最后, 固定第 k 个成分的方差参数为 σ̃2
k0 (k = 1, 2, . . . ,K),

设定第 k 个成分的混合比例为相应第 k 类数据的个数与样本容量 n 的比值, 10 个初值通过随机产生

N(θ̃k0, (σ̃
2
k0/4)Ip+1) 分布下第 k 个成分的回归系数得到, 其中 Ip+1 是 p+ 1 维的单位阵.

从这 10 个初值的任意一个开始, 经过多次迭代后, 按照某种停止规则, EM 算法会停止于参数空

间中的一个点. 在模拟中,我们设定停止的标准是满足 ∥θ(m+1)−θ(m)∥∞ 6 10−6,或者迭代的次数超过

1,000 次. 另外, 如果对任意的 1 6 j 6 K, 满足 (i) σ2
j < 1× 10−16, 或者 (ii)

∑n
i=1I(πij > 1× 10−16) 6

p+ 1, 其中 I(·) 表示示性函数, 则称 EM 算法停止于一奇异点. 每次我们都记录 EM 算法收敛到奇异

表 2 回归系数的设置

K

2 3

p = 1 θ1 = (−3.0, 1.0)T θ3 = (1.0,−1.0)T

θ2 = (−1.0, 0.5)T

p = 2 θ1 = (−3.0, 1.0, 1.0)T θ3 = (1.0,−1.0,−0.5)T

θ2 = (−1.0, 0.5, 0.5)T

p = 3 θ1 = (−3.0, 1.0, 1.0, 1.0)T θ3 = (1.0,−1.0,−0.5, 0.5)T

θ2 = (−1.0, 0.5, 0.5, 0.5)T
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点的次数. 最后, 对任一模拟的数据集, 去除奇异估计值后, 通过比较 10 次的最大似然值或最大惩罚

似然值, 我们得到修正的 MLE 和 PMLE. 每种情况, 我们都重复 500 次, 并保存估计和相关的信息.

为了评估这些估计量 P0、P1、P2和 P3的精确性,我们计算在不同模型构造下估计量的偏差、标

准差和均方误差根. 为了更好地看出不同情形下估计量偏差、标准差和均方误差根的变化, 以及避免

展示过多的表格, 我们只给出了两成分时不同模型构造下偏差、标准差和均方误差根, 见图 1–4, 三成

分不同模型构造下也有相应类似的结果. 这些模型构造主要依赖于方差 (大, 中, 小)、混合比例 (相同,

不相同) 和协变量 x 的维度 (p = 1, 2, 3), 一共有 18 个两成分和 18 个三成分模型, 模型构造的方式见

表 3. 不管对两成分还是三成分模型, 我们在图中只给出共同参数偏差、标准差和均方误差根的变化,

这些共同参数分别为每个成分下的截距、x1 对应的斜率、成分方差和混合比例.

从图 1上观察,我们可以看到随着样本量的增加,对所有惩罚项和模型构造下,偏差、标准差和均

方误差根都是下降的. 进一步, 我们发现方差尺度系数 a 对估计精度效应的影响是显著的, 对任一惩

罚项, a 值越大, 所有估计的偏差、标准差和均方误差根值都越大. 最后, 我们还发现惩罚项对估计的

偏差、标准差和均方误差根有显著影响, 明显地, P1、P2 和 P3 估计下的截距项相对于 P0 有更小的

偏差、标准差和均方误差根, 而从图 1 上看 P1、P2 和 P3 之间的这些差异则不明显.

对于其他参数估计,我们发现方差尺度系数 a和样本量 n对估计的偏差、标准差和均方误差根有

相同的影响效果, (见图 2–4). 然而,惩罚项对这些不同参数的估计精度会产生不同的影响.例如,在图 2

中, 关于 P0、P1、P2 和 P3 下的斜率估计, 我们没有发现存在显著的差异, 但是对成分方差和混合比

例而言, 我们观察到 P0、P1、P2 和 P3 之间存在显著的差异, (见图 3 和 4). 整体上看, 我们尝试所有

模拟情形, 当估计存在差异时, 估计量 P1、P2 和 P3 的表现要优于 P0.

为了进一步评估这些因素对估计精度的影响程度, 我们做了方差分析, 通过设定某参数估计的偏

差或均方误差根作为响应变量、样本量 (n)、方差尺度系数 (a)、混合比例差异度 (b)、协变量的维数

(p) 和惩罚项 (cn) 作为因子. 表 4 呈列了一些显著性的因子 (p 值 < 0.05), 这些因子以 p 值升序的方

式排列, 它们对给定参数估计的偏差或均方误差根能产生显著的影响.例如,当成分数 K = 2时, 对于

估计参数 β11, 方差尺度系数、样本量和惩罚项按重要程度依次对该参数估计的偏差或均方误差根产

生显著影响, 而其他因子则没有显著性表现. 为了比较三个非零的 cn, 分别对应于估计量 P1、P2 和

P3, 分析 cn 是否存在不同的显著表现, 我们移除估计量 P0 后做相同的方差分析. 方差分析显著性因

子结果罗列在对应于 P1、P2 和 P3 列的表格中. 我们注意到估计量 P1、P2 和 P3 对 β11 偏差的影响

是显著不同的, 越大的 cn, 存在越大的偏差; 然而, P1、P2 和 P3 对均方误差根的影响不存在显著的

差异.

由于混合比例和方差等这些因子来源于实际问题本身, 它们不受研究者的控制, 而惩罚项是我们

完全能控制的一个因子. 基于这个原因, 虽然整个模拟研究给出了更多的结果, 但我们主要分析 cn 如

何影响估计的精确性. 总体而言,不管两成分还是三成分模型,对大多数的参数, cn 的确显著影响估计

的偏差, 越小的 cn, 如 P0, 并不必然会产生更小的偏差, 而且 P0 相对于 P1、P2 和 P3, 对大多数参数

估计有更大的均方误差根. 关于均方误差根在 P1、P2 和 P3 间的显著性差异仅存在于混合比例和成

分方差, 看上去 P3 (cn = 1) 有相对更小的均方误差根.

P0比 P1、P2和 P3有更大偏差的现象看上去好像是违反人们的直觉. 一种合理的解释应该是增

加惩罚项导致惩罚对数似然函数凸性的增加, 从而使 PMLE 的计算变的更稳定. 为了验证这个解释,

在模拟研究中, 我们还比较了 P0、P1、P2 和 P3 平均的 EM 迭代次数. 对于每一种模拟构造下的任

一方法, 在 5,000 次 EM 计算中, 其中包含 500 次重复样本和每个样本下的 10 个初值, 我们统计了平
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图 1 两成分混合回归模型截距项估计的偏差 (a)、标准误 (b) 和均方误差根 (c). 样本量分别为 100 (实线)、200

(虚线) 和 400 (点虚线); 横轴表示表 3 中依次构造的 18 个模型
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图 2 两成分混合回归模型斜率估计的偏差 (a)、标准误 (b) 和均方误差根 (c). 样本量分别为 100 (实线)、200

(虚线) 和 400 (点虚线); 横轴表示表 3 中依次构造的 18 个模型
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图 3 两成分混合回归模型混合比例估计的偏差 (a)、标准误 (b) 和均方误差根 (c). 样本量分别为 100 (实线)、200

(虚线) 和 400 (点虚线); 横轴表示表 3 中依次构造的 18 个模型
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图 4 两成分混合回归模型方差估计的偏差 (a)、标准误 (b) 和均方误差根 (c). 样本量分别为 100 (实线)、200

(虚线) 和 400 (点虚线); 横轴表示表 3 中依次构造的 18 个模型
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表 3 模型的构造 (K = 2 或 K = 3)

# a b p # a b p # a b p

1 1.00 0.0 1 7 1.00 0.0 2 13 1.00 0.0 3

2 0.50 0.0 1 8 0.50 0.0 2 14 0.50 0.0 3

3 0.25 0.0 1 9 0.25 0.0 2 15 0.25 0.0 3

4 1.00 0.1 1 10 1.00 0.1 2 16 1.00 0.1 3

5 0.50 0.1 1 11 0.50 0.1 2 17 0.50 0.1 3

6 0.25 0.1 1 12 0.25 0.1 2 18 0.25 0.1 3

表 4 方差分析表: 显著性因子按 p 值由低到高排列 (p 值 < 0.05)

参数 因子 因子 因子 因子

K = 2 偏差 K = 2 均方误差根

P0、P1、P2 和 P3 P1、P2 和 P3 P0、P1、P2 和 P3 P1、P2 和 P3

β11 a, n, cn a, n, cn a, n, cn a, n

β21 a, n, cn, p a, n, p, cn a, n, cn a, n, p, b

β12 a, n, cn a, n a, n, b a, n, b

β22 a, n a, n a, n, b a, n, b

σ2
1 a, p, cn, n a, cn, p, n a, n, cn a, n, cn

σ2
2 a, n a, n a, n, p, cn a, n, p, cn

π1 a, n, cn, p a, n, p, cn a, n, p, cn a, n, p, cn

K = 3 偏差 K = 3 均方误差根

P0、P1、P2 和 P3 P1、P2 和 P3 P0、P1、P2 和 P3 P1、P2 和 P3

β11 a, n, cn, b a, n, b a, n, cn, b a, n, b, p

β21 a, n, cn, b, p a, n, b a, n, cn, b a, n, b

β31 a, n, cn a, n a, n, p, cn a, n, p

β12 a, cn, n a a, n, b a, n, b

β22 a, n, b, p a, n, b a, n, b, cn a, n, b

β32 a, p, n, cn a, p, n a, n, b a, n, b

σ2
1 a, b, n, cn, p a, b, n, cn a, n, b, cn a, n, b, cn

σ2
2 a, n, p, cn a, n, cn, p a, n, cn a, n, cn

σ2
3 a, n, p a, n a, n, b a, n

π1 a, n, b, cn a, n, b, cn a, n, cn, b a, n, b, cn

π2 a, cn, p a, cn, n a, n, cn, p, b a, n, cn, p, b

π3 a, n, b a, n, b a, n, b, cn, p a, n, b, cn, p

均的 EM 迭代次数. 图 5(a) 展示了在 36 个模型构造和 3 个样本大小下估计量 P0 平均的 EM 迭代

次数. 总的说来, 计算 P0 时平均的 EM 迭代次数随方差尺度系数 (a) 和成分数 (K) 增加而增加, 而

随样本量 (n) 增加而减少. 在计算 P1、P2 和 P3 时, 我们发现也存在相同的现象. 为了比较 P1、P2

和 P3 对 P0 相对的运算量, 在 36 个模型构造和 3 种样本大小下, 共 5,000 次 EM 计算中, 我们统计

了 P1、P2 和 P3 对 P0 时 EM 迭代次数的中位比值. 图 5(b) 和 5(c) 分别反映了 P2 和 P3 对 P0 的
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图 5 P0 估计量的平均迭代次数 (a), P2 对 P0 估计量的平均迭代次数的中位比 (b), P3 对 P0 估计量的平均迭

代次数的中位比 (c). 样本量 100 (实线)、样本量 200 (虚线) 和样本量 400 (点虚线). 横轴代表模型的构造数目,

前 18 个代表两成分混合回归模型, 后 18 个代表三成分混合回归模型
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中位比值变化特征. 我们发现整体上 P2 和 P3 比 P0 有更少的迭代次数, 并且该比值随 n、a 和 K 增

加而减少. 这些结论说明估计量 P2和 P3计算上比 P0更有效率. 在这里, 我们忽略了 P1对 P0的比

较, 这是因为 P1 和 P0 在各种模型构造和样本量情形下, 它们的 EM 迭代次数几乎没有什么区别. 总

之,我们注意到更大的惩罚项,即更大的 cn, 导致更多计算效率的获得, 特别对应于更大的成分方差和

更多的成分数情形时, 因为这对应着更复杂的似然函数. 这些结论与我们的假设是一致的, 即惩罚项

会增加对数似然函数的凸性以使 PMLE 的计算变的更稳定.

在模拟研究中, 当成分数 K = 2 时, 我们计算上没有发生任何奇异性, 而在 K = 3 时, 当样本量

为 100, 在模型 1、7、13 和 16 下, 计算 P0 时分别出现 11、5、1 和 1 次的奇异点. 在模拟中退化问题

并不严重的原因可能在于较小的成分数和各成分间有较好的分离性. 尽管这样, 我们相信在更复杂模

型下, 似然估计的退化现象应该是一个严重的问题, 例如, 出现更大的 K, 更大的方差比, 这时候似然

计算上的退化问题在很多文献中都已提到过, 如文献 [13,26]. 虽然退化问题在计算上可以通过尝试更

多的初值来缓解, 但是本文中的 PMLE 从根本上解决了这个退化问题并且减轻了计算上的负担.

总之, PMLE理论上提出是为了解决混合回归模型似然函数无界性问题,我们从模拟中发现 PMLE

比 MLE 更好的证据, 这是因为 PMLE 比 MLE 估计上有更好的精度, 更少的运算量以及完全消除计

算上的奇异问题, 而且所有取得的这些好处不需要额外的计算成本, 只需要简单修改相应的 EM 迭代

公式. 在我们的模拟研究中, 三个 PMLE, 即 P1、P2 和 P3, 在大多数参数估计中, 虽然表现基本相似,

基于定理 2.1 和 2.2 的结论, 我们建议在实际应用上还是推荐使用 P1 和 P2.

3.3 实际例子

本小节应用 PMLE的方法来分析一个音调感知的数据集. 音调感知的数据集来自于 Cohen [27] 的

实验. 在这个实验中,受过训练的音乐家演奏一个纯基音,然后通过一个拉伸比为 2 (stretch ratio = 2.0)

的方式加上一个电泛音, 这对应于谐音模式, 谐音通常被固定音高的传统乐器所产生. 实验中, 这个音

乐家被要求在基音上调音到八度音. 调音相当于给出了可调音对基音的比值 (tuned = 2.0), 当比值为

2 时表示对应所有拉伸比下的正确调音. 这里分析的数据集产生于对同一音乐家做了 150 次调音试验

的结果.

这个实验目的是研究实际的音调 (x) (即拉伸比) 和音乐家感知的音调 (y) (也即调音) 之间的关

系. 数据集从 R 软件包 fpc 获得, 可参见 https://cran.r-project.org/web/packages/fpc/index.html. 实

验的设计是想确定下面的两种音调感知理论, 哪一种是合适的 (参见文献 [28]). 第一种理论称为部分

匹配假说 (partial matching hypothesis, PMH), 该理论认为受试者应用泛音来调音调, 相当于调拉伸

比. 第二种理论称为间隔记忆假说 (interval memory hypothesis, IMH),该理论预计受试者会以 2 : 1基

准频率调试名义上的八度音, 而不管拉伸比的值.

对应于上面两种理论的如下两成分混合回归模型被 Cohen [28] 设定:yi = xi + ε1i, 以概率π,

yi = 2 + ε2i, 以概率 1− π.
(3.1)

这个数据集曾经被多名学者做过分析, 参见文献 [29–31]. 根据模型 (3.1), 模型真实参数可被视为

θ0 = (α10, β10, σ
2
10, α20, β20, σ

2
20, π10) = (0, 1, σ2

10, 2, 0, σ
2
20, π10).

人们对模型 (3.1) 参数估计的主要分析方法有 Bayes 执行下的最大似然和稳健回归的 EM 算法.
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对应于两种音调感知的理论,我们发现在散点图上存在明显的两条回归线.我们应用 PMLE方法

来估计混合回归模型的参数. 众所周知, EM算法中初值的构造对参数估计的结果有重要的影响.基于

这个原因, 我们通过两种方法来产生初值. 一种是已经在模拟研究中使用过的基于 K 均值聚类的 EM

算法 (clustered EM, CEM).另外一种被称为随机 EM算法 (stochastic EM, SEM),由 Viele和 Tong [30]

提出和使用. 具体地, 他们通过三个步骤产生初值: 第一步, 混合比例通过 Dirichlet 分布随机产生; 第

二步, 截距和斜率参数由数据集随机抽样产生; 第三步, 在正态误差下做回归分析, 得到模型的均方误

差 (mean square error, MSE), 然后各成分方差参数由 (0,MSE) 上的均匀分布随机产生. 在两种初值

构造的策略中, 我们都按照相应的方法产生 10 个初值, 然后用 PMLE 获得参数估计的结果.

在这个例子中, 我们用两成分的混合回归模型拟合数据. 估计量 MLE 和 P2 下的两条回归线分

别画在图 6 的左右两边, 唯一差别在于上面的两条回归线用 CEM 算法得到, 而下面的两条回归线对

应于 SEM 算法. 从图 6 上看, 我们认为本文所提的 PMLE 方法能够检测哪一种音调感知理论更有说

服力.

基于 CEM 和 SEM 算法, 表 5 和 6 分别列出了修正 MLE 和 PMLE 参数估计和相应标准差的结

果, 通过计算参数估计量 Fisher 信息阵的逆矩阵, 按照提取其主对角线上元素平方根得到相应参数估

计的标准误.
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图 6 音调感知数据集来自于 Cohen [27], 估计的两条回归线: (a) 基于 CEM 算法的 MLE 估计; (b) 基于 CEM

算法的 P2 估计; (c) 基于 SEM 算法的 MLE 估计; (d) 基于 SEM 算法的 P2 估计. 实的回归线代表符合部分

匹配假说 (PMH), 虚的回归线代表符合间隔记忆假说 (IMH)
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表 5 CEM 算法下音调感知数据集估计量 MLE, P1 和 P2 结果的比较, 括号中数值为相应的标准误

估计量/参数 α1 α2 β1 β2 σ2
1 σ2

2 π1 对数似然值

MLE −0.0193 1.9164 0.9923 0.0425 0.0176 0.0021 0.3023 141.1984

(0.1022) (0.0227) (0.0441) (0.0102) (0.0042) (0.0003) (0.0484)

P1 −0.0193 1.9164 0.9923 0.0426 0.0177 0.0021 0.3021 141.1983

(0.1023) (0.0227) (0.0442) (0.0102) (0.0042) (0.0003) (0.0484)

P2 −0.0200 1.9161 0.9925 0.0427 0.0181 0.0022 0.3002 141.1877

(0.1037) (0.0229) (0.0447) (0.0103) (0.0043) (0.0004) (0.0483)

表 6 SEM 算法下音调感知数据集估计量 MLE, P1 和 P2 结果的比较, 括号中数值为相应的标准误

估计量/参数 α1 α2 β1 β2 σ2
1 σ2

2 π1 对数似然值

MLE 0.0032 1.5608 0.9989 0.2176 0.0000 0.0471 0.3719 145.4168

(0.0042) (0.0971) (0.0019) (0.0432) (0.0000) (0.0069) (0.0421)

P1 0.0030 1.5602 0.9989 0.2176 0.0000 0.0475 0.3778 145.1228

(0.0047) (0.0976) (0.0021) (0.0434) (0.0000) (0.0071) (0.0429)

P2 −0.0196 1.9162 0.9924 0.0426 0.0179 0.0021 0.3013 141.1959

(0.1030) (0.0228) (0.0445) (0.0103) (0.0042) (0.0003) (0.0484)

根据表 5, 我们注意到在 CEM 算法下, 修正 MLE 和 P1, P2 的参数估计结果几乎是相同的. 然

而, 在表 6 中, 我们发现修正 MLE, P1 和 P2 的估计结果有显著的不同, 这反映了估计量 MLE 可能

收敛到参数空间的边界点, 因为存在某一个成分的方差参数非常接近于 0. 实际上, 修正 MLE 下的

σ2
1 = 2.0472× 10−5, P1下为 σ2

1 = 2.5327× 10−5, 然而在 P2下有 σ2
1 = 0.0179. 值得注意的是, Viele和

Tong [30] 也获得某成分方差参数很小的类似修正 MLE 的结果.

总之, P2估计下的结果与两种音调感知理论较为相符.从该例子看, 在 SEM算法下的 P2估计量

能更好地用两成分混合回归模型拟合观测数据.

4 讨论

本文提出一种惩罚最大似然方法来估计具有正态误差混合回归模型的参数. 这个方法很好地解决

了混合回归模型下似然函数无界的问题, 我们的理论证明了 PMLE 是强相合、渐近正态和有效的. 数

值研究结果表明估计效率的获得不会增加计算的成本.

许多其他混合模型也有似然函数无界的现象. 例如, 似然函数无界也是切换回归模型中的一个问

题, 在切换回归模型中, 有 K 种机制被 K − 1 个切换点 (T1 < T2 < · · · < TK−1) 暂时分离, 在不同

的机制下, 被解释变量与协变量之间的关系有不同的回归模型. 更一般地, 混合回归模型的误差如果

服从位置 - 尺度分布族, 则似然函数仍有无界的问题, 可参见文献 [32]. 在测量误差给定分布假设下,

Wedel和 Bijmolt [33] 使用混合模型的似然方法分析了相异点数据问题.我们期望惩罚似然方法应用这

些模型也可以获得相合和渐近有效的估计.

在混合回归模型中, 本文假设成分数 K 在研究中是先验已知的. 然而在很多实际问题中, K 是

未知且是需要估计的, 这有点类似于聚类分析中类个数的确定问题. 虽然本文中没有涉及 K 的讨论,

但我们相信成分数 K 的选择是非常有挑战性的一个研究问题, 这可以留给未来做进一步研究. 对于
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K > K0, 我们有理由相信 PMLE 方法会对成分数 K 的选择和相合性的证明充当重要的角色.

致谢 感谢编委和两位审稿人提出的宝贵建议.
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附录 A 定理 2.1 和 2.2 的证明

我们本质上按照 Chen 等 [16] 的思想完成定理 2.1 的证明. 主要的想法是估计那些极端数据对对

数似然的贡献. 为简单且不失一般性, 在证明中, 我们只考虑成分数 K = 2 的混合回归模型, 推广到

一般 K 的结果是直接的, 只是证明表述上复杂一些. 显然, 当某成分方差参数 σk (k = 1, 2)趋于 0时,

只有那些距离 |yi −αk − xT
i βk|非常小的观测对对数似然函数产生很大的贡献, 每一个这样的观测, 对

数似然函数贡献的上界是 | log σk|. 基于对这些数据个数的估计, 我们能够计算出惩罚项的大小, 以便

使 PMLE 有很好的统计大样本性质. 基于这个目的, 我们先建立如下的引理.

引理 A.1 设 {(yi, xT
i )}ni=1 为来自于模型 (1.1) 下的一随机样本且令 M0 = π10√

2πσ10
+ π20√

2πσ20
, 当

0 < σ < e−2 时, 则除了一独立于 σ 的零测度集, 我们有

Ωn(σ) 6
√
n logn+ 2M0n|σ log σ| a.s.,

其中

Ωn(σ) = sup
(α,β)∈Rp+1

#{(yi, xT
i ) : |yi − α− xT

i β| 6 |σ log σ|, t = 1, 2, . . . , n}.

为了证明引理 A.1, 我们应用 VC 族理论的一些结果, 可参见文献 [34]. 为便于参考, 我们简要阐

述 VC 族的一些理论和相关的记号.

记 Fn(C) = 1
n

∑n
i=1 I(zi∈C), 其中 zi = (xT

i , yi). 再设

C = C(α, β, σ) = {(y, xT) : |y − α− xTβ| 6 |σ log σ|}. (A.1)

定义

C = {C(α, β, σ) : (α, β) ∈ Rp+1, σ ∈ R+}, (A.2)

即 C 是 Rp+1 中的一个集族. 对于 z1, . . . , zn ∈ Rp+1, 记

∆C(z1, . . . , zn) = #{C ∩ {z1, . . . , zn} : C ∈ C} 6 2n,

mC(n) = sup{∆C(z1, . . . , zn) : z1, . . . , zn ∈ Rp+1}.

如果对某 n > 1, 有 mC(n) < 2n, 则 C 称为 Vapnik-Cervonenkis 族 (简称为 VC 族). 最小的 n > 1, 满

足 mC(n) < 2n, 称为 VC 族 C 的指数, 并记为 V (C). 从上面的定义知, 下面关于 VC 族的两条性质是

显然的.

引理 A.2 令 C、C1 和 C2 为 VC 族, 则下面的两个集族也是 VC 族:

(1) D ⊂ C;
(2) C1 ∩ C2 = {C1 ∩ C2 : C1 ∈ C1, C2 ∈ C2}.
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在实际应用中,一些有趣的集类都是 VC族,例如,令 D = {{z : zTθ 6 t}, (θT, t) ∈ Rp+1},则 D 是
VC 族, 因为 mD(n) 6 (2n)p. 其结果是, 通过应用前面 VC 族的两条性质, 我们知道 (A.2) 中的 C 是
VC 族.

下面的引理来自于 Devroye [35].

引理 A.3 令 C 为可测的 VC 族. 对所有的 M > 0, n > 1, 如果 v > V (C), 则

P
(
sup
C
|Fn(C)− EFn(C)| > M

)
6 4e8

(
n2e

v

)v

exp(−2M2).

有了这些准备工作, 我们可以证明引理 A.1.

引理 A.1 的证明 令 C 和 C 分别按照 (A.1) 和 (A.2) 定义, 显然有

sup
(α,βT)∈Rp+1

#{(yi, xT
i ) : |yi − α− xT

i β| 6 |σ log σ|, t = 1, 2, . . . , n}

= sup
C∈C,σ 固定

nFn(C) 6 sup
C∈C

n|Fn(C)− EFn(C)|+ sup
C∈C,σ 固定

n|EFn(C)|

6 sup
C∈C

n|Fn(C)− EFn(C)|+ sup
C∈C,σ 固定

n|EFn(C)|.

容易验证

sup
C∈C,σ 固定

n|EFn(C)| 6 2M0n|σ log σ|. (A.3)

在引理 A.3 中的常数 M 用 logn/
√
n 替换, 然后应用 Borel-Cantelli 引理, 可得

sup
C∈C

n|Fn(C)− EFn(C)| 6
√
n log n, a.s. (A.4)

结合 (A.3) 和 (A.4), 并注意到在 (A.4) 中的零测集独立于 σ, 我们就得到引理 A.1 中的结果, 即

Ωn(σ) 6
√
n log n+ 2M0n|σ log σ| a.s.

证毕.

在给定引理 A.1 的结果下, 定理 2.1 的证明直接可根据文献 [16, 23] 中的定理得到.

定理 2.1 的证明 令 K0(xi,θ0) = E
Y |X
0 [log f(yi | xi,θ0)] 和 EX

0 K(X1,θ0) = K0(θ0), 其中算子

E
Y |X
0 表示密度 f(y | x,θ0) 下的条件期望, 且 EX

0 表示分布 Fx 下的期望, 也即, X1 ∼ Fx(x). 不失一

般性, 假设 K0(θ0) < ∞ 和 σ1 6 σ2.

分割参数空间 Θ 为如下的三部分:

Θ1 = {θ ∈ Θ : σ1 6 σ2 6 ε0}, Θ2 = {θ ∈ Θ : σ1 6 τ0, σ2 > ε0}, Θ3 = Θ−Θ1 ∪Θ2,

其中 ε0 > τ0 > 0 为两个很小的正常数, 满足如下的四个条件:

(1) 0 < τ0 6 ε0 < e−2;

(2) (4M0 + 2)ε0(log ε0)
2 6 1;

(3) − log ε0 − 1
2 (log ε0)

2 6 2K0(θ0)− 4;

(4) (2M0 + 1)τ0(log τ0)
2 6 2

5δ,

其中 δ 为一个正常数且在后面证明中被定义.
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定理 2.1 的证明分为三步.

第 1 步 对于子集 Θ1, 我们要说明

sup
θ∈Θ1

pℓn(θ)− pℓn(θ0) → −∞, a.s., 当 n → ∞ 时.

定义如下的指标集:

A = {t : |yi − α1 − xT
i β1| 6 |σ1 log σ1|, t = 1, 2, . . . , n},

B = {t : |yi − α2 − xT
i β2| 6 |σ2 log σ2|, t = 1, 2, . . . , n}.

对任意的指标集 S, S ⊂ {1, 2, . . . , n}, 定义

ℓn(θ | S) =
∑
t∈S

log

[
π

σ1
ϕ

(
yi − α1 − xT

i β1

σ1

)
+

1− π

σ2
ϕ

(
yi − α2 − xT

i β2

σ2

)]
,

其中 ϕ(.) 表示标准正态密度函数. 注意到

ℓn(θ) = ℓ(θ | A) + ℓn(θ | AcB) + ℓn(θ | AcBc).

对于等式右边第一项, 有

ℓn(θ | A) 6 (#A)× log

(
1

σ1

)
.

当一个观测数据 (xT
i , yi) 来自于指标集 AcB 时, 有

1

σ1
exp

(
− (yi − α1 − xT

i β1)
2

2σ2
1

)
6 1

σ1
exp

(
− 1

2
(log σ1)

2

)
= exp

(
− log σ1 −

1

2
(log σ1)

2

)
6 exp

(
− log σ2 −

1

2
(log σ2)

2

)
6 1

σ2
.

因而,

ℓn(θ | AcB) 6 (#B)× log

(
1

σ2

)
.

根据引理 A.1 和假设 (A1)–(A3), 有

ℓn(θ | A) + pn(θ) 6 (2M0 + 1)nσ1(log σ1)
2 6 (2M0 + 1)nε0(log ε0)

2,

ℓn(θ | AcB) + pn(θ) 6 (2M0 + 1)nσ2(log σ2)
2 6 (2M0 + 1)nε0(log ε0)

2.

对于指标集在 AcBc 中的观测数据, 有

ℓn(θ | AcBc) 6
∑

t∈AcBc

[
− log ε0 −

1

2
(log ε0)

2

]
.

注意到 n
2 6 #AcBc 6 n, 再分别结合条件 (2)、(3) 和前面三项的三个不等式, 得到

pℓn(θ) 6 n+
1

2
n(2K0(θ0)− 4).
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因为 pℓn(θ0) = nK0(θ0) + o(n), a.s., 我们有

pℓn(θ)− pℓn(θ0) 6 −n+ o(n), a.s.,

故当 n → ∞ 时, 以概率 1, θ̃n /∈ Θ1.

第 2 步 在这一步, 我们要说明

sup
θ∈Θ2

pℓn(θ)− pℓn(θ0) → −∞, a.s., 当 n → ∞ 时.

在 Θ2 上定义距离函数

d(θ,θT) =

2p+3∑
i=1

|arctanθi − arctanθTi |,

其中 θi 表示 θ 的第 i 个分量. 在这个距离 d 下, Θ2 是全有界集并且在包含所有极限点时可以使 Θ2

紧致化. 记 Θ̄2 表示紧集. 进一步, 定义

h(y | x,θ) = a
π√
2
ϕ

(
y − α1 − xTβ1√

2σ1

)
+ b

(1− π)

σ2
ϕ

(
y − α2 − xTβ2

σ2

)
,

其中

a =

0, σ1 = 0, 或 α1 = ∞, 或 ∥β1∥ = ∞,

1, 其他,
b =

0, σ2 = ∞, 或 α2 = ∞, 或 ∥β2∥ = ∞,

1, 其他.

关于函数 h(y | x,θ), 容易验证下面的三条性质成立:

(1)
∫ +∞
−∞ h(y | x,θ)dy 6 1;

(2) supθ∈Θ̄2
h(y | x,θ) 6 1

ε0
;

(3) h(y | x,θ) 作为 θ 的函数是非负的且关于密度 f(y | x,θ0) 在紧集 Θ̄2 上几乎处处连续.

对任意的 θ ∈ Θ̄2, 定义 L0(xi,θ) = E
Y |X
0 log h(yi | xi,θ). 注意到

1

n

n∑
i=1

L0(xi,θ) → E0L0(x1,θ) = L0(θ) a.s.

令 θ∗ = arg ·maxθ∈Θ̄2
L0(θ), 再设

δ = lim
n→∞

1

n

n∑
i=1

[K0(xi,θ0)− L0(xi,θ
∗)] = K0(θ0)− L0(θ

∗).

我们可以选择 ε0 足够小, 使得 θ0 /∈ Θ̄2, 因而, h(yi | xi,θ
∗) ̸= f(yi | xi,θ0). 结合假设 (C1), 应用条件

Jensen 不等式, 有 L0(xi,θ
∗) < K0(xi,θ0) a.s., 因而,

L0(θ
∗) = lim

n→∞

1

n

n∑
i=1

L0(xi,θ
∗) < lim

n→∞

1

n

n∑
i=1

K0(xi,θ0) = K0(θ0).

定义 δ = δ(τ0) = K0(θ0) − L0(θ
∗), 则 δ(τ0) > 0. 显然, δ(τ0) 是 τ0 的递减函数. 这隐含我们能找到足

够小的 τ0 使得条件 (4) 成立.
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根据 supθ∈Θ̄2

∑n
i=1 log h(yi | xi,θ) 6 o(n) + n(K0(θ0)− 9

10δ) a.s. 和条件 (4), 我们有

sup
θ∈Θ2

pℓn(θ)− pℓn(θ0) 6 sup
σ16ε0

[∑
t∈A

log
1

σ1
− pn(θ)

]
+ sup

θ∈Θ̄2

n∑
i=1

log h(yi | xi,θ)

−
n∑

i=1

log f(yi | xi,θ0) + o(n)

6 (2M0 + 1)nτ0(log τ0)
2 − 9

10
δn+ o(n)

6 −1

2
δn+ o(n) → −∞ a.s.

第 3 步 根据上面的两步知, θ̃n ∈ Θ3 以概率 1 成立. 对于 θ ∈ Θ3, 有 pn(θ) = o(n). 因为对每个

n ∈ N, 有 pℓn(θ̃n)− pℓn(θ0) > c, 此时 ℓn(θ̃n)− ℓn(θ0) > o(n). 限制 θ ∈ Θ3 等价于给方差参数设定了

一个正的下界. 按照文献 [36], 可得 P(limn→∞ θ̃n = θ0) = 1. 这完成了定理 2.1 的证明.

基于定理 2.1, 除了一些技术细节, 定理 2.2 的证明是简单和直接的.

定理 2.2 的证明 类似于 Kiefer [11] 的方法, 首先, 容易证明 I(θ0) 为一个有限的正定阵. 根据

惩罚函数 pℓn(θ) 关于 θ0 的光滑性以及 PMLE 是惩罚对数似然函数的最大值点, 我们有

∂ℓn(θ̂n)

∂θ
+ p′n(θ̂n) =

∂pℓn(θ̂n)

∂θ
= 0.

根据中值定理, 有
∂ℓn(θ̂n)

∂θ
− ∂ℓn(θ0)

∂θ
=

∂2ℓn(θ
∗)

∂θ∂θT
(θ̂n − θ0),

其中 θ∗ 位于 θ0 和 θ̂n 之间. 直接地, 可以验证

1

n

∂2ℓn(θ
∗)

∂θ∂θT
= −I(θ0) + op(1),

∂ℓn(θ̂n)

∂θ
= −p′n(θ̂n) = o(

√
n),

1√
n

∂ℓn(θ0)

∂θ
→ N(0, I(θ0)).

因而,
√
n(θ̂n − θ0) → N(0, I−1(θ0)). 这完成了定理 2.2 的证明.
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