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摘要 线性约束的凸优化问题可以转化成一个形式更一般的单调变分不等式. 在变分不等式的框架下

研究最优化问题的求解方法,就像微积分中利用导数求函数的极值,常常会带来很大的方便.求解单调

变分不等式的投影收缩算法有一个预测 - 校正的统一框架, 基于 “孪生方向和相同步长” 有两类花费

几乎相当的算法, 计算实践证明第二类算法效率往往更高. 近年发展起来并被广泛采用的凸规划的分

裂收缩算法属于一个更一般的框架, 这个框架中的预测同样提供了一对孪生方向. 迄今为止的凸规划

的分裂收缩算法, 都相当于变分不等式投影收缩算法中的第一类算法. 本文指出, 利用现有的步长法

则, 配上孪生方向中的另一个方向, 同样可以构造相应的第二类算法. 本文在统一框架下证明了两类

算法的 O(1/t) 迭代复杂性.

关键词 凸优化 单调变分不等式 投影收缩算法 分裂收缩算法 统一框架 孪生方向和相同步长
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1 引言

对一般形式的单调变分不等式, 本文给出一个由预测 - 校正组成的迭代算法的统一框架. 本节先

介绍问题、算法和收敛性质的概貌, 然后再在以后各节详细论述与证明.

1.1 单调变分不等式

设 Ω ⊂ Rl 是非空闭凸集, u ∈ Rn, w ∈ Rl (n 6 l), θ(u) : Rn → R 是凸函数, F (w) : Rl → Rl 是单

调算子. 本文考虑如下的变分不等式:

w∗ ∈ Ω, θ(u)− θ(u∗) + (w − w∗)TF (w∗) > 0, ∀w ∈ Ω. (1.1)
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上述问题中, u 可以是 w 本身, 也可以是 w 的部分分量. 当 u ̸= w 时, 通常用 u 表示向量 w 的排在前

面的部分分量. 我们说 F 单调, 是指

(w − w̄)T(F (w)− F (w̄)) > 0, ∀w, w̄ ∈ Ω (或 Rl).

我们还设算子 F 是 Lipschitz 连续的, 即存在常数 L > 0, 使得

∥F (w)− F (w̄)∥ 6 L∥w − w̄∥, ∀w, w̄.

不过, 我们并不要求知道 L 的大小. 此外, 通篇总设问题 (1.1) 有解, 记解集为 Ω∗. 变分不等式在管理

科学1) 和工程问题[1–3] 上都有广泛应用, 其他方面的应用也可以参见文献 [4].

1.2 预测点和孪生方向

如果求解 (1.1) 的算法的第 k- 次迭代, 只需要有 wk 的部分分量 vk 就可以计算得到新的迭代点

wk+1,那么称 v为 w的核心变量 (essential variables),称余下的部分向量 w\v为中间变量 (intermediate

variables). v 也可以是 w 本身. 当 v ̸= w 时, 通常用 v 表示向量 w 的排在后面的部分分量.

定义 1.1 (预测和孪生方向) 设 A 是求解变分不等式 (1.1) 的一个迭代方法, δ > 0 和 K > 0 是

给定的常数. 算法 A 的 k 次迭代从给定的 vk 开始, 给出满足

w̃k ∈ Ω, θ(u)− θ(ũk) + (w − w̃k)TF (w̃k) > (v − ṽk)Td(vk, ṽk), ∀w ∈ Ω (1.2)

的向量 w̃k, 同时向量 d(vk, ṽk) 满足

∥d(vk, ṽk)∥ 6 K∥vk − ṽk∥ 和 (vk − ṽk)Td(vk, ṽk) > δ∥vk − ṽk∥2, (1.3)

则称 w̃k 是 k 次迭代的一个合格的预测点. 这时称 (1.2) 两边的

d(vk, ṽk) 和 F (w̃k) (1.4)

为预测提供的欧氏模下一对孪生方向.

1.3 校正公式和孪生方法的收缩性质

设 H 是可以与向量 v 相乘的正定矩阵. 在矩阵 H 的基础上, 令

H =

 hI 0

0 H

 , (1.5)

其中 h > 0, hI 是与中间变量所对应的数量矩阵. 换句话说, 当 w = v 时, H = H. 收缩算法的校正是

利用预测提供的方向, 选取适当的步长, 使得新的迭代点在 H 模 (或欧氏模) 意义下离解集更近一些.

定义 1.2 (校正和孪生方法) 迭代算法 A 用预测提供的孪生方向 (1.4), 通过

vk+1 = vk − αkH
−1d(vk, ṽk), (1.6a)

1) 何炳生. 凸优化和单调变分不等式的收缩算法. Http://maths.nju.edu.cn/˜hebma 中的系列讲义.
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或者

wk+1 = argmin

{
αkθ(u) +

1

2
∥w − [wk − αkH−1F (w̃k)]∥2H

∣∣∣∣ w ∈ Ω

}
(1.6b)

产生新的迭代点, 其中

αk = γα∗
k, α∗

k =
(vk − ṽk)Td(vk, ṽk)

∥H−1d(vk, ṽk)∥2H
, γ ∈ (0, 2). (1.7)

称 (1.6a) 和 (1.6b) 分别为第一和二类校正方法. 由同一预测 (1.2), 配上校正 (1.6a) 或者 (1.6b) 的预

测 - 校正方法, 称为一对孪生方法.

性质 1.1 (主要收敛性质) 我们将会证明两种算法产生的迭代序列 {vk} 都满足收缩性质

∥vk+1 − v∗∥2H 6 ∥vk − v∗∥2H − γ(2− γ)α∗
kδ∥vk − ṽk∥2, ∀ v∗ ∈ V∗, (1.8)

其中 V∗ 是 Ω∗ 中对应 v 的那部分; 并且证明算法都具有 O(1/t) 的迭代复杂性.

经典的单调变分不等式

u∗ ∈ Ω, (u− u∗)TF (u∗) > 0, ∀u ∈ Ω, (1.9)

相当于在问题 (1.1) 中取 w = u 和 θ(u) ≡ 0, 并在算法的预测步 (1.2) 中, 取 v = u = w. 在欧氏模意

义下考虑收缩时, 校正 (1.6) 的两个不同公式就分别变为

uk+1 = uk − αkd(u
k, ũk) 和 uk+1 = PΩ[u

k − αkF (ũk)].

文献 [5, 6] 对变分不等式问题 (1.9) 用 “孪生方向 - 相同步长” 的两类方法作了比较, 理论证明和数值

试验结果都表明第二类方法比第一类方法好, 只是第二类算法要多加一个投影, 本文建议在投影容易

实现的情形下采用第二类方法. 利用这些方法 (参见文献 [5,7]), 中国科学院武汉岩土力学研究所的研

究工作者成功解决一些岩土工程问题 (参见文献 [1, 2]).

对凸优化问题等价的变分不等式 (1.1),已有的收缩算法 (如文献 [8–11])都是第一类算法 (1.6a)的

特例,这类算法收敛性证明相对容易,但不一定是在花费相当的情形下最好的方法. 第二类算法 (1.6b)

往往会取得更好的收敛效果. 本文给出求解 (1.1) 的统一框架, 它包含了文献 [5, 6, 12, 13] 对变分不等

式 (1.9) 的求解方法, 又有新的拓展, 对岩土工程中的第二类变分不等式[3] 也提供了求解方法.

2 预备知识

本文需要的预备知识是常识性的, 这里列出两个引理.

引理 2.1 设 Ω ⊂ Rn 是闭凸集, θ(u) 和 f(u) 都是 Rn → R 的凸函数. 如果 f(u) 可微并且

min{θ(u) + f(u) | u ∈ Ω} 有解, 那么,

ũ ∈ argmin{θ(u) + f(u) | u ∈ Ω} (2.1a)

的充分必要条件是

ũ ∈ Ω, θ(u)− θ(ũ) + (u− ũ)T∇f(ũ) > 0, ∀u ∈ Ω. (2.1b)

这里略去引理 2.1 的简单证明, 有兴趣的读者可以在本页脚注2) 的第 1.3 小节中找到这个证明.

利用引理 2.1, 我们可以得到下面的结论, 它在本文第 6 节的收敛性证明中要用到.

2) 何炳生.凸优化的一阶分裂算法—变分不等式为工具的统一框架. Http://maths.nju.edu.cn/˜hebma中的 “My Talk”.
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引理 2.2 设 Ω ⊂ Rn 是闭凸集, θ(u) 是 Rn → R 的凸函数, H ∈ Rn×n 是正定矩阵. 对任意给定

的 q ∈ Rn 和 s > 0, 如果

ũ = argmin

{
sθ(u) +

1

2
∥u− q∥2H | u ∈ Ω

}
, (2.2)

那么有

∥ũ− u∥2H 6 {2sθ(u) + ∥u− q∥2H} − {2sθ(ũ) + ∥ũ− q∥2H}, ∀u ∈ Ω. (2.3)

证明 由于 ũ 是极小化问题 min{sθ(u) + 1
2∥u− q∥2H | u ∈ Ω} 的解, 根据引理 2.1, 有 ũ ∈ Ω,

sθ(u)− sθ(ũ) + (u− ũ)TH(ũ− q) > 0, ∀u ∈ Ω. (2.4)

将恒等式

(u− ũ)TH(ũ− q) =
1

2
(∥u− q∥2H − ∥ũ− q∥2H)− 1

2
∥u− ũ∥2H

用到 (2.4) 中, 就会得到

sθ(u)− sθ(ũ) +
1

2
(∥u− q∥2H − ∥ũ− q∥2H)− 1

2
∥u− ũ∥2H > 0, ∀u ∈ Ω.

引理的结论 (2.3) 可以从上面的不等式直接得到.

3 与变分不等式 (1.1) 等价的凸优化问题

变分不等式问题 (1.1) 包含的问题类型更广泛. 除了经典的变分不等式 (1.9) 是 (1.1) 的特例, 工

程力学中有些问题 (参见文献 [3]) 可以表述为

u∗ ∈ Ω, θ(u)− θ(u∗) + (u− u∗)TF (u∗) > 0, ∀u ∈ Ω, (3.1)

其中凸函数 θ(u) ̸= 0 非光滑. 此外, 线性约束的凸优化问题都可以归结为形式为 (1.1) 的变分不等式.

我们以三个可分离算子的线性约束凸优化问题

min{θ1(x) + θ2(y) + θ3(z) | Ax+By + Cz = b, x ∈ X , y ∈ Y, z ∈ Z} (3.2)

为例, 其中 θ1(x) : Rn1 → R, θ2(y) : Rn2 → R, θ3(z) : Rn3 → R 是 (不一定光滑的) 凸函数; A ∈ Rm×n1 ,

B ∈ Rm×n2 , C ∈ Rm×n3 和 b ∈ Rm 分别是给定的矩阵和向量; X ⊂ Rn1 , Y ⊂ Rn2 和 Z ⊂ Rn3 是给定

的凸集. 记 n = n1 + n2 + n3. 问题 (3.2) 的 Lagrange 函数是

L(x, y, z, λ) = θ1(x) + θ2(y) + θ3(z)− λT(Ax+By + Cz − b), (3.3)

其中 (x, y, z) 是原始变量, λ 是对偶变量. 如果一对 ((x∗, y∗, z∗), λ∗) ∈ (X × Y × Z)× Rm 满足

Lλ∈Rm(x∗, y∗, z∗, λ) 6 L(x∗, y∗, z∗, λ∗) 6 Lx∈X ,y∈Y,z∈Z(x, y, z, λ
∗),

则称其为 Lagrange 函数的鞍点. 上面的不等式关系可以写成

x∗ ∈ X , L(x, y∗, z∗, λ∗)− L(x∗, y∗, z∗, λ∗) > 0, ∀x ∈ X ,

y∗ ∈ Y, L(x∗, y, z∗, λ∗)− L(x∗, y∗, z∗, λ∗) > 0, ∀ y ∈ Y,

z∗ ∈ Z, L(x∗, y∗, z, λ∗)− L(x∗, y∗, z∗, λ∗) > 0, ∀ z ∈ Z,

λ∗ ∈ Rm, L(x∗, y∗, z∗, λ∗)− L(x∗, y∗, z∗, λ) > 0, ∀λ ∈ Rm,
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也就是 

x∗ = argmin{L(x, y∗, z∗, λ∗) | x ∈ X},

y∗ = argmin{L(x∗, y, z∗, λ∗) | y ∈ Y},

z∗ = argmin{L(x∗, y∗, z, λ∗) | z ∈ Z},

λ∗ = argmax{L(x∗, y∗, z∗, λ) | λ ∈ Rm}.

利用 Lagrange 函数的具体形式 (3.3) 和引理 2.1, 上述优化问题的最优性条件是

x∗ ∈ X , θ1(x)− θ1(x
∗) + (x− x∗)T(−ATλ∗) > 0, ∀x ∈ X ,

y∗ ∈ Y, θ2(y)− θ2(y
∗) + (y − y∗)T(−BTλ∗) > 0, ∀ y ∈ Y,

z∗ ∈ Z, θ3(z)− θ3(z
∗) + (z − z∗)T(−CTλ∗) > 0, ∀ z ∈ Z,

λ∗ ∈ Rm, (λ− λ∗)T(Ax∗ +By∗ + Cz∗ − b) > 0, ∀λ ∈ Rm.

(3.4)

显然, 上式的紧凑形式就是形如 (1.1) 的变分不等式

u∗ ∈ Ω, θ(u)− θ(u∗) + (w − w∗)TF (w∗) > 0, ∀w ∈ Ω, (3.5a)

其中

w =


x

y

z

λ

 , u =


x

y

z

 , F (w) =


−ATλ

−BTλ

−CTλ

Ax+By + Cz − b

 , (3.5b)

θ(u) = θ1(x) + θ2(y) + θ3(z), Ω = X × Y × Z × Rm. (3.5c)

从 (3.5) 回到 (3.4), 只要分别令 (3.5) 中那个任意的 w ∈ Ω 为 w = (x, y∗, z∗, λ∗), . . . , (x∗, y∗, z∗, λ) 就

能得到. 注意到 (3.5b) 中的 F 总满足 (w − w̄)T(F (w)− F (w̄)) = 0, 因此 F 也是单调的. 在变分不等

式框架中构造算法[14] 极大地简化了收敛性分析.得到越来越多的学者认可 (参见文献 [15]). 顺便提及

一下, 用直接推广的交替方向法求解含三个算子的问题 (3.2) 是不能保证收敛的 (参见文献 [16]).

4 预测点和孪生方向

本节讨论合格预测点的性质并以典型问题为例说明合格预测点如何产生.

4.1 合格预测点的性质

合格的预测点由第 1.2 小节中的定义 1.1 给出. 将 (1.2) 中任意的 w ∈ Ω 选成 w∗, 就得到

(ṽk − v∗)Td(vk, ṽk) > θ(ũk)− θ(u∗) + (w̃k − w∗)TF (w̃k). (4.1)

由 F 的单调性, (w̃k − w∗)TF (w̃k) > (w̃k − w∗)TF (w∗), 可得

θ(ũk)− θ(u∗) + (w̃k − w∗)TF (w̃k) > θ(ũk)− θ(u∗) + (w̃k − w∗)TF (w∗).
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由于 w∗ ∈ Ω∗, 根据 (1.1), 上式右端非负, 因此有

θ(ũk)− θ(u∗) + (w̃k − w∗)TF (w̃k) > 0. (4.2)

这说明 (4.1) 的右端非负. 随后就有 (ṽk − v∗)Td(vk, ṽk) > 0. 据此得到

(vk − v∗)Td(vk, ṽk) > (vk − ṽk)Td(vk, ṽk). (4.3)

对任意给定的 v∗, H(vk − v∗) 可以看作 1
2∥v − v∗∥2H 在 vk 处的梯度. 因此, 上式可以看作

∇
(
1

2
∥v − v∗∥2H

) ∣∣∣∣
v=vk

H−1d(vk, ṽk) > (vk − ṽk)Td(vk, ṽk).

条件 (1.3)说明, 当 vk ̸= ṽk 时上式右端大于 0. 因此, (4.3) 表示 H−1d(vk, ṽk) 是距离函数 1
2∥v− v∗∥2H

在 vk 处的一个上升方向.

此外, 如果 wk ∈ Ω, 那么将它代入 (1.2) 就有

θ(uk)− θ(ũk) + (wk − w̃k)TF (w̃k) > (vk − ṽk)Td(vk, ṽk).

将上式和不等式 (4.2) 相加, 就有

θ(uk)− θ(u∗) + (wk − w∗)TF (w̃k) > (vk − ṽk)Td(vk, ṽk). (4.4)

注意到不等式 (4.3) 和 (4.4) 有相同的右端. 不同之处是, 推导 (4.4) 时需要有 wk ∈ Ω.

4.2 预测点的产生

针对不同类型的问题, 产生合格预测点的方法很多. 我们以单调变分不等式 (1.9) 和由凸优化问

题 (3.2) 导致的变分不等式 (3.5) 为例说明预测点的生成方式.

4.2.1 通过投影提供单调变分不等式 (1.9) 的预测点

在求解单调变分不等式 (1.9)的投影收缩算法中 (参见文献 [7,12]),对给定的当前点 uk 和 βk > 0,

我们利用投影

ũk = PΩ[u
k − βkF (uk)], (4.5)

生成一个预测点 ũk. 换句话说,

ũk = argmin

{
1

2
∥u− [uk − βkF (uk)]∥2

∣∣∣∣ u ∈ Ω

}
.

根据引理 2.1, 有

ũk ∈ Ω, (u− ũk)T{ũk − [uk − βkF (uk)]} > 0, ∀u ∈ Ω,

即

ũk ∈ Ω, (u− ũk)TF (uk) > (u− ũk)T
1

βk
(uk − ũk), ∀u ∈ Ω.

两边都加上 (u− ũk)T{−[F (uk)− F (ũk)]}, 就有

ũk ∈ Ω, (u− ũk)TF (ũk) > (u− ũk)Td(uk, ũk), ∀u ∈ Ω, (4.6)
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其中

d(uk, ũk) =
1

βk
(uk − ũk)− [F (uk)− F (ũk)]. (4.7)

根据对 F 的 Lipschitz 连续假设, d(uk, ũk) 满足 (1.3) 的前半部分要求. 在投影 (4.5) 中, 我们可以假

设 βk > 0, 使得

βk∥F (uk)− F (ũk)∥ 6 ν∥uk − ũk∥, ν ∈ (0, 1). (4.8)

利用 Armijo 类法则, 可以使得

βmax > sup{βk} > inf{βk} > βmin > 0.

由 d(uk, ũk) 的表达式 (4.7) 和条件 (4.8), 根据 Cauchy-Schwarz 不等式, 有

(uk − ũk)Td(uk, ũk) > 1

βk
(1− ν)∥uk − ũk∥2 > 1

βmax
(1− ν)∥uk − ũk∥2. (4.9)

这样的 d(uk, ũk) 满足 (1.3) 的后半部分要求. 因此, 由 (4.5) 给出的 ũk 是一个合格的预测点. 除此以

外, 也可以像文献 [13] 中通过近似求解一个辅助子问题得到合格的预测点. 求解经典的单调变分不等

式 (1.9) 的投影收缩算法通常由这种方法得到预测点. 由投影得到预测点的收缩方法, 称之为投影收

缩算法[17]. 然而, 人们往往忽视了采用同样步长的第二类校正方法[18,19].

4.2.2 通过求解优化子问题得到 (3.5) 的预测点

变分不等式 (3.5) 是问题 (1.1) 的一个具体例子, 它是由凸优化问题 (3.2) 导出的. 注意到凸优化

问题 (3.2) 的 Lagrange 函数是 (3.3), 相应的增广 Lagrange 函数 (augmented Lagrange function) 是

Lβ(x, y, z, λ) = L(x, y, z, λ) +
β

2
∥Ax+By + Cz − b∥2,

其中 β > 0 是等式约束 Ax+By + Cz = b 的罚参数. 换句话说,

Lβ(x, y, z, λ) = θ1(x) + θ2(y) + θ3(z)− λT(Ax+By + Cz − b) +
β

2
∥Ax+By + Cz − b∥2. (4.10)

对给定的 vk = (yk, zk, λk), 先按 x-y-z 的顺序求得 ũk = (x̃k, ỹk, z̃k):
x̃k = argmin

{
Lβ(x, y

k, zk, λk) | x ∈ X
}
,

ỹk = argmin
{
Lβ(x̃

k, y, zk, λk) | y ∈ Y
}
,

z̃k = argmin
{
Lβ(x̃

k, ỹk, z, λk) | z ∈ Z
}
,

(4.11a)

然后通过

λ̃k = λk − β(Ax̃k +Byk + Czk − b) (4.11b)

定义 λ̃k, 这样生成了 w̃k = (x̃k, ỹk, z̃k, λ̃k). (4.11a) 中的子问题分别是只含变量 x、y 和 z 的凸优化问

题,本文不讨论如何具体求解这些子问题.利用增广 Lagrange函数的表达式 (见 (4.10))和引理 2.1,可

知 (4.11a) 的 x- 子问题的最优性条件可以写成

x̃k ∈ X , θ1(x)− θ1(x̃
k) + (x− x̃k)T{−ATλk + βAT(Ax̃k +Byk + Czk − b)} > 0.
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再根据 (4.11b) 中 λ̃k 的定义, 上面的不等式可以写成

x̃k ∈ X , θ1(x)− θ1(x̃
k) + (x− x̃k)T{−ATλ̃k} > 0, ∀x ∈ X . (4.12a)

类似地, (4.11a) 中的 y- 和 z- 子问题的最优性条件可以分别写成

ỹk ∈ Y, θ2(y)− θ2(ỹ
k) + (y − ỹk)T{−BTλ̃k + βBTB(ỹk − yk)} > 0, ∀ y ∈ Y (4.12b)

和

z̃k ∈ Z, θ3(z)−θ3(z̃
k)+(z− z̃k)T{−CTλ̃k+βCTB(ỹk−yk)+βCTC(z̃k−zk)} > 0, ∀ z ∈ Z. (4.12c)

此外, 由 λ̃k 的表达式 (4.11b) 得到的等式

(Ax̃k +Bỹk + Cz̃k − b)−B(ỹk − yk)− C(z̃k − zk) +
1

β
(λ̃k − λk) = 0

也可以写成变分不等式的形式

λ̃k ∈ Rm, (λ− λ̃k)T(Ax̃k +Bỹk + Cz̃k − b) + (λ− λ̃k)T
(
−B(ỹk − yk)− C(z̃k − zk) +

1

β
(λ̃k − λk)

)
> 0, ∀λ ∈ Rm. (4.12d)

利用 (3.5) 中的表达式, 将 (4.12a)、(4.12b)、(4.12c) 和 (4.12d) 写在一起就是

w̃k ∈ Ω, θ(u)− θ(ũk) + (w − w̃k)TF (w̃k) > (v − ṽk)TQ(vk − ṽk), ∀w ∈ Ω, (4.13)

其中

v =


y

z

λ

 和 Q =


βBTB 0 0

βCTB βCTC 0

−B −C 1
β Im

 . (4.14)

对应于定义 1.1 中的 d(vk, ṽk), 这里有

d(vk, ṽk) = Q(vk − ṽk). (4.15)

Q 是一个矩阵, 条件 (1.3) 的第一部分显然满足. 此外,

(vk − ṽk)Td(vk, ṽk) =
1

2
{(vk − ṽk)T(QT +Q)(vk − ṽk)}

=
1

2
(vk − ṽk)T




βBTB 0 0

0 βCTC 0

0 0 1
β Im

+


βBTB βBTC −BT

βCTB βCTC −CT

−B −C 1
β Im


 (vk − ṽk)

=
1

2

(
β∥B(yk − ỹk)∥2 + β∥C(zk − z̃k)∥2 + 1

β
∥λk − λ̃k∥2

)
+

1

2

(
β∥B(yk − ỹk) + C(zk − z̃k)− 1

β
(λk − λ̃k)∥2

)
> 1

2

(
β∥B(yk − ỹk)∥2 + β∥C(zk − z̃k)∥2 + 1

β
∥λk − λ̃k∥2

)
.

因此, 在 B 和 C 列满秩的条件下, 条件 (1.3)的第二部分满足. 因此, 由 (4.11)给出的 w̃k 是一个合格

的预测点. 求解凸优化的分裂收缩算法通常是用类似的方法生成预测点.
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5 以 H−1d(vk, ṽk)H−1d(vk, ṽk)H−1d(vk, ṽk) 为搜索方向的第一类方法

产生新迭代点的校正公式由 (1.6) 给出, 我们先讨论第一类方法. 为讨论如何选取步长 α, 我们把

第一类方法产生新迭代点的校正公式 (1.6a) 写成依赖 α 的

vk+1
I (α) = vk − αH−1d(vk, ṽk), (5.1)

希望每次迭代得到尽可能大的 “进步量”. 通过定义

ϑk(α) = ∥vk − v∗∥2H − ∥vk+1
I (α)− v∗∥2H , (5.2)

研究如何选取适当的 α = αk, 使得 ϑk(αk) 尽可能大. 为了下面的讨论, 定义

qk(α) = 2α(vk − ṽk)Td(vk, ṽk)− α2∥H−1d(vk, ṽk)∥2H . (5.3)

5.1 计算步长的第一类方法

根据 (5.2) 和 (5.1), 得到

ϑk(α) = ∥vk − v∗∥2H − ∥(vk − v∗)− αH−1d(vk, ṽk)∥2H
= 2α(vk − v∗)Td(vk, ṽk)− α2∥H−1d(vk, ṽk)∥2H . (5.4)

对任意给定的 v∗, (5.4) 表明 ϑk(α) 是 α 的一个二次函数. 只是 v∗ 是 w∗ 的部分向量, 是未知的, 我们

无法直接求 ϑk(α) 的极大.

定理 5.1 设 vk+1
I (α) 由 (1.6a) 生成. 对任意的 α > 0, 由 (5.2) 定义的 ϑk(α), 有

ϑk(α) > qk(α), (5.5)

其中 qk(α) 由 (5.3) 给出.

证明 这个结论可以从 (5.4) 和 (4.3) 直接得到.

定理 5.1 表明二次函数 qk(α) 是 ϑk(α) 的一个下界函数. 使 qk(α) 达到极大的 α∗
k 是

α∗
k = argmax{qk(α)} =

(vk − ṽk)Td(vk, ṽk)

∥H−1d(vk, ṽk)∥2H
. (5.6)

这个最优步长可以根据寻查方向 d(vk, ṽk) 相应的 (4.3) 的左右两端的信息确定. 根据条件 (1.3), 存在

αmin = λmin(H)

(
δ

K2

)
> 0, (5.7)

其中 λmin(H) 是正定矩阵 H 的最小特征值, 使得 α∗
k > αmin, ∀ k > 0. 收缩算法的本意是想在每次迭

代中极大化二次函数 ϑk(α) (见 (5.4)), 由于它含有未知的 v∗, 我们不得已才极大化它的下界二次函数

qk(α). 对任意的 γ ∈ (0, 2), 用

vk+1
I = vk − γα∗

kH
−1d(vk, ṽk), (5.8)

产生新的迭代点. 根据 (5.2) 和 (5.5), 由 (5.8) 产生的 vk+1
I 满足

∥vk+1
I − v∗∥2H 6 ∥vk − v∗∥2H − qk(γα

∗
k). (5.9)
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由 qk(α) 和 α∗
k 的定义 (分别见 (5.3) 和 (5.6)), 以及 αk = γα∗

k 得到

qk(αk) = 2αk(v
k − ṽk)Td(vk, ṽk)− α2

k∥H−1d(vk, ṽk)∥2H = (2− γ)αk(v
k − ṽk)Td(vk, ṽk). (5.10)

所以, 根据 (1.3), 由校正公式 (5.8) 产生的 vk+1
I 满足

∥vk+1
I − v∗∥2H 6 ∥vk − v∗∥2H − γ(2− γ)α∗

kδ∥vk − ṽk∥2.

由 α∗
k > αmin 和 (5.7), 便有

∥vk+1
I − v∗∥2H 6 ∥vk − v∗∥2H − γ(2− γ)λmin(H)

(
δ2

K2

)
∥vk − ṽk∥2. (5.11)

不等式 (5.11) 说明, 序列 {vk} 都是收缩和有界的. 利用这个不等式, 容易证明方法的收敛性. 在实际

计算中, 我们一般取一个松弛因子 γ ∈ [1, 2), 其理由可见图 1.

5.2 采用固定步长的第一类方法

如果问题 (1.1) 是由结构型凸优化问题导致的, 它生成预测点的一般形式是 (4.13), 寻查方向是

d(vk, ṽk) = Q(vk − ṽk) (见 (4.15)). 设

M = H−1Q,

在实际计算中, 人们往往取一个固定的 α, 迭代采取

vk+1 = vk − αM(vk − ṽk), (5.12)

其中 α 是常数, 满足 0 < α < αmax, 这里

αmax = argmax{α | QT +Q− αMTHM ≽ 0}.

由于 (见 (5.3))

qk(α) = 2α(vk − ṽk)TQ(vk − ṽk)− α2∥M(vk − ṽk)∥2H
= α{(vk − ṽk)T[QT +Q− αMTHM ](vk − ṽk)}

> α(αmax − α)(vk − ṽk)TMTHM(vk − ṽk), (5.13)

O α∗ γα∗

q(α)

ϑ(α)

α

图 1 取松弛因子 γ ∈ [1,2) 的示意图
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根据 (5.9) 和 (5.10), 有

∥vk+1 − v∗∥2H 6 ∥vk − v∗∥2H − α(αmax − α)∥vk − ṽk∥2MTHM .

文献 [6,8–11,14,20,21]中给出的求解凸优化的分裂收缩方法,都采用固定步长的方式,因为简单,更容

易被他人接受和采用. 例如, 文献 [22] 就用文献 [10] 中的方法成功求解数据科学中的问题. 如果 Q 本

身就是一个对称正定矩阵,那么就可以令 H = Q, M 为单位矩阵,方法就变成邻近点算法 (PPA) [23, 24]

或者定制的邻近点算法 (customized PPA) [8, 25].

6 以 H−1F (w̃k)H−1F (w̃k)H−1F (w̃k) 为搜索方向的第二类方法

为讨论第二类方法中如何选取步长 α,我们把第二类方法产生新迭代点的校正公式 (1.6b)写成依

赖 α 的

wk+1
II (α) = argmin

{
αθ(u) +

1

2
∥w − [wk − αH−1F (w̃k)]∥2H

∣∣∣∣ w ∈ Ω

}
. (6.1)

注意到 v 为 w 的核心变量部分, 同样定义

ζk(α) = ∥vk − v∗∥2H − ∥vk+1
II (α)− v∗∥2H . (6.2)

特别需要指出的是, 第一类方法的最优步长是根据 (4.3) 的左右两端的信息确定的. 而对于第二类算

法, 最优步长不是类似地根据 (4.4) 的左右两端的信息确定的, 而是直接采用相应的第一类算法的步

长. 下面的定理说明, 在 (1.6b)中取与 (1.6a)中同样的 αk, (6.2)中的 ζk(α) ‘不差于’ (5.2)中的 ϑk(α).

定理 6.1 设 wk+1
II (α) 由 (6.1) 生成. 对任意的 α > 0, 由 (6.2) 定义的 ζk(α), 有

ζk(α) > qk(α) + ∥vk+1
I (α)− vk+1

II (α)∥2H , (6.3)

其中 vk+1
I (α) 和 qk(α) 分别由 (5.1) 和 (5.3) 给出.

证明 我们先考虑 ∥wk−w∗∥2H−∥wk+1
II (α)−w∗∥2H. 由于 wk+1

II (α)是 (6.1)的解,在引理 2.2的 (2.2)

中令 s = α, q = wk − αH−1F (w̃k), 有

∥wk+1
II (α)− w∥2H 6 (2αθ(u) + ∥w − [wk − αH−1F (w̃k)]∥2H)

− (2αθ(uk+1
II ) + ∥wk+1

II (α)− [wk − αH−1F (w̃k)]∥2H), ∀w ∈ Ω.

对上式中任意的 w ∈ Ω, 取 w = w∗, 就得到

∥wk+1
II (α)− w∗∥2H 6 (2αθ(u∗) + ∥wk − αH−1F (w̃k)− w∗∥2H)

− (2αθ(uk+1
II ) + ∥wk − αH−1F (w̃k)− wk+1

II (α)∥2H). (6.4)

因此,

∥wk − w∗∥2H − ∥wk+1
II (α)− w∗∥2H > ∥wk − w∗∥2H − ∥(wk − w∗)− αH−1F (w̃k)∥2H

+ ∥(wk − wk+1
II (α))− αH−1F (w̃k)∥2H + 2α(θ(uk+1

II )− θ(u∗)).

进一步对上式右端化简, 得到

∥wk − w∗∥2H − ∥wk+1
II (α)− w∗∥2H
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> 2α(wk − w∗)TF (w̃k) + 2α(wk+1
II (α)− wk)TF (w̃k) + ∥wk − wk+1

II (α)∥2H + 2α(θ(uk+1
II )− θ(u∗))

= 2α(wk+1
II (α)− w∗)TF (w̃k) + ∥wk − wk+1

II (α)∥2H + 2α(θ(uk+1
II )− θ(u∗)). (6.5)

将 (6.5) 中右端的第一项 (wk+1
II (α)− u∗)TF (w̃k) 按需要分拆:

(wk+1
II (α)− w∗)TF (w̃k) = (wk+1

II (α)− w̃k)TF (w̃k) + (w̃k − w∗)TF (w̃k).

因为 wk+1
II (α) ∈ Ω, 在 (1.2) 中令 w = wk+1

II (α) 就得到

(wk+1
II (α)− w̃k)TF (w̃k) > (vk+1

II (α)− ṽk)Td(vk, ṽk) + (θ(ũk)− θ(uk+1
II (α))). (6.6)

由于

(w̃k − w∗)TF (w̃k) > (w̃k − w∗)TF (w∗) 和 θ(ũk)− θ(u∗) + (w̃k − w∗)TF (w∗) > 0,

我们有

(w̃k − w∗)TF (w̃k) > θ(u∗)− θ(ũk). (6.7)

将 (6.6) 和 (6.7) 相加, 得到

(wk+1
II (α)− w∗)TF (w̃k) > (vk+1

II (α)− ṽk)Td(vk, ṽk) + (θ(u∗)− θ(uk+1
II )). (6.8)

将它代入 (6.5) 的右端, 就有

∥wk − w∗∥2H − ∥wk+1
II (α)− w∗∥2H > ∥wk − wk+1

II (α)∥2H + 2α(vk+1
II (α)− ṽk)Td(vk, ṽk).

在 v 是 w 的真子向量的情形下, 在上式中令 h → 0+ (见 (1.5) 中的 H), 得到

∥vk − v∗∥2H − ∥vk+1
II (α)− v∗∥2H > ∥vk − vk+1

II (α)∥2H + 2α(vk+1
II (α)− ṽk)Td(vk, ṽk). (6.9)

对上式右端, 利用 qk(α) 的形式 (见 (5.3)), 就化成

ζk(α) = ∥vk − v∗∥2H − ∥vk+1
II (α)− v∗∥2H

> ∥vk − vk+1
II (α)∥2H + 2α(vk+1

II (α)− ṽk)Td(vk, ṽk)

= ∥vk − vk+1
II (α)∥2H + 2α(vk+1

II (α)− vk)Td(vk, ṽk) + 2α(vk − ṽk)Td(vk, ṽk)

= ∥(vk − vk+1
II (α))− αH−1d(vk, ṽk)∥2H − α2∥H−1d(vk, ṽk)∥2H + 2α(vk − ṽk)Td(vk, ṽk)

= ∥(vk − vk+1
II (α))− αH−1d(vk, ṽk)∥2H + qk(α).

由于 vk − αH−1d(vk, ṽk) 就是 vk+1
I (α) (见 (5.1)), 这样就完成了定理结论 (6.3) 的证明.

定理 6.1 说明, qk(α) 也是 ζk(α) 的下界. 比较 (6.3) 和 (5.5), 可以发现, 对同样的 α, ζk(α) 优于

ϑk(α). 在实际计算中, 由于 v 才是核心变量, 我们采用校正公式

(收缩算法 -1) vk+1
I = vk − γα∗

kH
−1d(vk, ṽk), (6.10)

或者

(收缩算法 -2) vk+1
II = argmin

{
γα∗

kθv(u) +
1

2
∥v − [vk − γα∗

kH
−1Fv(w̃

k)]∥2H
∣∣∣∣ v ∈ V

}
(6.11)
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给出新的迭代点 vk+1, 其中 α∗
k 都由 (5.6) 给出, θv(u) 和 Fv(w̃

k) 分别是可分离函数 θ(u) 和向量

F (w̃k) 中对应核心变量 v 的那一部分. 例如, 对于第 4.2.2 小节中三个可分离算子的优化问题, 因为

w = (x, y, z, λ), v = (y, z, λ), 所以相应地有

θv(u) = θ2(y) + θ3(z) 和 Fv(w) =


−BTλ

−CTλ

Ax+By + Cz − b

 .

采用收缩算法 -2, 校正得到 vk+1 需要求解的问题 (6.11) 的形式是

min

{
θv(u) +

r

2
∥v − d∥2H | v ∈ V

}
, (6.12)

也就是形如 (2.2) 的问题. 对可分离结构的变分不等式问题, 求解 (6.12) 往往是容易操作的.

7 遍历意义下的迭代复杂性

为了证明算法的迭代复杂性, 我们需要下面的定理对 (1.1) 的解集做新的刻画.

定理 7.1 变分不等式 (1.1) 的解集是凸的并且可以表示成

Ω∗ =
∩
w∈Ω

{w̃ ∈ Ω : (θ(u)− θ(ũ)) + (w − w̃)TF (w) > 0}. (7.1)

证明 证明方法与文献 [4, 定理 2.3.5]类似. 有兴趣的读者可以参见文献 [21, 定理 2.1]中的详细

证明.

定理 7.1 说明

w̃ ∈ Ω, θ(u)− θ(ũ) + (w − w̃)TF (w̃) > 0, ∀w ∈ Ω

与

w̃ ∈ Ω, θ(u)− θ(ũ) + (w − w̃)TF (w) > 0, ∀w ∈ Ω

是等价的. 我们用后者定义变分不等式 (1.1) 的近似解. 对给定的 ϵ > 0, 如果 w̃ ∈ Ω 满足

w̃ ∈ Ω, θ(u)− θ(ũ) + (w − w̃)TF (w) > −ϵ, ∀w ∈ D(w̃),

其中

D(w̃) = {w ∈ Ω | ∥w − w̃∥ 6 1} (7.2)

就称作变分不等式 (1.1) 的 ϵ 近似解. 换句话说, 对给定的 ϵ > 0, 问经过多少次迭代, 能够得到一个

w̃ ∈ Ω, 使得

w̃ ∈ Ω, sup
w∈D(w̃)

{θ(ũ)− θ(u) + (w̃ − w)TF (w)} 6 ϵ. (7.3)

下面的两个引理, 对采用同一预测不同校正的两类方法, 我们证明了它们的同一性质. 由 F 的单调性,

我们有 (w − w̃k)TF (w) > (w − w̃k)TF (w̃k). 将其用到 (1.2) 的左端, 得到

w̃k ∈ Ω, θ(u)− θ(ũk) + (w − w̃k)TF (w) > (v − ṽk)Td(vk, ṽk), ∀w ∈ Ω. (7.4)

这个不等式在下面的两个引理证明中都要用到.
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引理 7.1 设 {w̃k}和 {vk}是算法中分别由预测 (1.2)和第一类校正方法 (1.6a)产生的序列, 则

对所有的 k 都有

αk(θ(u)− θ(ũk) + (w − w̃k)TF (w)) > 1

2
(∥v − vk+1∥2H − ∥v − vk∥2H) +

1

2
qk(αk), ∀w ∈ Ω, (7.5)

其中 qk(·) 由 (5.3) 给出.

证明 由 (1.6a), 有 d(vk, ṽk) = 1
αk

H(vk − vk+1). 代入 (7.4), 得到

αk(θ(u)− θ(ũk) + (w − w̃k)TF (w)) > (v − ṽk)TH(vk − vk+1), ∀w ∈ Ω.

因此, 要证明引理的结论, 我们只需证明

(v − ṽk)TH(vk − vk+1) > 1

2
(∥v − vk+1∥2H − ∥v − vk∥2H) +

1

2
qk(αk). (7.6)

对 (7.6) 左端的 (v − ṽk)TH(vk − vk+1) 使用恒等式

(a− b)TH(c− d) =
1

2
(∥a− d∥2H − ∥a− c∥2H) +

1

2
(∥c− b∥2H − ∥d− b∥2H),

我们得到

(v − ṽk)TH(vk − vk+1) =
1

2
(∥v − vk+1∥2H − ∥v − vk∥2H) +

1

2
(∥vk − ṽk∥2H − ∥vk+1 − ṽk∥2H). (7.7)

再次利用 vk+1 = vk − αkH
−1d(vk, ṽk) 和 qk(·) 的定义, 马上得到

∥vk − ṽk∥2H − ∥vk+1 − ṽk∥2H = ∥vk − ṽk∥2H − ∥(vk − ṽk)− αkH
−1d(vk, ṽk)∥2H

= 2αk(v
k − ṽk)Td(vk, ṽk)− α2

k∥H−1d(vk, ṽk)∥2H
= qk(αk).

代入 (7.7) 的右端就得到 (7.6), 引理得证.

引理 7.1 是证明第一类算法收敛速率的基础. 对第二类方法, 我们也有相同的结论.

引理 7.2 设 {w̃k}和 {vk}是算法中分别由预测 (1.2)和第二类校正方法 (1.6b)产生的序列, 则

对所有的 k 都有

αk(θ(u)− θ(ũk) + (w − w̃k)TF (w)) > 1

2
(∥v − vk+1∥2H − ∥v − vk∥2H) +

1

2
qk(αk), ∀w ∈ Ω, (7.8)

其中 qk(·) 由 (5.3) 给出.

证明 把 (7.8) 的左端 αk(θ(u)− θ(ũk) + (w − w̃k)TF (w)) 分拆成

αk(θ(u)− θ(ũk) + (w − w̃k)TF (w)) = αk(θ(u
k+1)− θ(ũk) + (wk+1 − w̃k)TF (w))

+ αk(θ(u)− θ(uk+1) + (w − wk+1)TF (w)) (7.9)

分别处理. 先用预测的性质处理 (7.9) 右端的第一部分 αk(θ(u
k+1) − θ(ũk) + (wk+1 − w̃k)TF (w)). 因

为 wk+1 ∈ Ω, 将 (7.4) 中的 w 设成 wk+1, 就得

αk(θ(u
k+1)− αθ(ũk) + (wk+1 − w̃k)TF (w))

> αk(v
k+1 − ṽk)Td(vk, ṽk)
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= αk(v
k − ṽk)Td(vk, ṽk)− αk(v

k − vk+1)Td(vk, ṽk). (7.10)

对 (7.10) 右端的第二个交叉项用 Cauchy-Schwarz 不等式得到

−αk(v
k − vk+1)Td(vk, ṽk) > −1

2
∥vk − vk+1∥2H − 1

2
α2
k∥H−1d(vk, ṽk)∥2H .

将上式代入 (7.10) 的右端, 并利用 qk(αk) 的定义, 就有

αk(θ(u
k+1)− αθ(ũk) + (wk+1 − w̃k)TF (w)) > 1

2
qk(αk)−

1

2
∥vk − vk+1∥2H . (7.11)

再用校正的性质处理 (7.9) 右端的第二部分 αk(θ(u) − θ(uk+1) + (w − wk+1)TF (w)). 因为 wk+1 是问

题 (1.6b) 的最优解, 根据引理 2.1, 有

αk(θ(u)− θ(uk+1)) + (w − wk+1)TH{(wk+1 − wk) + αkH−1F (wk+1)} > 0.

利用单调性, (w − wk+1)TF (w) > (w − wk+1)TF (wk+1), 从上式可以得到

αk(θ(u)− θ(uk+1) + (w − wk+1)TF (w)) > (w − wk+1)TH(wk − wk+1).

在 v 是 w 的真子向量的情形下, 令 h → 0+ (见 (1.5) 中的 H), 得到

αk(θ(u)− θ(uk+1) + (w − wk+1)TF (w)) > (v − vk+1)TH(vk − vk+1).

对上式右端利用恒等式 aTHb = 1
2{∥a∥

2
H − ∥a− b∥2H + ∥b∥2H}, 我们得到

αk(θ(u)− θ(uk+1) + (w − wk+1)TF (w)) > 1

2
(∥v − vk+1∥2H − ∥v − vk∥2H) +

1

2
∥vk − vk+1∥2H . (7.12)

将 (7.11) 和 (7.12) 相加, 得到 (7.8) 即完成了证明.

对两类不同算法分别有引理 7.1 和 7.2, 它们的结论完全相同. 由于 qk(αk) > 0, 我们从 (7.5) (和

与其相同的 (7.8)) 得到证明迭代复杂度 O(1/t) 的关键不等式:

αk(θ(u)− θ(ũk) + (w − w̃k)TF (w)) +
1

2
∥v − vk∥2H > 1

2
∥v − vk+1∥2H , ∀w ∈ Ω. (7.13)

定理 7.2 设 {w̃k} 和 {vk} 为算法中分别由预测 (1.2) 和校正 (1.6a) (或 (1.6b)) 产生的序列, 则

对所有的 t > 0 都有 w̃t ∈ Ω 和

θ(ũt)− θ(u) + (w̃t − w)TF (w) 6 1

2Υt
∥v − v0∥2H , ∀w ∈ Ω, (7.14)

其中

w̃t =
1

Υt

t∑
k=0

αkw̃
k, Υt =

t∑
k=0

αk. (7.15)

证明 首先, 因为对每个 k > 0, 都有 w̃k ∈ Ω, (7.15) 表明 w̃t 是它们的凸组合, 所以 w̃t ∈ Ω. 将

对应于 k = 0, 1, . . . , t 的不等式 (7.13) 相加, 得到

Υtθ(u)−
t∑

k=0

αkθ(ũ
k) +

(
Υtw −

t∑
k=0

αkw̃
k

)T

F (w) +
1

2
∥v − v0∥2H > 0, ∀w ∈ Ω.
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利用记号 w̃t, 上式可以写成

1

Υt

t∑
k=0

αkθ(ũ
k)− θ(u) + (w̃t − w)TF (w) 6 1

2Υt
∥v − v0∥2H , ∀w ∈ Ω. (7.16)

由于 θ(u) 是凸函数, 并由 (7.15) 可知,

ũt =
1

Υt

t∑
k=0

αkũ
k

是 ũ0, ũ1, . . . , ũt 的凸组合, 因此有

θ(ũt) 6
1

Υt

t∑
k=0

αkθ(ũ
k).

将其代入 (7.16), 就得到了定理的结论.

根据 (5.7), 对所有的 k > 0, 有 α∗
k > γαmin. 由 αk = γα∗

k, 有

Υt =
t∑

k=0

αk > (t+ 1)γαmin.

代入 (7.14) 并利用 D(w̃) ⊂ Ω (见 (7.2)) 就得到

θ(ũt)− θ(u) + (w̃t − w)TF (w) 6 1

t+ 1
· ∥v − v0∥2H

2γαmin
, ∀w ∈ D(w̃).

结合 (7.3), 这就证明了方法的 O(1/t) 迭代复杂度.

8 结论与建议

本文对凸优化和单调变分不等式的收缩算法给出统一框架, 证明了其中的孪生方法具有相同的

O(1/t)迭代复杂性. 这些方法包括了经典单调变分不等式的投影收缩算法、变分不等式框架下定制的

PPA 算法[11, 26]、乘子交替方向法[27,28] 和处理多个可分离算子的分裂收缩算法[9, 10].

经典的单调变分不等式 (1.9) 方面, 已有的计算步长的算法属于第一类算法[7, 18,19]. 采用相同步

长的孪生方法[5, 11–13], 以及研究孪生算法迭代复杂性的文献 [29] 的结果, 都包含在这个框架. 对由凸

优化问题转换来的变分不等式,按需定制的邻近点算法 (customized PPA) [11, 14,25],改进的乘子交替方

向法[20, 30], 以及处理多个可分离算子的分裂收缩算法[9, 10,14], 属于第一类算法. 这些方法能被工程界

和相关学科领域重视和采用 (参见文献 [15, 22]), 是机理简单的原因.

已有的计算实践证明, 对经典的单调变分不等式 (1.9), 处理同一个问题, 第二类算法更快. 基于

这个理由, 对由凸优化问题转换来的变分不等式, 在子问题 (6.12) 容易求解的情形下, 我们建议采用

孪生的第二类算法, 除了提高计算效率, 同时还使迭代序列 {wk} 一直都在 Ω 内.

致谢 感谢匿名审稿人提出的宝贵意见与建议.
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A uniform framework of contraction methods for convex
optimization and monotone variational inequality

Bingsheng He

Abstract Linearly constrained convex optimization problems can be reformulated as monotone variational in-
equalities, which include linearly constrained convex optimization problems as special cases. Usually, deriving
and studying optimization methods in the framework of variational inequalities are often more convenient. Based
on the twin directions and identical step size, there exists a unified predictor-corrector framework for projection-
contraction methods solving monotone variational inequalities. According to the twin directions, the unified
framework falls into two classes with similar computational cost in each iteration, while totally the second class
outperforms the first as confirmed in numerical experiments. Most recently developed splitting contraction meth-
ods belong to a more general framework, in which similar twin directions can be generated. However, until now,
all splitting contraction methods can be seen as generalizations of the methods in the first class of the unified
predictor-corrector framework. In this paper, the generalization of methods in the second class is derived using
existing step size and the other generalized direction. The O(1/t) iteration complexity is proved in the generalized
unified framework.

Keywords convex optimization, monotone variational inequality, projection-contraction method, splitting

contraction method, unified framework, twin directions and same step size
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