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摘要 在保证适当学习精度前提下, 神经网络的神经元个数应该尽可能少 (结构稀疏化), 从而降低成

本, 提高稳健性和推广精度. 本文采用正则化方法研究前馈神经网络的结构稀疏化. 除了传统的用于

稀疏化的 L1 正则化之外, 本文主要采用近几年流行的 L1/2 正则化. 为了解决 L1/2 正则化算子不光

滑、容易导致迭代过程振荡这一问题, 本文试图在不光滑点的一个小邻域内采用磨光技巧, 构造一种

光滑化 L1/2 正则化算子, 希望达到比 L1 正则化更高的稀疏化效率. 本文综述了近年来作者在用于神

经网络稀疏化的 L1/2 正则化的一些工作,涉及的神经网络包括 BP 前馈神经网络、高阶神经网络、双

并行前馈神经网络, 以及 Takagi-Sugeno 模糊模型.

关键词 神经网络 稀疏化 L1/2 正则化

MSC (2010) 主题分类 68T05

1 引言

人工神经网络研究包含两个主要部分, 其一是权值优化, 即针对给定的某种网络结构, 选取适当

的学习方法寻求最优权值,使得训练误差 (训练样本集上的误差)和推广误差 (未用于训练的样本的误

差) 都足够小 (参见文献 [1, 2]); 其二是结构优化, 即选择适当的活化函数、网络层数、单元连接方式、

单元数量等 (参见文献 [3–5]). 人工神经网络研究已经得到近几十年的迅猛发展. 相比较而言, 神经网

络结构优化研究远不如权值优化研究那样丰富和成熟.

从神经网络精度的角度来看, 结构稀疏化的研究意义在于, 单元数量太少当然无法达到必要的精

度, 但是, 单元数量太多则除了增加成本之外, 还容易导致过度训练, 即训练误差很小, 而推广误差很

大并且稳健性变坏. 事实上, 神经网络中的单元与权值连接数量很像用多项式作数值逼近时的多项式

次数. 达到一定限度之后, 单元与权值连接数量越多 (或多项式次数越高) 则训练精度越高, 但推广精

度越低. 主要原因在于,单元与权值连接数量越多 (或多项式次数越高),越容易产生振荡 (注意多项式

次数决定了其 “拐弯”的次数),此即逼近理论中著名的所谓龙格现象.实际应用中,神经网络常常要制

成相应的电路或光路等硬件. 从这一方面看, 结构稀疏化意味着降低制造成本, 成为神经网络成功应

用的重要一环.
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神经网络权值优化的研究成果已经相当丰富和成熟.传统的并且最简单的权值学习算法是梯度法

(BP 算法) [6, 7], 以及加上动量项、惩罚项等许多不同机制的各种修正算法 (参见文献 [8,9]). 近些年流

行的极端学习机 (ELM) 算法, 是神经网络学习算法研究的重大进展 (参见文献 [10]). ELM 基本解决

了困扰多年的 BP 算法收敛慢这一大难题. 为了保证 ELM 的收敛性, 理论上要求神经网络的隐单元

个数必须足够多. 但是为了保证推广精度,隐单元个数又应该尽可能少. 因此很显然, 结构稀疏化又成

为 ELM 学习算法得以成功应用的一大关键 (参见文献 [11–13]).

正则化方法也称为 Bayes 正则化 [14,15]. 正则项能够防止权值过大以及过度训练, 从而起到改善

推广误差的效果;但是并不能驱使某些权值趋于零,从而不能起到权值或单元稀疏化的效果.受压缩感

知理论中 Lasso 算法的影响, 人们将正则化用于神经网络权值和单元稀疏化 [16, 17], 起到不错的稀疏化

效果. 最近一两年, 我国学者徐宗本院士所倡导的与 L1 正则化方法相比有其独特优点的 L1/2 正则化

方法 [18] 也被应用到神经网络权值和单元稀疏化 [19]. 我们进而提出一种光滑化 L1/2 正则化方法, 希

望进一步提高正则化效率. 初步研究成果表明, 光滑化 L1/2 正则化方法有效消除了普通 L1/2 正则化

方法学习过程中的振荡现象.

本文综述了近年来我们在用于神经网络稀疏化的 L1/2 正则化的部分工作, 涉及的神经网络包括

BP 前馈神经网络、高阶神经网络和双并行前馈神经网络, 以及 Takagi-Sugeno 模糊模型.

2 BP 前馈神经网络

在过去的二十年间, 前馈神经网络的理论与应用研究一直占据神经网络研究领域的中心地位. 主

要研究内容为这类网络的性质与学习方法, 其中 BP 方法 [20] 是最为流行的一种方法. 基于误差纠正

的学习规则, BP 方法能够作为一种一般化的最小均方差 (LMS) 学习方法. 以均方差作为性能指标,

BP 方法是一种近似的最速下降方法.

梯度法的应用主要有两种途径, 一个是分批处理的梯度学习方法, 即所有的样本都被输入到网络

之后更新权值, 通常被称为离线梯度法; 另外一个是在线梯度学习, 即一个样本输入网络后马上更新

权值 [21].

2.1 利用 L1/2 正则化方法的离线梯度法收敛性
[22]

考虑一个含有 p个输入节点、q个隐节点和 1个输出节点的三层网络. 记 w0 = (w10, w20, . . . , wq0)
T

∈ Rq 为隐藏单元与输出单元之间的权向量, wi = (wi1, wi2, . . . , wip)
T ∈ Rp 为输入单元与隐单元 i

(i = 1, 2, . . . , q) 之间的权向量. 为了描述方便, 我们把所有的权参数写成一个简写形式

W = (wT
0 , w

T
1 , . . . , w

T
q )

T ∈ Rq+pq,

另外再定义一个矩阵 V = (w1, w2, . . . , wq)
T ∈ Rq×p. 记 g : R → R 是一个给定的从隐节点到输出节点

的传递函数, 特别地, 但不是必要的, 可以是一个 Sigmoid 函数. 对向量 x = (x1, x2, . . . , xq)
T ∈ Rq, 我

们再定义一个向量函数 G : Rq → Rq, G(x) = (g(x1), g(x2), . . . , g(xq))
T. 假设 {ξj , Oj}Jj=1 ⊂ Rp × R 是

一个给定的训练样本集. 具有 L1/2 正则惩罚项的误差函数如下:

E(W ) =
1

2

J∑
j=1

(Oj − g(w0 ·G(V ξj)))2 + λ

q∑
i=1

p∑
k=0

|wik|
1
2
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=
J∑

j=1

gj(w0 ·G(V ξj)) + λ

q∑
i=1

p∑
k=0

|wik|
1
2 , (2.1)

其中 | · | 表示绝对值,

gj(t) :=
1

2
(Oj − g(t))2.

误差函数的梯度为

EW (W ) = (Ew10(W ), Ew20(W ), . . . , Ewq0(W ),

Ew11(W ), Ew12(W ), . . . , Ew1p(W ),

Ew21(W ), Ew22(W ), . . . , Ew2p(W ),

. . . , Ewq1(W ), Ewq2(W ), . . . , Ewqp(W ))T, (2.2)

其中

Ewi0(W ) =

J∑
j=1

g′j(w0 ·G(V ξj))g(wiξ
j) +

λsgn(wi0)

2|wi0|
1
2

, (2.3)

Ewik
(W ) =

J∑
j=1

g′j(w0 ·G(V ξj))wi0g
′(wi · ξj)ξjk +

λsgn(wik)

2|wik|
1
2

, (2.4)

这里 i = 1, 2, . . . , q, k = 1, 2, . . . , p.

从一个任意的初始值 W 0 开始, 权 {Wn} 通过下式迭代更新,

Wn+1 = Wn +∆Wn, n = 0, 1, 2, . . . , (2.5)

其中

∆wn
i0 = −η

[ J∑
j=1

g′j(w
n
0 ·G(V nξj))g(wiξ

j) +
λsgn(wn

i0)

2|wn
i0|

1
2

]
, (2.6)

∆wn
ik = −η

[ J∑
j=1

g′j(w
n
0 ·G(V nξj))wn

i0g
′(wn

i · ξj)ξjk +
λsgn(wn

ik)

2|wn
ik|

1
2

]
, (2.7)

这里 i = 1, 2, . . . , q, k = 1, 2, . . . , p, 学习率 η > 0 是一个常数.

前面所述的一般 L1/2 正则项在原点处是非光滑的, 这就导致很难分析收敛性, 而且更重要的是

导致数值计算中出现振荡. 为了克服这一缺陷, 通过在原点处光滑化一般的正则项得到了一个改进的

L1/2 正则项, 进而导出以下具有光滑 L1/2 正则惩罚项的误差函数:

E(W ) =
1

2

J∑
j=1

(Oj − g(w0 ·G(V ξj)))2 + λ

q∑
i=1

p∑
k=0

f(wik)
1
2

=

J∑
j=1

gj(w0 ·G(V ξj)) + λ

q∑
i=1

p∑
k=0

f(wik)
1
2 , (2.8)
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其中 gj(t) :=
1
2 (O

j − g(t))2, | · | 表示绝对值, f(x) 是一个近似 |x| 的光滑函数. 为了书写简化, 我们选

取 f(x) 为一个分段多项式函数:

f(x) =


−x, x 6 −a,

− 1

8a3
x4 +

3

4a
x2 +

3

8
a, −a < x < a,

x, x > a,

(2.9)

其中 a 是一个较小的正常数. 不难得出

f(x) ∈
[
3

8
a,+∞

)
, f ′(x) ∈ [−1, 1], f ′′(x) ∈

[
0,

3

2a

]
.

误差函数的梯度可以写为 (2.2), 其中

Ewi0(W ) =

J∑
j=1

g′j(w0 ·G(V ξj))g(wi · ξj) + λ
f ′(wi0)

2f(wi0)
1
2

, (2.10)

Ewik
(W ) =

J∑
j=1

g′j(w0 ·G(V ξj))wi0g
′(wi · ξj)ξjk + λ

f ′(wik)

2f(wik)
1
2

, (2.11)

这里 i = 1, 2, . . . , q, k = 1, 2, . . . , p.

具有光滑 L1/2 正则惩罚项的梯度法 (BGMSR) 从一个初始值 W 0 出发, 权 {Wn} 通过下式迭代
法更新:

Wn+1 = Wn +∆Wn, n = 0, 1, 2, . . . , (2.12)

其中

∆wn
i0 = −η

[ J∑
j=1

g′j(w
n
0 ·G(V nξj))g(wn

i · ξj) + λ
f ′(wn

i0)

2f(wn
i0)

1
2

]
, (2.13)

∆wn
ik = −η

[ J∑
j=1

g′j(w
n
0 ·G(V nξj))wn

i0g
′(wn

i · ξj)ξjk + λ
f ′(wn

ik)

2f(wn
ik)

1
2

]
, (2.14)

这里 i = 1, 2, . . . , q, k = 1, 2, . . . , p, 学习率 η > 0 是一个常数.

下面给出一些关于带光滑 L1/2 正则项 (2.12) 的离线梯度法的收敛性定理. 这些收敛定理的一些

充分条件如下:

(A1) 对于 t ∈ R, |g(t)|, |g′(t)|, |g′′(t)| 一致有界;

(A2) ∥wn
0 ∥ (n = 0, 1, 2, . . .) 一致有界;

(A3) η 与 λ 满足 0 < η < 1
Mλ+C1

, 其中 M =
√
6

4
√
a3
与 C1 是 (3.20) 中定义的常数;

(A4) 存在一个紧集 Φ 使得 Wn ∈ Φ, 且集合 Φ0 = {W ∈ Φ : EW (W ) = 0} 包含有限个点.
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以下是后文用到的一些特别的常数:

C1 = J(1 + C2)C3 max{C2
2 , C

2
5}+

1

2
J(1 + C2)C3 +

1

2
JC2

3C
2
4C5,

C2 = max{√qC3, (C3C4)
2},

C3 = max
{
sup
t∈R

|g(t)|, sup
t∈R

|g′(t)|, sup
t∈R

|g′′(t)|, sup
t∈R,16j6J

|g′j(t)|, sup
t∈R,16j6J

|g′′j (t)|
}
,

C4 = max
16j6J

∥ξj∥,

C5 = sup
n∈N

∥wn
0 ∥.

(2.15)

定理 1 令误差函数如 (2.8)所定义.对任意一个初始值,权序列 {Wn}由迭代法 (2.12)生成. 若

假设 (A1)–(A3) 成立, 则

(i) E(Wn+1) 6 E(Wn), n = 0, 1, 2, . . . ;

(ii) 存在一个 E∗ > 0 使得 limk→∞ E(Wn) = E∗;

(iii) limn→∞ ∥EW (Wn)∥ = 0.

更进一步, 若假设 (A4) 也成立, 则有如下强收敛:

(iv) 存在一个点 W ∗ ∈ Φ0 使得 limn→∞(Wn) = W ∗.

2.2 利用 L1/2 正则化方法的在线梯度法收敛性
[23]

与离线梯度学习方法相比, 在 BP 训练中, 在线梯度法 (OGM) 更为流行 [24]. 从存储空间与计算

时间角度分析, 特别是当学习目标不稳定, 只能利用样本序列中最新的训练样本来计算网络参数时,

OGM 更为有效. 这个过程本身就具有随机性, 因为每次训练误差计算出来之后都要随机地选取一个

新的训练样本. 这一点与离线梯度法形成了鲜明的对比. 而离线梯度法是所有的样本同时决定训练误

差, 实际上是一种确定性算法 (参见文献 [25]).

给定初始权 W 0 ∈ Rq+pq, 通常的 L1/2 在线梯度学习方法 (OGL1/2) 利用下式反复更新权 {Wn},

WnJ+j = WnJ+j−1 − ηn∆
n
j W

nJ+j−1, (2.16)

其中 n = 0, 1, 2, . . . , j = 1, 2, . . . , J ,

∆n
j w

nJ+j−1
i0 = g′j(w

nJ+j−1
0 ·G(V nJ+j−1ξj))g(wnJ+j−1

i ξj) +
λsgn(wnJ+j−1

i0 )

2J |wnJ+j−1
i0 | 12

, (2.17)

∆n
j w

nJ+j−1
ik = g′j(w

nJ+j−1
0 ·G(V nJ+j−1ξj))wnJ+j−1

i0 × g′(wnJ+j−1
i · ξj)ξjk +

λsgn(wnJ+j−1
ik )

2J |wnJ+j−1
ik | 12

, (2.18)

这里 i = 1, 2, . . . , q, k = 1, 2, . . . , p, ηn 是训练第 n 步的学习率.

与前面类似, 引入具有光滑 L1/2 正则惩罚项的误差函数:

E(W ) =
1

2

J∑
j=1

(Oj − g(w0 ·G(V ξj)))2 + λ

q∑
i=1

p∑
k=0

f(wik)
1
2

=

J∑
j=1

gj(w0 ·G(V ξj)) + λ

q∑
i=1

p∑
k=0

f(wik)
1
2 . (2.19)
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给定初始权 W 0 ∈ Rq+pq, 按照以下式子更新权值 {Wn},

WnJ+j = WnJ+j−1 − ηn∆
n
j W

nJ+j−1, (2.20)

其中 n = 0, 1, 2, . . . , j = 1, 2, . . . , J ,

∆n
j w

nJ+j−1
i0 = g′j(w

nJ+j−1
0 ·G(V nJ+j−1ξj))g(wnJ+j−1

i · ξj) + λ
f ′(wnJ+j−1

i0 )

2Jf(wnJ+j−1
i0 )

1
2

, (2.21)

∆n
j w

nJ+j−1
ik = g′j(w

nJ+j−1
0 ·G(V nJ+j−1ξj))wnJ+j−1

i0 × g′(wnJ+j−1
i · ξj)ξjk + λ

f ′(wnJ+j−1
ik )

2Jf(wnJ+j−1
ik )

1
2

, (2.22)

这里 i = 1, 2, . . . , q, k = 1, 2, . . . , p, ηn 是第 n 步的学习率.

对任意向量 x = (x1, x2, . . . , xn) ∈ Rn, 我们把 x 的 Euclid 范数记作 ∥x∥ =
√∑n

i=1 x
2
i . 记

Ω0 = {W : EW (W ) = 0} 为误差函数 E(W ) 的稳定点集. 在算法的收敛性中, 我们作如下假设:

(A1) 对所有的 t ∈ R, |g(t)| 与 |g′(t)| 均 Lipschitz 连续;

(A2) 0 < ηn < 1,
∑∞

n=0 ηn < ∞.

为了简化标记, 我们令

C2 = max
{
sup
t∈R

|g(t)|, sup
t∈R

|g′(t)|, sup
t∈R

|g′′(t)|,

sup
t∈R,16j6J

|g′j(t)|, sup
t∈R,16j6J

|g′′j (t)|
}
,

C3 = max
16j6J

∥ξj∥,

C4 = max{√qC2, C2C3}.

(2.23)

定理 2 误差函数 E(W )如 (2.19)所定义, W 0 为任意初始值,权序列 {Wn}由迭代法 OGSL1/2

(2.20) 对任意一个初始值生成. 假设条件 (A1) 和 (A2) 均成立, 则一定存在唯一的一个点 W ∗ ∈ Ω0,

使得

lim
n→∞

Wn = W ∗, (2.24)

lim
n→∞

∥EW (Wn)∥ = ∥EW (W ∗)∥ = 0. (2.25)

3 高阶神经网络 [26]

3.1 Sigma-Pi-Sigma (Σ-Π-Σ) 神经网络 (SPSNNs)

首先介绍一下 SPSNNs 的网络结构 (图 1), 其包含一个输入层、一个含有求和单元的隐层 (Σ1

层)、一个含有求积单元的隐层 (Π 层) 以及一个输出层 (Σ2 层). M,N,Q 和 1 分别表示各层的节点个

数. 连接 Σ2 层与 Π 层的权记为 w0 = (w01, w02, . . . , w0Q)
T ∈ RQ. 连接 Π 层与 Σ1 层的权取固定值 1.

连接输入层与 Σ1 层第 n 个节点的权记作 wn = (wn1, wn2, . . . , wnM )T. 记 W = (wT
0 ,w

T
1 , . . . ,w

T
N )T

∈ RQ+NM .
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y

∏ ∏ ∏

∑ ∑

x
1

x
2

x
M

∑ 
1 

∑
2 

∏ 1

σ ∈ RN

τ ∈ RQ

x ∈ RM

图 1 SPSNNs 的网络结构 (N = 2, Q = 4)

我们把网络的输入记作 x = (x1, x2, . . . , xM )T ∈ RM , 其中分量 xM 固定为 1. 这样可以把阈值当

作一个权. 假设 g : R → R 是一个给定的 Sigmoid 激活函数, 它可以压缩求和节点的输出值. Σ1 层的

输出向量 σ ∈ RN 记作

σ = (g(w1 · x), g(w2 · x), . . . , g(wN · x))T, (3.1)

其中 “·” 表示内积.

Π 层的输出记作 τ = (τ1, τ2, . . . , τQ)
T ∈ RQ. Π 层的激活函数希望是一个关于 Σ1 层的输出向量

σ = (σ1, σ2, . . . , σN )T 的各个分量的多项式展开式. 为了达到此目的, 每个求积节点都与 Σ1 层的某些

节点 (如 {1} 或者 {1, 2}) 连接, 且每个节点对应一个特殊的单项式 (如 σ1 或者 σ1σ2). 根据不同的连

接单元可以有两种连接方式. 第一种是全连接: Σ1 层与 Π 层能够全连接, 求积因子的个数为

N∑
n=0

Cn
N = 2N .

第二种方式是稀疏连接: 进行稀疏连接的求积因子个数少于 2N . 图 1 给出了一个全连接的 Sigma-Pi-

Sigma 网络, Π 层的输出通过 Σ2 的作用进行加权线性组合.

Λq (1 6 q 6 Q)表示 Σ1 q个求积节点连接的节点的下标, Vn (1 6 n 6 N)表示 Σ1层中所有与第 n

个节点连接的节点的下标, 其中 Λq ⊆ {1, 2, . . . , N}, Vn ⊆ {2, 3, . . . , Q}. 例如, 在图 1 中, 与阈值 w01

相对应的第一个节点并没有与 Σ1 层中的任何节点连接, 所以, Λ1 = ∅. 而我们有 Λ2 = {1}, Λ3 = {2},
Λ4 = {1, 2}, V1 = {2, 4}, V2 = {3, 4}. 对 {Λi} 和 {Vj} 的不同定义导致了不同的组合. 对任意一个集

合 A, 用 φ(A) 表示它的元素个数. 那么, 我们有

Q∑
q=1

φ(Λq) =

N∑
n=1

φ(Vn), (3.2)
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此式在证明中有用.

Π 层的输出向量 τ ∈ RQ 通过下式进行计算,

τq =
∏
i∈Λq

σi, 1 6 q 6 Q, (3.3)

这里不妨假定
∏

i∈Λq
σi ≡ 1, 当 Λq = ∅ 时.

Σ-Π-Σ 网络的最后输出为

y = g(w0 · τ ). (3.4)

3.2 SPSNN 的批处理梯度学习算法

3.2.1 经典 L1/2 算子

记训练样本集为 {xj , Oj}Jj=1 ⊂ RM × R, 并记 yj ∈ R (1 6 j 6 J) 为输入样本 xj ∈ RM 所得到的

实际输出. 把传统的不带惩罚项的均方误差函数记作 Ẽ(W), 即

Ẽ(W) =
1

2

J∑
j=1

(yj −Oj)2 =
J∑

j=1

gj(w0 · τ j), (3.5)

其中

gj(t) =
1

2
(g(t)−Oj)2, t ∈ R, 1 6 j 6 J. (3.6)

接下来导出误差函数 Ẽ(W) 的梯度. 注意到

τ j = (τ j1 , τ
j
2 , . . . , τ

j
Q)

T =

( ∏
i∈Λ1

σj
i ,

∏
i∈Λ2

σj
i , . . . ,

∏
i∈ΛQ

σj
i

)T

, (3.7)

且

σj = (σj
1, σ

j
2, . . . , σ

j
N ) = (g(w1 · xj), g(w2 · xj), . . . , g(wN · xj))T, (3.8)

那么, Ẽ(W) 关于 w0q (1 6 q 6 Q) 的偏导数为

Ẽw0q (W) =
J∑

j=1

g′j(w0 · τ j)τ jq . (3.9)

更进一步, 对任意 1 6 n 6 N , 1 6 m 6 M 且 1 6 q 6 Q,

∂τq
∂wn,m

=


( ∏

i∈Λq\{n}

σi

)
g′(wn · x)xm, 若 q ̸= 1, n ∈ Λq,

0, 若 q = 1, 或 n /∈ Λq.

(3.10)

根据 (3.3) 和 (3.10), 对任意 1 6 n 6 N, 1 6 m 6 M , 我们有

Ẽwn,m(W) =

J∑
j=1

g′j(w0 · τ j)

Q∑
q=1

w0q

∂τ jq
∂wnm
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=
J∑

j=1

g′j(w0 · τ j)
∑
q∈Vn

w0q

( ∏
i∈Λq\{n}

σj
i

)
g′(wn · xj)xj

m, (3.11)

其中 (3.10) 中的
∂τj

q

∂wnm
表示 ∂τq

∂wn,m
在 σi = σj

i 且 x = xj 处的值.

带 L1/2 惩罚项的误差函数为

E(W) = Ẽ(W) + λ

( Q∑
q=1

|w0q|
1
2 +

N∑
n=1

M∑
m=1

|wnm| 12
)
. (3.12)

网络学习的目的是找到一个W∗ 使得

E(W∗) = minE(W). (3.13)

梯度算法是解决这类优化问题的一种常用的简单方法. 从任意一个初始值W0 开始, 当一个学习

迭代循环结束后更新权值, 这就是所谓的批处理模式. 所以在迭代过程中, 权值的更新如下:

Wk+1 = Wk +∆Wk, k = 0, 1, 2, . . . , (3.14)

其中 ∆Wk = (∆wk
01, . . . ,∆wk

0Q,∆wk
11, . . . ,∆wk

NM )T, 而

∆wk
0q = −ηEw0q (W

k) = −η

( J∑
j=1

g′j(w
k
0 · τ k,j)τk,jq +

λsgn(wk
0q)

2|wk
0q|

1
2

)
, 1 6 q 6 Q,

且

∆wk
nm = −ηEwnm(Wk)

= −η

( J∑
j=1

g′j(w
k
0 · τ k,j)

∑
q∈Vn

wk
0q

( ∏
i∈Λq\{n}

σk,j
i

)
g′(wk

n · xj)xj
m

+
λsgn(wk

nm)

2|wk
nm| 12

)
, 1 6 n 6 N, 1 6 m 6 M,

其中学习率 η > 0.

3.2.2 光滑 L1/2 正则算子

前文我们已经提到,一般的 L1/2 正则化项在原点处的不光滑性不仅导致收敛性分析困难,而且我

们的数值实验表明, 在 Σ-Π-Σ 也能够导致振荡. 因此, 这里也把改进的 L1/2 正则化项引入网络中. 那

么, 相应的带光滑 L1/2 正则化惩罚项的误差函数如下:

E(W) = Ẽ(W) + λ

( Q∑
q=1

f
1
2 (w0q) +

N∑
n=1

M∑
m=1

f
1
2 (wnm)

)
, (3.15)

误差函数的梯度为

EW(W) = (Ew01(W), . . . , Ew0Q
(W), Ew11(W), . . . , EwNM

(W))T, (3.16)
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其中

Ew0q (W) =

J∑
j=1

g′j(w0 · τ j)τ jq +
λf ′(w0q)

2f
1
2 (w0q)

, q = 1, 2, . . . , Q,

且

Ewnm(W) =

J∑
j=1

g′j(w0 · τ j)
∑
q∈Vn

w0q

( ∏
i∈Λq\{n}

σj
i

)
g′(wn · xj)xj

m +
λf ′(wnm)

2f
1
2 (wnm)

,

n = 1, 2, . . . , N, m = 1, 2, . . . ,M.

接下来介绍我们的带光滑 L1/2 正则化惩罚项的批处理梯度法: 从任意一个初始值 W0 出发, 权

{Wk} 按照下式更新,

Wk+1 = Wk +∆Wk, k = 0, 1, 2, . . . , (3.17)

其中

∆wk
0q = −η

( J∑
j=1

g′j(w
k
0 · τ k,j)τk,jq +

λf ′(wk
0q)

2f
1
2 (wk

0q)

)
, q = 1, 2, . . . , Q, (3.18)

且

∆wk
n,m = −ηEwn,m(Wk)

= −η

( J∑
j=1

g′j(w
k
0 · τ k,j)

∑
q∈Vn

wk
0q

( ∏
i∈Λq\{n}

σk,j
i

)
g′(wk

n · xj)xj
m

+
λf ′(wk

n,m)

2f
1
2 (wk

n,m)

)
, n = 1, 2, . . . , N, m = 1, 2, . . . ,M, (3.19)

这里学习率 η > 0 是个常数.

3.2.3 我们的主要结果

这里主要给出一些带光滑 L1/2 正则项 (3.17) 的批处理梯度法收敛性结果. 首先给出一些收敛的

充分条件:

(A1) 对于 t ∈ R, |g(t)|, |g′(t)| 以及 |g′′(t)| 一致有界;

(A2) ∥wk
0∥ (k = 0, 1, 2, . . .) 一致有界;

(A3) η 与 λ 应满足 0 < η < 1
λρ+C , 其中 ρ =

√
6

4
√
a3
且 C 是 (3.20) 中定义的一个常数;

(A4)存在一个紧集 Φ ∈ RQ+NM 使得Wk ∈ Φ, 并且集合 Φ0 = {W ∈ Φ : EW(W) = 0}包含有限
个点.

证明中需要用到的一些特别的常数:

C0 = max
16j6J

{∥xj∥, |Oj |},

C1 = max
{
sup
t∈R

|g(t)|, sup
t∈R

|g′(t)|, sup
t∈R

|g′′(t)|, sup
t∈R, 16j6J

|g′j(t)|, sup
t∈R, 16j6J

|g′′j (t)|
}
,

C2 = max ∥wk
0∥,

1496



中国科学 : 数学 第 45 卷 第 9 期

C3 = NQ(C0)
2(C1)

2N ,

C4 = C0(C1)
N−1, (3.20)

C5 = JNQ(C0)
2(C1)

N+1C2 +
JQ

2
(C0)

2(C1)
N+1C2,

C6 =
JC1

2
max{1, C3},

C7 = JC1 max{Q(C1)
2N , (C2)

2C3},

C = C5 + C6 + C7.

定理 3 设误差函数如 (3.15) 中所定义, 且假设 (A1)–(A3) 都成立. 记从任意一个初始值出发,

迭代算法 (3.17) 生成的权序列为 {Wk}, 那么, 我们有以下收敛性结果:

(i) E(Wk+1) 6 E(Wk), k = 0, 1, 2, . . . ;

(ii) 存在 E∗ > 0 使得

lim
k→∞

E(Wk) = E∗;

(iii) limn→∞ ∥EW(Wk)∥ = 0;

更进一步, 若假设 (A4) 也成立, 那么, 我们有以下强收敛:

(iv) 存在一点W∗ ∈ Φ0 使得

lim
k→∞

(Wk) = W∗.

4 双并行前馈神经网络 [27]

双并行前馈神经网络 [28] 是一种并行连接运行机制. 一个简单的双并行前馈神经网络包含三层:

有 p个输入节点的输入层,有 L个隐单元的隐层,以及只有一个输出节点的输出层. 为了叙述方便,以

下我们将输出空间设定为 1 维. 多维输出空间可以类似导出.

本节将连接隐层与输出层的权向量记为 W = (w1, . . . , wL)
T ∈ RL, 连接输入层与隐层的权矩阵记

为 V = (vi,j)L×p, 其中 Vi = (vi,1, . . . , vi,p)
T 是连接输入层与第 i 个隐节点的权向量. 向量 u 表示连接

输入层与输出层的权向量, 即 u = (u1, . . . , up)
T ∈ Rp. 令 g : R → R 是隐层与输出层的一个激活函数.

对任意的 z = (z1, . . . , zL)
T ∈ RL, 我们记

G(z) = (g(z1), . . . , g(zL))
T ∈ RL, (4.1)

对任意给定的输入向量 x ∈ Rp, 可以计算出神经系统的输出 y ∈ Rd,

y = w ·G(V x) + u · x. (4.2)

注意到, 通常情形下一个神经系统应该包含阈值项. 然而, 我们把输入向量 x 的最后一个分量记

为 −1, 那么, Vi 的最后一个分量就是相应的阈值项. 这个小技巧可以使我们避免明确地在问题描述中

写出阈值项.

向网络输入一个给定的训练样本集 {xj , tj}Jj=1 ⊂ Ep × R, 误差函数定义为

E =

J∑
j=1

(w ·G(V xj + u · xj)− tj)
2 + λ(|w|1/2 + |u|1/2), (4.3)
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其中 λ 是一个调整参数. 我们采用极端学习机算法来最小化误差函数, 即权值矩阵 V 直接随机给定,

而 w 和 u 通过学习确定.

由于 L1/2 正则化算子的引入, 无法直接用最小二乘法 (伪逆运算)来最小化误差函数, 所以, 我们

使用梯度下降法来达到此目的. 在最小化过程中, 权 W = (uT, wT)T 按照下式迭代更新,

Wn = Wn−1 − η∆Wn, n = 1, 2, . . . , (4.4)

其中 ∆Wn = ((∆un)T, (∆wn)T)T 是误差函数 (4.3) 的梯度,

∆un = 2
J∑

j=1

(wn ·G(V xj) + un · xj)xj + λ
sgn(un)

2|un|1/2
, (4.5)

∆wn = 2
J∑

j=1

(wn ·G(V xj) + un · xj)G(V xj) + λ
sgn(wn)

2|wn|1/2
, (4.6)

学习率 η > 0.

极端学习机 (ELM) [29] 最初是为只含有一个隐层的前馈网络而提出来的,是指当隐层与输出层之

间的权值由一个伪逆运算决定时, 输入层与隐层之间的权就被随机选取. 针对双并行前馈神经网络,

我们提出的基于极端学习机, 并且利用 L1/2 正则化的方法 (ELM1/2) 描述如下:

(1) 对输入层与隐层之间的权 vi (i = 1, . . . , L) 随机赋值;

(2)在零附近随机选取值赋予 W0, 按照 (4.4)更新权直到误差
∑J

j=1(w
n ·G(V xj) + u · xj − tj)

2 变

得足够小且 Wn = (uT, wT)T 的许多分量非常接近 0;

(3) 若连接隐层与输出层的权非常小, 则删除相应的隐层中的节点, 重新连接所有权;

(4) 保持输入层与隐层的权 vi 不变, 再次运行一般的 ELM [30] 得到最终的 w 与 u.

我们注意到,虽然我们的方法用到了梯度下降法的计算来最小化误差函数,但是,这只是对 w与 u,

而不是针对权矩阵 V , 所以, 计算时间比传统的 BP 算法要少得多. 传统 BP 算法中所有的权值都需

要迭代学习.

数值实验表明, 基于极端学习机且利用 L1/2 正则化的方法 (ELM1/2) 在保证精度的前提下, 大大

减小了隐单元个数, 达到了很好的结构稀疏化目的 (参见文献 [27]).

5 Takagi-Sugeno 模糊模型 [26]

5.1 0 阶 T-S 系统与改进的梯度学习算法

让我们考虑以下两种模糊规则 [31,32]:

Rule i : IF x1 is A1i and x2 is A2i and . . . and xm is Ami THEN z is yi, (5.1)

其中 i (i = 1, 2, . . . , n) 对应于第 i 条模糊规则, n 是模糊规则的数目, yi 是一个实数.

第一层为输入层, 包含 m 个输入节点, 每个神经元代表 x = (x1, x2, . . . , xm) ∈ Rm 的一个输入变

量. 第二层为隶属层, Ali 是 xl 的一个模糊子集, Ali(xl) 表示模糊判断 “xl is Ali” 的一个 Gauss 隶属

函数. 此模糊判断定义为

Ali(xl) = exp

(
− (xl − ali)

2

σ2
li

)
= exp(−(xl − ali)

2b2li), (5.2)
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其中 ali 是 Ali(xl) 的中心, σli 是 Ali(xl) 的宽度, bli 是 σli(xl) (i = 1, 2, . . . , n, l = 1, 2, . . . ,m) 的倒数.

我们分别用以下记号表示 Gauss 隶属函数的中心与宽度的倒数 [33]:

ai = (a1i, a2i, . . . , ami), bi = (b1i, b2i, . . . , bmi) =

(
1

σ1i
,
1

σ2i
, . . . ,

1

σmi

)
, 1 6 i 6 n, (5.3)

连接输入层与隶属层的权可以看作 Gauss 隶属函数的中心与宽度.

第三层是包含 n 个节点的规则层, 第 i 个规则前件通过下式计算,

hi = hi(x) = A1i(x1)A2i(x2) . . . Ami(xm) =

m∏
l=1

Ali(xl), i = 1, 2, . . . , n. (5.4)

连接第二与第三层的权固定为常数 1.

第四层只含一个输出节点

z =

n∑
i=1

hiyi, (5.5)

这是规则层输出的线性组合. 我们把结论参数记为

a0 = (y1, y2, . . . , yn), (5.6)

并把它作为连接第三与第四层的权.

5.2 具有光滑 L1/2 正则化的离线梯度神经 - 模糊学习算法

下面的算子 “⊙” 将被用来描述我们的学习方法.

定义 1 [33] 设向量 u = (u1, u2, . . . , un) ∈ Rn, v = (v1, v2, . . . , vn) ∈ Rn. 定义算子 “⊙”,

u⊙ v = (u1v1, u2v2, . . . , unvn) ∈ Rn.

容易证明该算子的以下性质:

(1) ∥u⊙ v∥ 6 ∥u∥∥v∥,
(2) (u⊙ v) · (x⊙ y) = (u⊙ v ⊙ x) · y,
(3) (u+ v)⊙ x = u⊙ x+ v ⊙ x,

其中 u,v,x,y ∈ Rn, “·” 与 “∥ · ∥” 分别表示普通的内积与模.

设 {xj , Oj}Jj=1 ⊂ Rm × R 是一个应用于网络的训练样本集, J 是训练样本的个数, 模糊规则

由 (5.1) 给出. 为了描述方便, 所有的参数都合并为一个权向量

W = (a0,a1, . . . ,an,b1, . . . ,bn) ∈ R(m+1)n.

带 L1/2 正则惩罚项的误差函数定义为

E(W) = Ẽ(W) + λ

( n∑
i=1

|yi|
1
2 +

n∑
i=1

m∑
l=1

|bli|
1
2

)

=
1

2

J∑
j=1

(a0 · hj −Oj)2 + λ

( n∑
i=1

|yi|
1
2 +

n∑
i=1

m∑
l=1

|bli|
1
2

)
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=
J∑

j=1

gj(a0 · hj) + λ

( n∑
i=1

|yi|
1
2 +

n∑
i=1

m∑
l=1

|bli|
1
2

)
, (5.7)

其中

Ẽ(W) =
1

2

J∑
j=1

(a0 · hj −Oj)2,

Oj 是第 j 个训练样本 xj 的理想输出, zj ≡ a0 · hj 是对应的模糊推理结果, 且

hj = (hj
1, h

j
2, . . . , h

j
n) = h(xj), gj(t) =

1

2
(t−Oj)2, t ∈ R, 1 6 j 6 J, (5.8)

对 q = 1, 2, . . . , n, j = 1, . . . , J ,

hj
q =

m∏
l=1

Alq(x
j
l ) =

m∏
l=1

exp(−(xj
l − alq)

2b2lq)

= exp

( m∑
l=1

(−(xj
l − alq)

2b2lq)

)
. (5.9)

需要注意的是, 这里权 yi 与 bli 被正则化了. 最理想的情形是一些 yi 与 bli 经过学习 - 正则化过

程后变的非常小, 这意味着相应的学习规则 i 与模糊子集 Ali 能够从系统里删除掉.

网络的学习目的是找到W∗ 使得

W∗ = argminE(W). (5.10)

梯度下降法通常用来解决优化问题. 误差函数 E(W) 的梯度为

∂E(W)

∂W
=

(
∂E(W)

∂y1
, . . . ,

∂E(W)

∂yn
,
∂E(W)

∂a11
, . . . ,

∂E(W)

∂am1
, . . . ,

∂E(W)

∂a1n
, . . . ,

∂E(W)

∂amn
,
∂E(W)

∂b11
, . . . ,

∂E(W)

∂bm1
,

. . . ,
∂E(W)

∂b1n
, . . . ,

∂E(W)

∂bmn

)
, (5.11)

其中

∂E(W)

∂yi
=

J∑
j=1

g′j(a0 · hj)hj
i +

λsgn(yi)

2|yi|
1
2

. (5.12)

因为对 1 6 i 6 n 有
∂hj

q

∂ai
=

∂ exp(
∑m

l=1(−(xj
l − alq)

2b2lq))

∂ai
= 0, ∀ q ̸= i, (5.13)

所以, 函数 E(W) 关于 ai 与 ali 的偏导数分别为

∂E(W)

∂ai
=

J∑
j=1

g′j(a0 · hj)

( n∑
q=1

yq
∂hj

q

∂ai

)
= 2

J∑
j=1

g′j(a0 · hj)yih
j
i ((x

j − ai)⊙ bi ⊙ bi), (5.14)

∂E(W)

∂ali
=

J∑
j=1

g′j(a0 · hj)

( n∑
q=1

yq
∂hj

q

∂ali

)
= 2

J∑
j=1

g′j(a0 · hj)yih
j
i (x

j
l − ali)b

2
li. (5.15)
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类似地, 对 1 6 i 6 n, 函数 Ẽ(W) 关于 bi 的偏导数为

∂Ẽ(W)

∂bi
=

J∑
j=1

g′j(a0 · hj)

( n∑
q=1

yq
∂hj

q

∂bi

)

= −2

J∑
j=1

g′j(a0 · hj)yih
j
i ((x

j − ai)⊙ (xj − ai)⊙ bi). (5.16)

对 1 6 i 6 n, 1 6 l 6 m, 函数 E(W) 关于 bli 的偏导数为

∂E(W)

∂bli
=

J∑
j=1

g′j(a0 · hj)

( n∑
q=1

yq
∂hj

q

∂bli

)
+

λsgn(bli)

2|bli|
1
2

= −2
J∑

j=1

g′j(a0 · hj)yih
j
i (x

j
l − ali)

2bli +
λsgn(bli)

2|bli|
1
2

. (5.17)

从一个任意的初始值 W 0 开始, 权 {W t} 按照下式更新,

W t+1 = W t +∆W t, t = 0, 1, 2, . . . , (5.18)

其中

∆yti = −η

[ J∑
j=1

g′j(a
t
0 · ht,j)ht,j

i +
λsgn(yti)

2|yti |
1
2

]
, (5.19)

∆atli = −η

[
2

J∑
j=1

g′j(a
t
0 · ht,j)ytih

t,j
i (xj

l − atli)(b
t
li)

2

]
, (5.20)

∆btli = −η

[
− 2

J∑
j=1

g′j(a
t
0 · ht,j)ytih

t,j
i (xj

l − atli)
2btli +

λsgn(btli)

2|btli|
1
2

]
, (5.21)

i = 1, 2, . . . , n, l = 1, 2, . . . ,m, 且学习率 η > 0 是常数.

5.2.1 光滑 L1/2 正则化

在上一部分中, 最初的 L1/2 规则项是非光滑的, 如前文所述, 这将不可避免地导致很难进行收敛

性分析,以及更重要的是, 数值实验中将会出现振荡. 这在我们的数值实验中是可以观察到的. 为了克

服此缺陷, 一个改进的 L1/2 正则项被提出, 从而得到以下的误差函数:

E(W) =
1

2

J∑
j=1

(a0 · hj −Oj)2 + λ

( n∑
i=1

f(yi)
1
2 +

n∑
i=1

m∑
l=1

f(bli)
1
2

)

=
J∑

j=1

gj(a0 · hj) + λ

( n∑
i=1

f(yi)
1
2 +

n∑
i=1

m∑
l=1

f(bli)
1
2

)
, (5.22)

其中 f(x) 是一个接近于 |x| 的光滑函数.

5.2.2 收敛定理

这里对权值的迭代给出一些收敛性结论. 关于收敛性分析的一些充分条件如下:
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(A1) 对所有的 i = 1, 2, . . . , n, t = 1, 2, . . . , 存在一个常数 C0 > 0 使得 ∥at0∥ 6 C0, ∥ait∥ 6 C0 与

∥bt
i∥ 6 C0 成立;

(A2) 选取适当的 η 与 λ 使得 0 < η < 1
Qλ+C , 其中 Q =

√
6

4
√
a3
, 且 C 是 (5.23) 中定义的一个常数;

(A3) 集合 Ω = {W ∈ D0 : ∂E(W)
∂W = 0} 包含有限个点, 其中 D0 是一个紧集.

我们列举以下后文收敛分析中将会用到的常数:

M = max
16j6J

{∥xj∥, ∥Oj∥},

C1 = max{C0 +M, (C0 +M)C0},

C2 = JC0(
√
nC0 + C1)max{

√
nC1,

√
n(C0 + C1)max{C0, C1},

2C2
1 (C0 + C1)max{C0, C1}}, (5.23)

C3 = J(
√
nC0 + C1)max

{
1

2
, 4C2

0C
2
1 , 4C

4
1

}
,

C4 = max{J, 8JC4
0C

2
1 , 8JC

2
0C

4
1},

C = C2 + C3 + C4,

其中 xj 是第 j 个给定的训练样本, Oj 是对应的理想输出, n与 J 分别是模糊规则与训练样本的个数.

定理 4 设误差函数 E(W)如 (5.22)所定义,权序列 {Wt}按照 (5.18)由一个任意的初始值W0

更新. 若假设 (A1) 和 (A2) 成立, 则

(i) E(Wt+1) 6 E(Wt), t = 0, 1, 2, . . . ;

(ii) 存在 E∗ > 0 使得 limt→∞ E(Wt) = E∗;

(iii) limt→∞ ∥EW(Wt)∥ = 0, 进一步, 若假设 (A3) 也成立, 则我们可以得到强收敛;

(iv) 存在一个点W∗ ∈ Ω 使得 limt→∞ Wt = W∗.

在定理 4中, (i)与 (ii)分别显示了误差函数序列 E(Wt)的单调性与收敛性; (iii)显示了 EW(Wt)

的收敛性; (ii) 和 (iii) 也被称为 {Wt} 的弱收敛; {Wt} 的强收敛如 (iv) 所示.
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L1/2 regularization methods for weights sparsification of neural

networks

WU Wei & YANG Jie

Abstract On the premise of appropriate learning accuracy, the number of the neurons of a neural network

should be as less as possible (constructional sparsification), so as to reduce the cost, and to improve the robustness

and the generalization accuracy. We study the constructional sparsification of feedforward neural networks by
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using regularization methods. Apart from the traditional L1 regularization for sparsification, we mainly use

the L1/2 regularization. To remove the oscillation in the iteration process due to the nonsmoothness of the L1/2

regularizer, we propose to smooth it in a neighborhood of the nonsmooth point to get a smoothing L1/2 regularizer.

By doing so, we expect to improve the efficiency of the L1/2 regularizer so as to surpass the L1 regularizer. Some

of our recent works in this respect are summarized in this paper, including the works on BP feedforward neural

networks, higher order neural networks, double parallel neural networks and Takagi-Sugeno fuzzy models.

Keywords neural network, sparsification, L1/2 regularization
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