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摘 要：软件开发人员在并发编程中面临着各种 Java锁的选择。针对如何选择合适的锁机制进而提高程序性能

的问题，提出了一种帮助并发程序开发人员选择锁机制的推荐方法LockRec。首先，采用程序静态分析技术，对并发

程序中锁机制的使用进行分析并确定影响程序性能的程序特征属性；然后，使用改进的随机森林算法构建锁机制推

荐模型，以帮助开发人员在同步锁、可重入锁、读写锁、邮戳锁这四种锁之中进行选择。分别选取了四种现有的机器

学习数据集对LockRec进行了实验，所提方法的推荐准确率均值可达 95. 1%；此外使用真实并发程序对LockRec的推

荐结果进行分析。实验结果表明LockRec可以有效提高并发程序的执行效率。
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Intelligent recommendation method for lock mechanism in concurrent program

ZHANG Yang*，DONG Shicheng
（School of Information Science and Engineering， Hebei University of Science and Technology， Shijiazhuang Hebei 050018， China）

Abstract: The choices of Java locks are faced by the developers during parallel programming. To solve the problem of
how to choose the appropriate lock mechanism to improve the program performance，a recommendation method named
LockRec for developers of concurrent program to choose lock mechanism was proposed. Firstly，the program static analysis
technology was used to analyze the use of lock mechanism in concurrent programs and determine the program feature
attributes that affect the program performance. Then， the improved random forest algorithm was used to build a
recommendation model of lock mechanism，so as to help the developers to choose the lock among synchronization lock，re-
entrant lock，read-write lock，and stamped lock. Four existing machine learning datasets were selected to experiment with
LockRec. The average accuracy of the proposed LockRec is 95. 1%. In addition，the real-world concurrent programs were
used to analyze the recommendation results of LockRec. The experimental results show that LockRec can effectively improve
the execution efficiency of concurrent programs.
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0 引言

同步控制是并发程序中用于保证程序状态和数据正确的

必备措施，目前学术界和工业界提出了多种同步控制方式，包

括锁、原子块和软件事务型内存。锁是目前使用较为广泛且

程序员熟悉度较高的一种同步控制方式；原子块使用乐观锁

策略以原子方式更新数据，操作简单，但是原子操作的程序编

写相对复杂；软件事务型内存使用事务机制实现并发操作，但

在大量事务执行时对硬件要求较高，在数据竞争频繁的情况

下开销较大。在多核时代，虽然使用锁会遇到锁竞争问题，但

是锁仍然是目前作为同步控制的主要方式。

Java语言提供了同步锁、可重入锁、读写锁、邮戳锁等多

种类型的锁，其中同步锁是一种互斥锁，程序开发者多以同步

方法或同步块的形式使用同步锁；可重入锁是一种互斥锁，它

和同步锁具有相同的基本行为和语义，但是在同步锁的基础

上扩展了许多功能；读写锁除了提供了可重入锁的一些特性

外，又把锁分为读锁和写锁，读写锁允许更大程度的并发；从

JDK1. 8版本开始引入的邮戳锁还提供了锁升级、降级、优化

读等操作。每种机制都有优缺点与各自的适用场景，这要求

程序开发者必须熟练掌握它们的特点，并在并发软件开发时

作出正确的选择。

多种锁机制并存的局面以及在使用不同锁机制时程序性

能的差异情况导致程序开发者在选择锁机制时常常感到困

惑，以往的做法是程序员手动地把程序从一种同步机制改写

为另一种同步机制，但这要求程序员对每种同步机制都非常

的熟悉，手动的改写也容易给程序引入新的错误，破坏了程序

的可维护性。一些研究使用自动重构工具帮助程序员在多种

锁机制之间进行转换，比如针对重入锁以及读写锁提出了一

种自动重构算法［1］，或者面向可定制锁［2］和邮戳锁［3］的自动重

构方法，以及在进行优化同步瓶颈的研究中提出的一种锁分

解方式［4］。虽然上述方式可以帮助程序开发人员比较各种锁
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的性能，但是有时不成熟的重构工具往往会给程序引入一些

错误，特别是对于并发程序。从目前的研究来看，大部分工作

局限于对于锁的使用及其相互转化，对于锁影响程序性能的

原因缺乏全面的认识，缺少对锁机制的直接推荐使用方法，而

且将机器学习算法应用于锁机制的研究还较少。

针对目前研究存在的问题，本文以并发程序中的锁机制

作为主要研究对象，研究其制约性能发挥的因素。为了解决

上述锁机制选择困难的问题，本文提出了一种帮助并发程序

开发人员选择锁机制的推荐方法 LockRec，它基于已有的并

发程序信息，使用改进的随机森林算法构建锁机制推荐模型，

可以帮助开发人员在同步锁、可重入锁、读写锁、邮戳锁四种

锁之中进行选择，使用UCI的公开四种数据集对提出的模型

进行验证，推荐准确率平均值可达 95. 1%。此外，本文还对两

个真实程序给出了锁机制的推荐结果以及使用推荐前后的锁

机制性能对比，结果显示推荐后的程序性能平均加速比分别

为 1. 35、1. 29，证明LockRec可以有效地帮助开发者选择合适

的锁机制。

1 相关工作

为了提高并发编程的效率，学术界提出了很多辅助并发

编程的技术和工具，国内外许多大学和研究机构也对同步机

制相关的问题进行了研究。Schäfer等［5］对如何正确地重构并

发程序进行了研究，并保证程序正确地进行同步控制，设计了

一个软件重构工具Relocker，该工具可以实现源对源的锁重

构。Rose等［6］通过对相关程序进行检测，收集在执行时有关

锁关系的信息，从而对多态锁类型进行动态推理，以便检测出

在多线程 Java程序中的数据竞争。此外，Baum等［7］对面向软

件事务性内存的重构技术进行了研究；Ernst等［8-9］提出了一种

形式化语义的锁规范，使用抽象解释和类型理论两种不同的

分析方式来表达形式语义，可以正确推断和检查 Java锁规则

的工具。AutoLocker［10］是一个锁的推测工具，可以实现对象

访问前加锁和解锁操作，但是没有研究如何在不同的锁之间

进行推荐。虽然上述方式可以帮助程序开发人员比较各种锁

的性能，但是有时不成熟的重构工具往往会给程序引入一些

错误，特别是对于并发程序。这种改写的不足之处表现在：第

一，对程序员的要求较高，即要求程序员对每种同步机制都非

常地熟悉；第二，浪费了宝贵的时间，程序员需要处理那些与

业务逻辑不相关的内容，不能集中精力处理核心业务逻辑；第

三，手动的改写容易给程序引入新的错误，破坏了程序的可维

护性；第四，不同锁机制的性能受多种因素影响，难于抉择。

此外，有些程序员通过借助已有经验的方式来选择锁，但是这

种选择方式缺乏灵活性，一旦环境改变，选择的锁机制则不一

定适用。因此，迫切需要对锁机制的推荐方法进行研究，并提

供相应的算法支持自动重构。

近年来，利用大规模代码资源中蕴涵的众多知识进行智

能化软件开发具有非常重要的理论与应用价值。Alon等［11］提
出了一种将代码片段表示为连续分布式向量的神经网络模

型，其主要思想是将代码片段表示为一个固定长度的代码向

量，它可以用来预测代码片段的语义属性。传统的基于信息

检索的方法往往将程序视为自然语言文本，这可能会错过源

代码的重要语义信息，所以 Zhang等［12］提出了一种新的基于

抽象语法树的神经网络用于源代码表示，基于语句向量的序

列，采用双向循环神经网络模型，利用语句的自然性，最终产

生代码片段的向量表示。Raychev等［13］提出了一种新的方法

来预测从大代码库中得到的程序属性，其从“大代码”中学习

一个概率模型，并使用这个模型来预测新的、看不见的程序的

属性。Madeiral等［14］提出了一个收集和存储 bug到一个可扩

展的 bug基准中的项目，从GitHub上托管的开源项目中找到

潜在的缺陷和修补程序版本对，用于 Java中的自动修复研究。

Saha等［15］提供了一个 jar，用于研究 Java程序自动调试、补丁

和测试的大型数据集，其由 1 158个错误和补丁组成，这些错

误和补丁来自 8个大型流行的开源 Java项目，涵盖 8个不同的

著名应用程序类别。当前对于锁机制使用的代码推荐的相关

研究尚有欠缺，目前大部分工作也是关注于使用相似代码来

给予推荐，对于锁机制的使用无法在程序开发初期就能给出

相应的推荐。

2 不同锁机制性能对比

本章给出了同步锁、可重入锁、读写锁、邮戳锁的性能分

析结果，这里使用ArrayList、HashMap、LinkedList、TreeSet四种

线程不安全的数据结构，使用多个线程对其进行读写操作，利

用不同的锁机制对其读写操作进行保护，将其变为线程安全

的操作。这里选择使用的数据结构、执行线程数、读写线程比

例以及执行次数等四种变量进行执行时间的分析，其中每个

线程将执行 500次的读操作或写操作，所有实验数据是在执

行 5次的基础上取平均值后得到的。图 1给出了四种数据结

构使用四种锁机制（其中邮戳锁分为优化读锁形式与未优化

的形式）的性能测试结果，在实验中分别选择 10和 100线程来

执行读写操作，同时选取线程总数 10%的作为读线程或写线

程的数量（R表示读线程数，W表示写线程数）。

如图 1（a）所示，ArrayList使用四种锁时，在总线程为 10
且读写线程比为 1∶9时，使用读写锁的时间最小，同步锁与可

重入锁时间一样，两种邮戳锁的时间最多，其中优化读锁的要

小于未优化读锁的时间；读写线程比为 9∶1时，执行时间均有

所减少，使用读写锁的时间仍是最小的，使用两种邮戳锁的时

间仍较多。如图 1（b）所示，在总线程为 100且读写线程比为

1∶9时，使用可重入锁与读写锁的时间最少，同步锁时间最

多，使用两种邮戳锁的时间多于可重入锁，但少于同步锁的，

其中优化读锁的要小于未优化读锁的时间；读写线程比为

9∶1时，执行时间均有所减少，不同锁的执行时间相近，使用

可重入锁与读写锁的时间仍要少于其他锁。

HashMap在总线程为 10且读写线程比为 1∶9时（如

图 2（a）所示），不同锁的执行时间相近；读写线程比为 9∶1时，

使用同步锁与可重入锁的执行时间均有所减少，其他锁执行

时间没有明显变化，使用同步锁的时间最少。在总线程为

100且读写线程比为 1∶9时（如图 2（b）所示），使用同步锁时间

图1 不同ArrayList线程的性能对比

Fig. 1 Performance comparison of different ArrayList threads
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最多，其他锁的时间则相近，但使用两种邮戳锁的时间要多于

可重入锁跟读写锁，其中优化读锁的要大于未优化读锁的时

间；读写线程比为 9∶1时，使用同步锁的时间仍是最多的，可

重入锁与邮戳锁的执行时间都有所减少，使用读写锁的时间

变化不大。

当考虑LinkedList数据结构在使用四种锁时，当总线程为

10且读写线程比为 1∶9时（如图 3（a）所示），不同锁的执行时

间比较接近；读写线程比为 9∶1时，执行时间均有所增加，使

用同步锁与可重入锁的时间是最大的，使用两种邮戳锁的时

间是最小的，其中优化读锁的要小于未优化读锁的时间。在

总线程为 100且读写线程比为 1∶9时（如图 3（b）所示），不同

锁的执行时间相近，使用同步锁的要小于其他锁的时间；读写

线程比为 9∶1时，执行时间均有所增加，使用读写锁的时间是

最小的可重入锁与两种邮戳锁的时间相近，都大于使用同步

锁的时间。

对于 TreeSet，在总线程为 10且读写线程比为 1∶9时（如

图 4（a）所示），使用邮戳锁的时间最少，其中优化读锁的时间

要小于未优化读锁的时间，读写锁的时间最少，可重入锁的时

间较多；读写线程比为 9∶1时，执行时间均有所减少，使用两

种邮戳的时间仍是最小的，其他锁的时间相近。在总线程为

100且读写线程比为 1∶9时（如图 4（b）所示），使用读写锁的时

间最少，使用同步锁与可重入锁的时间最多，使用两种邮戳锁

的时间多于读写锁，但少于另外两种锁；读写线程比为 9∶1
时，执行时间均有所减少，使用读写锁的时间仍要少于其他

锁，使用同步锁与可重入锁的时间仍较多。

综合上述分析可以得出以下结论：

1）不同线程总数和不同读写线程的比例对使用锁的应用

程序的性能有较大影响；

2）对于使用同一个数据结构的应用程序，使用不同锁的

程序性能往往不同；

3）即使每次运行的线程数量相同，不同数据结构的锁应

用程序性能也不同；

4）一个锁机制并不是绝对优于另一个锁机制，手动的选

择比较困难。

通过对性能结果的分析，发现对锁结构进行决策是一项

困难的任务，并且其影响因素有很多，单纯依靠经验判断很难

抉择，因此迫切需要提供一种方法实现不同锁机制的推荐，帮

助程序员了解程序使用哪一种锁性能较好。

3 面向不同锁机制的推荐方法

本章首先给出面向不同锁机制的推荐框架，然后对推荐

系统的各个实现部分进行详细描述。

3. 1 推荐框架

在推荐框架中，首先对使用程序静态分析工具对锁的并

发程序信息进行收集，抽取如数据结构、线程数等程序相关的

特征属性值；其次将得到的样本数据经过抽样［16］算法处理后，

输入到随机森林模型中，进行模型训练；最后分析验证模型的

适用性以及合理性，从而得到锁机制推荐模型。当有一个待

推荐的并发程序时，收集其相关特征属性并输入到锁机制推

荐模型中，输出推荐使用的锁机制。锁机制的推荐框架如

图5所示。

3. 2 特征选择与数据处理

特征选择是从原始特征中根据一定的评估准则剔除一些

不相关特征而保留一些最有效特征的过程，且在特征选择后

分类正确率比选择前更高或近似。在锁机制推荐的模型中，

本文首先使用 CK（https：//github. com/mauricioaniche/ck）工具

收集 58个程序相关的特征向量，其中包括方法级的参数

（如：使用的数据结构、线程数、方法权重等）以及类参数（如：

同步字段数量、同步方法数量等）。在多数情况下，由于选取

的初始特征向量较多，部分特征的数值是缺失的，存在数据不

平衡的问题，所以会使少数类的分类器的性能下降。由于初

始选取的特征向量较多，会导致多数特征值存在缺失，就会造

成训练样本成为少数类样本，影响模型的泛化能力，产生过拟

合现象，所以这里采用合成少数过采样技术（Synthetic
Minority Oversampling Technique，SMOTE）工具，使用过采样

方法，利用少类完全样本生成新样本来提升少数类完全样本

图2 不同HashMap线程的性能比较

Fig. 2 Performance comparison of
different HashMap threads

图3 不同LinkedList线程的性能比较

Fig. 3 Performance comparison of
different LinkedList threads

图4 不同TreeSet线程的性能比较

Fig. 4 Performance comparison of different TreeSet threads
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图5 推荐框架

Fig. 5 Recommendation framework
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数量，从而获得有效的分类模型。锁机制部分特征属性说明 如表1所示。

为了更直观地观察不同特征属性对于锁机制选择的重要

性区分，通过选取五个相关性最高的属性进行热力图绘制，如

图 6所示。两个属性间的相关性使用皮尔逊相关系数进行计

算，该系数反映了两个变量线性相关程度的统计量［17］。可以

看到对于锁机制（lockid）的选择，使用的数据结构（Structure）、

线程数（NumOfThread）、操作数（NumOfOperate）、方法权重

（methodWmc）等属性与其之间的相关性数值分别是 0. 641、
0. 612、0. 499、0. 69，根据这些相关性将使用改进的随机森林

分类算法对数据进行分析。

3. 3 随机森林推荐算法

考虑到对于不同锁机制的选择时影响因素较多，所以需

要选取一个合适的推荐模型进行推荐。随机森林算法能够处

理很高维度的数据，并且在训练数据较多的情况时，训练速度

较快。尽管随机森林具有很多优点，但仍然有不足之处，传统

随机森林模型中的决策树拥有相同的投票权重，而且随着随

机森林构建的扩大，决策树生成过于庞大的子叶，使得实验预

测结果过拟合，这影响了其整体分类能力的可靠性，由于每棵

决策树在投票时权重都相等，并且存在生成过于庞大的子叶

现象，会影响随机森林的整体分类能力［18］。
为了解决上述问题，采用基于错误的剪枝法和Kappa系

数加权随机森林分类方法对锁机制的选择进行了推荐分析，

其中使用剪枝操作主要考虑到锁机制数据数量较大，进而造

成的决策树过于庞大的问题；使用加权操作主要考虑影响锁

机制选择的特征属性较多，相同权重的决策树在分类效果上

较低，不能保证最终结果的准确度。

由于决策树采用自上而下、分而治之的学习策略，随着迭

代深度增加，节点所使用的训练数据不断减少，其对总体数据

的代表性也会相对降低，导致无法对新数据进行合理的分析

预测，即“过度拟合”现象［19］。决策树剪枝是解决上述问题的

一个有效途径，其利用某种评价标准对决策树进行简化，减小

规模，提高决策树的泛化能力。本文选取后剪枝操作［20］，后剪

枝是指构造出完整的决策树之后再去查看哪些子树可以剪

掉，从而能够对未知数据有更准确的预测。

由于每棵树训练集不同，又互相独立训练，所以决策树的

分类精度会不同，加之受到样本类别不平衡的影响，会进一步

影响决策树的分类效果，使得一些效果不好的树投出错误的

票数，从而影响随机森林的分类能力。在随机森林元分类器

训练的过程中，会随机地抽取总训练样本中的部分数据对单

个决策树进行训练，而未被抽取的数据称为袋外（Out-Of-
Bag，OOB）数据［21］。为了把较大的权重值分配给效果更好的

分类器，本文采用OOB估计计算分类器中的元分类器的投票

权重，利用引入Kappa系数［22］对权重值进行进一步的计算，加

权随机森林算法如算法 1所示。利用袋外数据对决策树进行

的预测能力的评估就成为 OOB估计，在随机森林构建的同

时，每一个决策树都会计算一个对应的OOB数值。通过 CK
评价每棵决策树整体分类效果，并根据CK给每棵决策树分配

投票权重，减少分类效果不好的决策树对结果的影响，使算法

的输出结果更加合理，提高对数据集的整体分类性能。Kappa
系数的计算方法如下所示：

CK = ( p0 - pl ) (1 - pl )
其中：p0表示的是总分类准确度；pl表示某一类锁机制的准确

度，pl = a1 × b1 + a2 × b2 + … + an × bn
n × n （ai表示第 i类真实样

本个数，bi表示第 i类预测出来的样本个数）。

算法1 结合Kappa系数的加权随机森林算法。

输入 训练数据D，全部特征 T，决策树个数 n，随机森林

模型RF；
输出 加权的随机森林模型。

1）遍历RF中所有决策树。

2）将数据集分为袋内数据和袋外数据。

3）计算整体 OOB（D）；选取特征变量 i，随机排序，计算

OOB（Di）。

4）针对所有特征变量，重复步骤2）。

5）计算权重值W（i）为每一个特征变量OOB的值减去整

体OOB值的差乘以每棵决策树的CK值。

6）将带有权重的决策树更新到RF输出。

在 算 法 1 中 ，W（i）越 高 ，说 明 变 量 i 越 重 要 ；如 果

W ( i ) = 0，那么说明变量 i重要性不大；如果W（i）<0，那么说明

变量 i有很明显的噪声，对模型产生了负面影响。利用特征重

要性度量值作为特征排序的重要依据，依次从特征中去掉一

个重要性最低的特征，并计算每次剔除后的分类正确率，选取

表1 特征属性说明

Tab. 1 Feature attribute description
字段

Structure
NumOfThread
methodWmc
classNumberOfSynchronizedFields
classNumberOfSynchronized

说明

加锁方法数据结构，仅对四种数据结构进行标注，其他情况标记为0
线程数，获取实际程序中显式标注，其他情况标记为0
方法权重，McCabe环路复杂度

使用Synchronized关键字的代码块

使用Synchronized关键字的方法

图6 特征属性相关性热力图

Fig. 6 Heat map of feature attribute correlation

最高正确率对应的特征变量作为最优特征选择结果［23］。
在实现 LockRec时，设置决策树数量、决策树最大深度、

分类数量以及树的大小等数值分别为 50、50、4、50，在剪枝算

法中，设置的置信水平值越高则剪去的分支越少；值越低，剪

去的分支越多，对于置信水平，通常将其值设置为 0. 25［24］。
通过计算待剪枝决策树 T的所有叶节点的分类错误率上限，

当前决策树某叶节点对 n个训练样本进行分类训练，并且计

算其对某个样本分类错误的概率，从而求得该节点的分类错

误率估计值，依据算法描述中的剪枝方法进行剪枝操作。在

加权算法中，通过计算待加权的决策树对袋外数据的分类效

果，并且计算当前决策树的CK系数值，将两者的乘积作为当

前决策树的权值。针对同步锁、可重入锁、读写锁、邮戳锁等

四种锁，使用上述模型构建一个锁机制的推荐模型，当有一个

新的待推荐并发程序时，首先获取其对应上述两种模型的特

征属性值，将待推荐数据进行 10次模型分类，统计这 10次中

出现的推荐锁机制，将次数最多的锁机制作为最终锁机制推

荐的结果。

4 实验与结果分析

4. 1 实验平台及实验数据说明

本文所有实验在惠普 Z820工作站上完成的，硬件上，

CPU为 Intel Xeon E5-2650 2. 60 GHz两个处理器，每个CPU有

8个处理核且均支持超线程，可以支持 32线程同时运行，内存

为 128 GB。软件上，使用了Deepin Linux操作系统和软件工

具Eclipse 4. 11，JDK版本为 1. 8. 0_211。
为了验证剪枝以及加权随机森林的有效性，选取锁机制

数据集（lock）和另外 4个不同的数据集（来自UCI的公开数据

集，http：//archive. ics. uci. edu/ml/datasets），进行了模型准确

率、召回率等指标的验证。数据集有关信息如表2所示。

对于LockRec中所使用的决策树参数以及模型相关的评

价指标如下：

1）决策树有关参数。分别统计传统随机森林与改进的两

种随机森林模型，决策树个数在 5~100内变化时模型的准确

率，这里对应的最大深度与决策树大小与当前决策树的个数

相同。

2）运行次数。对于同一个数据集，在同一决策树个数的

情况下，重复构建 5次模型，并得到当前情况下的准确率的平

均值。

3）评价指标。准确率（Precision，P）、召回率（Recall，R）、

平均绝对误差（Mean Absolute Error，MAE）和均方根误差

（Root Mean Squared Error，RMSE）的计算式如下：
P = TP (TP + FP )
R = TP (TP + FN )
MAE = 1

n∑i = 1
n |

|
||

|
| yi
∧ - yi

RMSE = 1
n∑i = 1

n ( )yi
∧ - yi

2

其中：真阳性（True Positive，TP）表示样本的真实类别是正

例，并且模型预测的结果也是正例；真阴性（True Negative，
TN）表示样本的真实类别是负例，并且模型将其预测成为负

例；假阳性（False Positive，FP）表示样本的真实类别是负例，

但是模型将其预测成为正例；假阴性（False Negative，FN）表

示样本的真实类别是正例，但是模型将其预测成为负例；yi
∧ -

yi为预测值减去真实值。MAE值越小表示推荐系统的推荐精

度越高，同样RMSE值越小也表示推荐系统的推荐精度越高。

4. 2 算法适用性验证

为了验证所提出的模型适用性，本文使用了 iris、breast、
wine和 glass四个数据集分别对不进行剪枝与加权操作的传

统模型和LockRec模型进行准确率验证。

从图 7的对比可以看出，对于 iris和 breast数据集，所提出

的 LockRec模型在决策树数量较少时波动大，预测准确率有

时相较传统模型要较小，随着决策树个数的增加，准确率稳定

提高，预测准确率均优于传统模型，并且对 iris 数据集

LockRec的准确率最后较为稳定，在 92%左右，对 breast数据

集则为86%左右。

在图 8中，对于wine数据集，所提出的 LockRec模型在决

策树数量较少时与传统模型预测准确率几近一致，随着决策

树个数的增加，两个模型准确率均稳步提高，对 wine数据集

LockRec的准确率最后较为稳定在 98%左右；对于 glass数据

集，LockRec的准确率一直高于传统模型，并且在决策树数量

为30时，就达到了稳定，准确率为99%。

4. 3 算法合理性验证

为了验证提出的模型对于锁机制数据的推荐合理性，对

于锁机制的数据集，实验还选取推荐系统中常用的如召回率、

平均绝对误差（MAE）、均方根误差（RMSE）等评价指标对

LockRec进行了进一步的验证。

图 9是针对锁机制数据集的两种模型的对比，可以看到，

表2 实验中使用的数据集

Tab. 2 UCI datasets used in experiments

图7 iris和breast数据集上不同决策树个数的

模型准确率对比

Fig. 7 Accuracy comparison of models with
different numbers of decision trees on iris and breast datasets

图8 wine和 glass数据集上不同决策树个数的

模型准确率对比

Fig. 8 Accuray comparison of models with different
numbers of decision trees on wine and glass datasets
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最高正确率对应的特征变量作为最优特征选择结果［23］。
在实现 LockRec时，设置决策树数量、决策树最大深度、

分类数量以及树的大小等数值分别为 50、50、4、50，在剪枝算

法中，设置的置信水平值越高则剪去的分支越少；值越低，剪

去的分支越多，对于置信水平，通常将其值设置为 0. 25［24］。
通过计算待剪枝决策树 T的所有叶节点的分类错误率上限，

当前决策树某叶节点对 n个训练样本进行分类训练，并且计

算其对某个样本分类错误的概率，从而求得该节点的分类错

误率估计值，依据算法描述中的剪枝方法进行剪枝操作。在

加权算法中，通过计算待加权的决策树对袋外数据的分类效

果，并且计算当前决策树的CK系数值，将两者的乘积作为当

前决策树的权值。针对同步锁、可重入锁、读写锁、邮戳锁等

四种锁，使用上述模型构建一个锁机制的推荐模型，当有一个

新的待推荐并发程序时，首先获取其对应上述两种模型的特

征属性值，将待推荐数据进行 10次模型分类，统计这 10次中

出现的推荐锁机制，将次数最多的锁机制作为最终锁机制推

荐的结果。

4 实验与结果分析

4. 1 实验平台及实验数据说明

本文所有实验在惠普 Z820工作站上完成的，硬件上，

CPU为 Intel Xeon E5-2650 2. 60 GHz两个处理器，每个CPU有

8个处理核且均支持超线程，可以支持 32线程同时运行，内存

为 128 GB。软件上，使用了Deepin Linux操作系统和软件工

具Eclipse 4. 11，JDK版本为 1. 8. 0_211。
为了验证剪枝以及加权随机森林的有效性，选取锁机制

数据集（lock）和另外 4个不同的数据集（来自UCI的公开数据

集，http：//archive. ics. uci. edu/ml/datasets），进行了模型准确

率、召回率等指标的验证。数据集有关信息如表2所示。

对于LockRec中所使用的决策树参数以及模型相关的评

价指标如下：

1）决策树有关参数。分别统计传统随机森林与改进的两

种随机森林模型，决策树个数在 5~100内变化时模型的准确

率，这里对应的最大深度与决策树大小与当前决策树的个数

相同。

2）运行次数。对于同一个数据集，在同一决策树个数的

情况下，重复构建 5次模型，并得到当前情况下的准确率的平

均值。

3）评价指标。准确率（Precision，P）、召回率（Recall，R）、

平均绝对误差（Mean Absolute Error，MAE）和均方根误差

（Root Mean Squared Error，RMSE）的计算式如下：
P = TP (TP + FP )
R = TP (TP + FN )
MAE = 1

n∑i = 1
n |

|
||

|
| yi
∧ - yi

RMSE = 1
n∑i = 1

n ( )yi
∧ - yi

2

其中：真阳性（True Positive，TP）表示样本的真实类别是正

例，并且模型预测的结果也是正例；真阴性（True Negative，
TN）表示样本的真实类别是负例，并且模型将其预测成为负

例；假阳性（False Positive，FP）表示样本的真实类别是负例，

但是模型将其预测成为正例；假阴性（False Negative，FN）表

示样本的真实类别是正例，但是模型将其预测成为负例；yi
∧ -

yi为预测值减去真实值。MAE值越小表示推荐系统的推荐精

度越高，同样RMSE值越小也表示推荐系统的推荐精度越高。

4. 2 算法适用性验证

为了验证所提出的模型适用性，本文使用了 iris、breast、
wine和 glass四个数据集分别对不进行剪枝与加权操作的传

统模型和LockRec模型进行准确率验证。

从图 7的对比可以看出，对于 iris和 breast数据集，所提出

的 LockRec模型在决策树数量较少时波动大，预测准确率有

时相较传统模型要较小，随着决策树个数的增加，准确率稳定

提高，预测准确率均优于传统模型，并且对 iris 数据集

LockRec的准确率最后较为稳定，在 92%左右，对 breast数据

集则为86%左右。

在图 8中，对于wine数据集，所提出的 LockRec模型在决

策树数量较少时与传统模型预测准确率几近一致，随着决策

树个数的增加，两个模型准确率均稳步提高，对 wine数据集

LockRec的准确率最后较为稳定在 98%左右；对于 glass数据

集，LockRec的准确率一直高于传统模型，并且在决策树数量

为30时，就达到了稳定，准确率为99%。

4. 3 算法合理性验证

为了验证提出的模型对于锁机制数据的推荐合理性，对

于锁机制的数据集，实验还选取推荐系统中常用的如召回率、

平均绝对误差（MAE）、均方根误差（RMSE）等评价指标对

LockRec进行了进一步的验证。

图 9是针对锁机制数据集的两种模型的对比，可以看到，

表2 实验中使用的数据集

Tab. 2 UCI datasets used in experiments
数据集

glass
wine
iris
breast
lock

类数

7
3
3
2
4

实例数

213
178
150
570

96 000

维数

9
13
4
30
58

训练测试集比

4∶1
4∶1
4∶1
4∶1
4∶1

图7 iris和breast数据集上不同决策树个数的

模型准确率对比

Fig. 7 Accuracy comparison of models with
different numbers of decision trees on iris and breast datasets

图8 wine和 glass数据集上不同决策树个数的

模型准确率对比

Fig. 8 Accuray comparison of models with different
numbers of decision trees on wine and glass datasets
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传统模型在决策树个数较少时其准确率不高，随着个数的增

加，其准确率稳定在 85%左右。对比准确率，LockRec模型即

使在决策树个数较小时也呈现出了比较好的效果，并且随着

决策树个数的增加，LockRec模型的准确率很快稳定 95%以

上。对比召回率，在决策树个数较少时，两者召回率相近，均

随着决策树个数的增加两种模型均趋于直线上涨，两个模型

召回率最后分别稳定在 82%和 70%，说明 LockRec模型要更

优于传统模型。

由图 10可以看出，无论MAE值还是RMSE值，随着决策

树数量的增加，传统模型与 LockRec模型都呈现直线下降的

趋势，并且 LockRec模型的下降幅度要大于传统模型。两个

模型MAE最后分别稳定在 0. 53和 0. 83，RMSE分别稳定在

0. 7和 1. 2。LockRec模型的MAE值和RMSE值都更小，表明

LockRec模型的预测精度要更高。

为了验证模型对其他非 Java语言的锁机制的适用性，选

取了 Python语言中的锁机制进行了程序信息收集，并使用

LockRec模型对其进行训练预测，得到结果如图 11所示。从

图 11的对比可以看出，对于 Python的锁机制数据集，所提出

的 LockRec模型在决策树数量较少时与传统模型准确率相

近，在决策树数量为 25~35时预测准确率相比传统模型要较

小，但随着决策树个数的增加，在决策树数量 35个之后，其准

确率稳定提高，预测准确率均优于传统模型。

图11 对于Python的锁机制数据集

不同决策树个数的模型准确率对比

Fig. 11 Accuracy comparison of models with
different numbers of decision trees for
lock mechanism dataset of Python

综上所述，本文所提出的 LockRec模型在对锁机制数据

集进行分析预测时有着比其他数据集更好的效果，并且所得

到数值结果表明LockRec模型不论是在准确率还是其他指标

上，都要优于传统模型。

4. 4 锁机制推荐模型验证

使用 LockRec对Xalan（http：//xalan. apache. org/xalan-j/）、

Fop（https：//xmlgraphics. apache. org/fop/）进行锁机制使用推

荐，其中Xalan和 Fop分别有 51个和 25个使用锁的方法。使

用LockRec进行锁机制推荐结果如图12所示。

可以看到，对于Xalan使用 LockRec之后，推荐仍使用同

步锁的有 30个，推荐使用可重入锁的有 10个、使用读写锁的

7个、使用邮戳锁的有 4个；对于 Fop中原始使用同步锁的 25
个方法，使用 LockRec之后，推荐仍使用同步锁的有 10个，推

荐使用可重入锁的有 8个、使用读写锁的 4个、使用邮戳锁的

有 3个。根据上述推荐结果，本文对Xalan、Fop两个程序进行

了手动重构，并分析使用原锁机制与推荐锁机制的前后程序

执行时间。这里使用不同个数的线程去执行重构前后的程

序，每个线程数下均执行五次，最后取五次执行时间的平均值

作为当前线程数的执行时间。

如图 13（a）所示，对于Xalan来说，使用LockRec推荐使用

的锁机制后，在不同执行线程数时，程序整体执行时间均有所

缩短。程序整体平均缩短时间为 127. 65 s，当执行线程数为

195 时，缩短时间最多为 222 s，平均加速比为 1. 35；如

图 13（b）所示，对于 Fop来说，使用 LockRec推荐使用的锁机

制后，在不同执行线程数时，程序整体执行时间均有所缩短。

程序整体平均缩短时间为 70. 75 s，当执行线程数为 200时，缩

短时间最多为180 s，平均加速比为1. 29。

4. 5 有效性威胁

实验中有几个可能威胁有效性的因素：1）由于并发程序

执行的不确定性，不排除性能测试实验结果可能存在细微偏

差。为了避免误差，所有实验结果都是在 5次运行的基础上

取平均值得到的。2）随机森林模型的构建依赖测试数据的好

坏，为了验证模型的适用性，本文选取多个著名数据集对所提

出的改进随机森林模型进行了验证。3）本实验只选取了 2个
真实应用程序对 LockRec进行了评估，它们并不能代表所有

程序，不能完全说明 LockRec在所有的应用程序中可以进行

效果良好的推荐，未来的工作中也将使用更多应用程序对

LockRec进行测试。

图9 不同决策树个数的针对锁机制数据集的

两种模型的准确率及召回率

Fig. 9 Accuracy and recall rate of two models with different
numbers of decision trees for lock mechanism dataset

图10 不同决策树个数的针对锁机制数据集的

两种模型的MAE值及RMSE值

Fig. 10 MAE and RMSE of two models with different
numbers of decision trees for lock mechanism dataset

图12 LockRec推荐结果

Fig. 12 Recommendation results of LockRec

图13 LockRec推荐前后性能对比

Fig. 13 Comparison of performance before and after
LockRec recommendation
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5 结语

当程序员开发并发程序时，锁是最常使用的一种同步机

制，而使用哪个锁作为最佳选择是一个大问题，因为使用不同

锁构造的性能会有很大的不同。本文实现了一个锁机制使用

推荐的方法 LockRec，可以帮助程序开发者选出当前程序代

码的最合适的锁机制进行使用。在设计和实现LockRec的过

程中，使用两种改进的随机森林模型，并且结合实际测试以及

真实程序进一步确保最终推荐结果的可信程度。实验结果表

明，LockRec的推荐效率较为高效，模型推荐准确率平均值可

达 95. 1%，使用推荐后的锁机制，两个真实程序性能均有所提

高，平均加速比分别为 1. 35、1. 29。在未来的工作中，将针对

推荐方法进行进一步的研究，使用可以体现程序间关系的代

码推荐方法来提高锁机制推荐使用的适用性。
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