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摘要 作为工业互联网的典型实例之一, 车联网技术近年来飞速发展, 其核心在于信息的互联互通. 因此, 精准、

可迁移的环境信息感知能力是其稳定运行的前提之一. 深度学习的进步推动了计算机视觉任务的发展, 但基于传

统深度学习的方法仍存在训练过程对人工标注数据依赖强、场景泛化能力较差的弊端. 而对于计算机视觉任务

来说, 训练数据的真值标签获取较难, 因此如何提升模型的迁移能力, 缓解训练对人工标注的依赖受到了学界的

广泛关注. 无监督域自适应方法使用深度学习模型进行特征提取和对齐, 使得深度学习模型在不同域间迁移时仍

能保证良好的性能, 在计算机视觉任务中发挥了重要作用. 因此, 本综述主要聚焦无监督域自适应方法在一些典

型计算机视觉任务中的挑战和应用. 首先, 介绍了基于深度学习的无监督域自适应方法的定义、重要意义、应用

难点、基本方法和相关数据集. 然后, 分别针对典型计算机视觉任务介绍了无监督域自适应方法在其中的应用.
最后, 进行了总结和展望.
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1 引言

工业互联网通过信息的互联互通将人、机、物紧

密结合成为可靠高效的信息物理系统
[1], 实现了感

知、认知、决策一体化
[2], 面向无人驾驶的车联网便

是工业互联网的实例之一. 对于无人驾驶系统来说,
可迁移的环境信息的能力是系统安全稳定运行的前提

和基础. 近年来, 计算机视觉不断发展, 逐渐成为自主

体(如无人机、无人车、机器人等)感知和理解世界的

重要途径
[3~5]. 深度学习在很多典型计算机视觉任务如

图像分类
[6,7]

、目标检测
[8]
、语义分割

[9,10]
、深度估

计
[11,12]

中应用广泛, 极大提升了模型的预测精度. 一般

来说, 用于计算机视觉任务的深度学习模型以有监督

的方式进行训练, 需要使用大量含有真值标签的数据.
因此, 人们针对不同的视觉任务收集了大量训练数据

并进行标注, 以使深度学习方法能够成功应用于各类

视觉任务. 然而, 这种标注十分耗费时间和精力. 特别

地, 像素级视觉任务(如语义分割和深度估计等)的真

值标注时间成本非常高, 仅对常用的语义分割数据集

Cityscapes中的一张图像进行语义标注就需耗时1.5小
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时
[13],由此, 计算机视觉任务的真值标签获取之难便可

见一斑, 这也一定程度上限制了相关视觉任务分析和

处理的发展.
此外, 虽然深度神经网络具有较强的拟合和表征

能力, 提取的特征与手工提取的特征相比, 泛化性更

强
[14], 但计算机视觉任务的复杂性使得其在特定数据

集上训练好的深度学习模型也很难较好地迁移到数据

分布不同的新场景中
[15,16]. 这就导致即使研究人员花

费大量时间精力建立的有标注的视觉任务数据集, 在

该数据集上训练得到的深度学习模型也仅能在此数据

集上表现优良, 一旦将该模型应用到其他数据分布不

同的数据集上, 其性能可能会显著下降. 这是由不同

数据集之间的风格和统计数据分布的差异性造成的,
称为数据集的偏向性(Dataset bias)或域偏移(Domain
shift)[17,18]. 域偏移普遍存在于实际应用场景与某一标

签数据充足的数据集之间, 但若针对每个新场景都进

行数据的重新采集和标注, 时间成本极高且不切合实

际. 因此, 人们开始探索是否存在一种方法, 可以减轻

域偏移对模型造成的影响, 使得所训练的模型在一个

数据集上训练后, 可以在另一个没有或只有少量标签

的数据集上也获得较好的结果, 这种方法称为域自适

应(Domain adaptation, DA)[19,20]. 域自适应方法, 特别

是无监督域自适应(Unsupervised domain adaptation,
UDA)的发展, 极大地提升了深度学习模型的场景迁

移能力. 近年来, 人们提出了许多无监督域自适应方

法, 其中基于深度神经网络的域自适应方法受到了广

泛关注
[21].

无监督域自适应方法的发展与成熟为解决计算机

视觉任务有标签训练数据稀缺的问题提供了新的思路

和解决方案. 但现有的综述主要介绍了无监督域自适

应在图片分类任务中的应用
[19~22], 对于其他典型计算

机视觉任务中使用的无监督域自适应方法的介绍还较

少. 基于此, 本文对一些典型计算机视觉任务中的无监

督域自适应方法的研究进展进行了总结, 包括图像分

类、目标检测、语义分割和深度估计等典型计算机视

觉任务, 以方便更多研究人员了解这一领域. 本文章节

安排如下:第2部分介绍了无监督域自适应的定义、重

要意义、应用难点、基本方法和相关数据集; 第3~6
部分分别介绍了图像分类、目标检测、语义分割和深

度估计任务中无监督域自适应的进展;第7部分对未来

的研究趋势进行了展望; 最后, 对文章进行了总结.

2 无监督域自适应简述

2.1 迁移学习与域自适应

本小节主要通过参考文献[20,23,24]介绍迁移学

习与域自适应的相关定义和符号表示方法.
域 域D由两部分组成: 特征空间X和其边缘概率

分布P X( ), 其中, X x x= { , , }n1 , xi为训练数据, 则域

可表示为D X P X= { , ( )}.

任务 对于某一个域D X P X= { , ( )}, 它的任务也由

两部分组成, 可记为T Y f= { , ( )}. 其中, Y为标签空间,

f ( )为映射函数. 在机器学习中, f ( )经由数据训练学

习得到. 由于机器学习一般是有监督的, 因此训练数据

包含训练图片x Xi 及其对应的标签 Yyi , 可记为

数据标签对 x y{ , }i i .

迁移学习(Transfer learning, TL) 给定一个源域Ds

和它的任务T s, 一个目标域Dt和它的任务T t. 当D Ds t

(但T s与T t相同或相关)或T Ts t (但Ds与Dt相同或相

关)时, 可以利用Ds和T s的信息, 更好地完成Dt的任

务T t, 这一过程称为迁移学习. 按照Ds与Dt , T s与T t的

关系, 综述[23]将迁移学习分为三类: 归纳式迁移学习

(Inductive TL)、无监督迁移学习(Unsupervised TL)和
直推式迁移学习(Transductive TL), 如表1所示. 传统机

器学习不考虑域偏移和任务差异, 即D D=s t且T T=s t ,

因此在训练集上训练好的模型可以直接推广应用到测

试集上 , 并获得不错的结果 . 但在迁移学习中 ,

D Ds t或T Ts t , 因此需要采用不同的迁移策略提升

网络性能.
域自适应 域自适应属于直推式迁移学习, 即源域

和目标域任务相同, 两个域的数据虽然相近但仍存在

一定差异, 即D Ds t, T T=s t , 如表1所示. 它使用真值

标签丰富的源域数据和没有真值标签(或有少数真值

标签)的目标域数据一起训练模型, 使得模型能在目标

域上表现良好. 域自适应旨在研究如何将模型从源域

学习到的知识转移到目标域, 用以减轻域偏移的影响,
提升模型的泛化性能. 一般来说, 当有两个分布相似但

不同的数据集, 可将含有较多训练数据(有真值)或更

容易采集的数据集作为源域, 另一个作为目标域. 域

自适应方法同时使用源域和目标域中的数据一起训练

模型, 通过将源域的知识迁移到目标域上, 使得模型在
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标签较少甚至没有标签的目标域中也能获得不错的结

果
[23] .

2.2 无监督域自适应

如表2所示, 域自适应根据目标域中的数据是否包

含标签可分为三类: 目标域中所有数据均包含标签的

有监督域自适应, 少量数据包含标签的半监督域自适

应和没有数据包含标签的无监督域自适应
[19,20]. 无监

督域自适应旨在减小源域(有标签的数据)和目标域(无
标签的数据)之间的域偏移对模型性能的影响, 使用源

域中的数据提升模型在目标域的性能
[25,26]. 特别地, 对

于计算机视觉任务来说, 在目标域中收集有标签的数

据难度大、成本高, 因此无监督域自适应方法的优势

十分突出
[27]. 自迁移学习兴起以来, 不断与其他机器

学习方法结合, 形成了多种迁移学习框架. 域自适应

作为迁移学习的一个子类, 也不断与最新的机器学习

方法结合发展. 本文主要关注无监督域自适应在计算

机视觉任务中的研究进展, 由于深度神经网络有着强

大的层次化特征学习和数据表征能力
[28], 并且在计算

机视觉任务中发挥着重要作用, 因此本文主要聚焦无

监督深度域自适应
[29].

特别地, 在计算机视觉任务中, 对于某一源域Ds,

定义训练样本D x y i n= ( , ), = 1, ,s s
i

s
i

s. 其中, ns为源域

中可用于训练的图片数量 , xs为源域的图片数据 ,
ys为xs对应的真值标注, 其可能是用于分类任务的图

片级标注、用于语义分割的像素级标注或用于其他任

务的标注 . 对于某一目标域 Dt , 有训练样本

D x j n= , = 1, ,t t
j

t. 其中, nt为目标域中可用于训练

的图片数量. 注意到目标域只含有图片xt而没有标签

数据 yt, 因此希望通过域自适应在源域上训练一个

从xs到ys的映射, 并将这个映射用于在目标域上从xt估

计yt. 不同视觉任务数据集之间数据分布的差别造成

了域偏移, 包括合成和真实数据集之间的差别, 不同

的合成数据集之间的差别, 真实数据集间由于地理位

置、光照、季节等的不同而引起的差别等
[16]. 在无监

督深度域自适应中, 深度学习网络通过共享源域和目

标域之间的部分网络参数, 同时通过寻找从源域数据

分布到目标域数据分布的映射, 或通过将两个不同的

域映射到同一个共享空间中, 来解决域偏移带来的问

题
[28]. 由于目标域没有标签, 深度学习网络往往会学

习如何提取一种既能较好地在源域上完成学习任务又

具有域不变性的特征表示, 使模型可直接适用于目标

域
[29].

2.3 无监督域自适应在计算机视觉任务中的应用
概要

由于来自不同域中图片的拍摄视角、背景、光

照、天气、像素质量不同, 图片中包含的物体外观和

位置等也有差异, 使得一些计算机视觉任务的深度学

习模型虽然在标准数据集上能够取得较好的效果, 但

仍不能较好地应用于真实世界. 因此, 在计算机视觉

领域, 研究人员常常使用无监督域自适应方法减小域

偏移的影响
[27] . 本文对一些典型计算机视觉任务中使

用的无监督域自适应方法的研究进展做了归纳和分

析, 包括图像分类、目标检测、语义分割和深度估计,
如表3所示. 不同的视觉任务因其特点不同, 这些任务

进行域自适应的难度也不同, 表3简要介绍了这些典型

表 1 传统机器学习与各类迁移学习的关系
[23]

Table 1 Relationship between traditional machine learning and various transfer learning settings [23]

类别 源域Ds和目标域Dt 源域任务T s和目标域任务T t

传统机器学习 相同 相同

迁移学习

归纳式迁移学习/
无监督迁移学习

相同 不同但相关

不同但相关 不同但相关

直推式迁移学习 不同但相关 相同

表 2 域自适应的分类

Table 2 The classification of different UDA methods

类别 源域标签 目标域标签

域自适应(直推
式迁移学习)

有监督域自适应 大量 全部, 量少

半监督域自适应 大量 部分, 量少

无监督域自适应 大量 没有
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的视觉任务并分析了这些任务域自适应的难点. 其中,
图像分类任务中的无监督域自适应技术最为简

单
[30,31]. 由于目标检测需要对图片中的多个物体同时

进行识别和定位
[32], 而语义分割和深度估计任务需要

进行像素级的分类和回归估值
[27,33], 因此, 进行域自

适应的难度都比图像分类大.
图像分类是指将图片归类到若干个类别中的某一

类
[6]. 在计算机视觉任务中, 图像分类任务相对简单,

因此图像分类任务中的无监督域自适应方法发展较

早, 其基本思想也促进了其他更复杂的视觉任务的域

自适应的发展
[27]. 目标检测也是计算机视觉领域的一

个重要且基础的问题, 它包含目标识别和定位两个子

任务, 旨在同时识别并定位图片中所有物体
[8]. 与图片

分类任务相比, 目标检测需要关注图片中一个或多个

物体的类别, 并同时实现定位. 而不同域中的目标种

类、数目、大小等都会存在差异, 因此域偏移对目标

检测任务的影响更大, 进行域自适应任务也更困难
[32].

语义分割和深度估计是像素级的计算机视觉任务, 语

义分割指为图像的每个像素分配语义标签
[9], 深度估

计则是指为图像的每个像素分配一个深度值
[11]. 与简

单的分类与回归任务相比, 像素级视觉任务的域自适

应面临着更大的挑战. 首先, 域自适应在分类任务中

遇到的困难在像素级任务中都会遇到, 并且由于像素

级任务需要在一个指数级的大空间中解决分类或回归

问题, 使得克服域偏移变得愈加困难
[27]. 对于语义分

割来说, 域偏移主要有两点. 第一, 不同域的特征空间

不同. 第二, 不同域的语义种类不同, 或者不同种类在

不同域当中所占比例不一样. 在分类和语义分割任务

中, 不同的域中不同类别的物体存在的概率分布情况

往往会不一样. 对于语义分割来说, 由于不同的类可

能在一张图片中出现多次, 因此这一问题更加显著
[27].

与语义分割任务不同的是, 深度估计不是分类估计, 而
是回归估计, 需要估计像素点的深度真值, 因此进行无

监督域自适应挑战也很大. 虽然深度估计能够使用无

监督学习的方法通过图片间的几何关系构建自监督信

号, 但这种自监督信号易受动态环境的干扰, 使得预测

结果不准确
[34].

2.4 无监督域自适应基本方法

由于计算机视觉任务类别众多, 难以一一列举, 因
此本文重点介绍了图像分类等四个典型计算机视觉任

务的无监督域自适应方法. 虽然其他计算机视觉任务,
例如目标跟踪、行人重识别等, 均存在域偏移的问题,
且域偏移给不同视觉任务带来的困难不尽相同, 但从

整体上看, 不同计算机视觉任务中使用的无监督域自

适应方法仍存在相通性. 这是因为目前完成计算机视

觉任务的主流方法一般基于深度学习, 以端对端的方

式完成任务, 因此不同视觉任务关联度较高. 表3对一

些典型的计算机视觉任务中的域自适应方法进行了分

类、归纳、总结. 对于其他计算机视觉任务而言, 无监

督域自适应方法也可分为基于生成对抗网络的方法和

基于其他方法两类, 因此本文介绍的方法对于其他计

表 3 计算机视觉任务的无监督域自适应方法

Table 3 UDA methods for computer vision tasks

任务 简介 难点 方法 代表文献

图像分类
将一张图片归类到若干个类

别中的某一类中.

虽然一些算法在标准数据集上取得
了不错的效果, 但当将其应用于其
他数据集时, 域偏移现象导致分类

精度降低的幅度较大
[30].

基于最小散度 [30,31,40~42,81,82,87,90~92]

基于生成对抗 [26,29,44~47,93,94,96,97,100~103]

基于其他方法 [14,106,107,109,110]

目标检测
包含目标定位和分类两个子
任务, 旨在同时识别并定位

图片中所有物体.

由于目标检测任务中目标的数目、
位置、大小、外观等的不同, 目标
检测的域自适应相较于图片分类更

复杂
[32].

基于生成对抗 [32,48,111,112,114,116]

基于其他方法 [118,119]

语义分割
像素级分类任务, 即为图像
的每个像素分配语义标签.

由于不同域图片的语义种类不同,
或不同类在不同域中的占比不同,
导致语义分割相较于图片分类的域

偏移现象更加严重
[27].

基于生成对抗 [27,49,74,126~149,151~154]

基于其他方法 [155~167,170,171]

深度估计
像素级回归任务, 即为图像
的每个像素分配一个深度值.

由于需要估计像素级的连续值,
域自适应难度也较大

[33]. 基于生成对抗 [33,50,172~176,178,179]
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算机视觉任务是域自适应也有一定借鉴作用. 表4进一

步对计算机视觉任务中的无监督域自适应方法进行了

总结和对比. 由于生成对抗网络的基本思想是通过两

个网络的互相博弈实现较优解, 而域自适应过程也是

源域和目标域的博弈, 因此生成对抗网络被广泛用在

计算机视觉任务的无监督域自适应中. 此外, 其他的

一些方法, 如课程学习(Curriculum learning)[35]、自监

督训练(Self-training, ST)[36,37]、熵最小化(Entropy
minimization)[38]、知识蒸馏(Knowledge distillation)[39]

等也被应用于无监督域自适应中, 并取得了良好的结

果. 特别地, 基于最小化散度的无监督域自适应方法

也被用于分类任务
[30,31,40]. 这通常指通过最小化某些

度量来减小域偏移带来的影响, 例如最大平均偏差

(Maximum mean discrepancy, MMD)[30]、相关距离

(Correlation distances)[41,42]等. 而在目标检测、语义分

割和深度估计任务中, 一般不采用基于最小化散度的

方法进行域自适应, 这是因为这些任务的域自适应往

往更加依赖图片中的纹理、上下文等信息, 仅通过最

小化不同域间的数据分布的散度无法获得较好的结

果
[32].
基于生成对抗思想的方法一般利用生成对抗网络

(Generative adversarial networks, GAN)[43]进行训练. 它
包含两个子网络: 生成器和鉴别器, 通过一个零和博

弈, 使生成器和鉴别器进行对抗学习. 生成器经过训

练, 以一种使鉴别器混淆的方式生成数据, 而鉴别器

则试图将生成器产生的数据与真实数据区分开来, 两

个网络经过博弈, 最终达到平衡
[43]. 网络以一种最小

最大化的方式进行迭代训练, 即更新生成器使目标函

数最小化, 更新鉴别器使目标函数最大化. 基于生成

对抗思想的无监督域自适应方法通过使用一个域鉴别

器或对抗性目标判断数据的来源, 使得网络能够提取

域不变特征, 从而对齐两个域的特征分布
[29,44,45]. 如图

1(a)所示, 这类方法一般由一个任务网络(如图像分类

网络)和一个域鉴别器组成, 两个网络通过对抗的思想

进行训练. 这时, 任务网络可视为生成器
[46,47], 与域鉴

别器一起进行对抗训练. 任务网络通过不断更新网络

参数, 使其提取的源域与目标域的特征分布尽可能相

近, 从而使域鉴别器无法识别其提取的特征来自哪一

域; 域鉴别器分别输入来自源域和目标域的数据, 目

的是判断输入数据来自于源域还是目标域. 在此过程

中, 两个网络通过对抗不断提升各自的能力, 任务网

络逐渐可以习得在源域和目标域上都表现良好的域不

变特征, 减小域偏移的影响. 特别地, 输入鉴别器的数

据可以来自任务网络(生成器)提取的中间特征(基于特

征空间的特征对齐), 也可以来自任务网络(生成器)对
于特定计算机视觉任务的预测结果(基于输出空间的

预测对齐). 此外,一些方法还在进行域自适应之前, 在
输入空间上加入额外的GAN对训练图像进行图片风

格转换从而实现数据增强, 提升域自适应效果
[48~50],

如图1(b)所示. 本文根据视觉任务是否在特征空间和

输出空间上使用域鉴别器(图1(a)), 以及是否在输入空

间上使用额外的GAN进行数据增强(图1(b)), 按照基于

特征空间、基于输出空间、基于输入空间的顺序, 对

基于生成对抗思想的无监督域自适应方法进行分类

表 4 无监督域自适应各类方法的对比

Table 4 Comparisons of different UDA methods

方法 定义 优点 缺点

计算机
视觉任
务中的
无监督
域自
适应

基于最小化散度的方法 最小化源域与目标域的统计量之间的散度 简单易行 效果较差

基于生
成对抗
的方法

特征空间
任务网络(生成器)将提取的

图片特征输入鉴别器
简单易行、应用广泛

对于语义分割、深度估计等
像素级任务的效果不好

输出空间
任务网络(生成器)将预测的

结果输入鉴别器
可利用图片的空间结构、

语义逻辑等信息
输出结果不准确或存在噪声

输入空间
域自适应前, 使用风格迁移网络

进行数据增强
数据增强可提升域自适应的

效果
依赖额外的风格迁移网络

基于其
他方法

课程学习 由易到难逐步学习
有利于风格差异较大的域或

样本之间的迁移
需要有针对性的设计或利用

更多先验知识

自监督训练
迭代生成伪标签进行自监督

标签
目标域可以进行有监督训练 伪标签存在噪声

熵最小化 最小化预测的混乱程度 减小预测噪声 对微小物体的预测不佳
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介绍.
基于其他方法的无监督域自适应方法不依赖对抗

思想, 而是通过使用课程学习
[35]

、自监督训练
[36,37]

、

熵最小化
[38]

、知识蒸馏
[39]

、元学习
[51]

等思想进行域

自适应. 课程学习是指通过模拟人的认知机理, 即首先

学习简单的、普适性的知识结构, 然后逐渐增加难度,
过渡到更复杂、更专业化知识的学习; 自监督训练的

方法一般适用于训练数据真值稀缺的情况, 将缺失的

真值标签视为可学习的隐藏变量, 对于无监督域自适

应来说, 目标域的真值是缺失的, 因此, 一些研究将自

监督训练的思想用于无监督域自适应中; 熵最小化是

通过计算并最小化预测输出中像素点的熵值, 来获得

更可靠的目标域预测; 知识蒸馏使用一个训练好的复

杂深度网络指导一个轻量级网络的训练, 以使得轻量

级的网络能够习到复杂深度网络的拟合能力; 元学习

也被称为学会学习, 即通过学习以往的知识和经验来

引导新任务的学习. 近年来, 一些方法将元学习引入

到计算机视觉任务的无监督域自适应方法中, 通过学

习源域的知识以指导目标域的任务.
与其他方法相比, 基于生成对抗思想的方法的优

点在于不需要在训练过程中进行复杂的抽样或推理,
但缺点在于训练可能较难达到平衡

[52]. 基于课程学习

的方法将源域到目标域的域自适应分为由易到难的几

步进行, 这样的策略有利于风格差异较大的域或样本

的迁移. 基于自监督的方法通过生成伪标签, 为目标

域的训练提供伪标签, 将无监督训练转换为有监督训

练, 提升训练的可靠性, 但存在伪标签置信度不高或

存在噪声等问题. 基于熵最小化的方法能够有效地减

小预测的噪声, 利用上下文信息. 在域自适应任务中,
可以通过组合使用不同的方法提升网络的迁移性, 在

本文中, 按照是否使用生成对抗思想分类对一些典型

计算机视觉任务中的无监督域自适应进行了总结和

归纳.

2.5 数据集

为利用机器学习完成计算机视觉任务, 人们花费

很多时间和精力收集数据并制作数据集. 从较早的简

单的手写数字数据集MNIST[53], 到用于像素级视觉任

务的数据集Cityscapes[13]、KITTI[54]等, 数据集规模不

断扩大, 标注难度也逐渐提升. 对于图像分类、目标

检测、语义分割任务来说, 首先需要收集大量图片,
然后人工为其标注真值

[13]. 而深度估计任务则需要通

过激光雷达或结构光深度传感器采集数据获取真值,
然后与相对应的RGB图像进行对齐和校准. 这些标

注、对齐和校准的工作都十分繁琐和耗时, 且容易出

现标注错误
[54,55] .

近年来, 随着计算机制图和游戏引擎的不断发展

成熟, 研究人员可以以较低的成本生成大规模甚至无

限数量的数据集用于深度学习的训练. 这些训练数据

风格多样, 涵盖内容广, 包括合成的手写数字数据

集
[ 2 6 ]

、数字和图标数据集
[ 2 6 ]

、室内环境数据

集
[56~58]

、以及道路场景数据集
[59~63]

等. 这些合成数据

的语义真值可以自动生成, 无需人工标注. 因此, 可以

使用有标签的合成数据集作为源域进行训练, 将没有

标签的真实数据集作为目标域. 但由于合成数据集与

真实数据集之间域偏移的存在, 需要使用域自适应算

法使在合成域上训练的模型能够较好地应用到真实

域. 表5归纳总结了一些常见的用于图像分类、目标检

测、语义分割和深度估计中的数据集
[13,25~27,53~79], 并

对其进行了简要介绍.
在图像分类中, 常用数字

[26,53,64,65]
、图标

[66,67]
、不

同场景
[25,68,69]

和物体
[70~73]

作为数据集. 将内容相近的

数据集分别作为源域和目标域, 使用无监督的域自适

图 1 基于生成对抗的无监督域自适应方法. (a) 特征空间
与输出空间; (b) 输入空间
Figure 1 Unsupervised domain adaptation methods using generative
adversarial networks. (a) Feature space and output space; (b) input
space.
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表 5 常见的用于图像分类、目标检测、语义分割和深度估计中的数据集

Table 5 The datasets used in image classification, target detection, semantic segmentation and depth estimation

数据集 年份 缩写
1)

真实/合成 室内/外 标签 简介

SYN Numbers[26] 2016 SYNN 合成 ‒ 类别
合成数字数据集, 由50万张图像组成, 通过改变打印字体的
文本、位置、方向、背景和笔画颜色以及模糊程度生成.

MNIST-M[26] 2016 MN-M 合成 ‒ 类别
由MNIST数据集中的数字与BSDS500数据集中的随机色块

混合形成有彩色的手写数字集.

MNIST[53] 1998 MN 真实 ‒ 类别 手写数字数据集, 由0~9十类数字组成.

USPS[64] 1990 USPS 真实 ‒ 类别 手写数字数据集, 由0~9十类数字组成.

SVHN[65] 2011 SVHN 真实 ‒ 类别 从谷歌街景中城市门牌号图像中提取的单个数字.

SYN SIGNS[66] 2013 SYNS 合成 ‒ 类别
合成的标志数据集, 由维基百科上的交通信号图修改而成,

由10万幅图像和43类标志组成.

GTSRB[67] 2011 GT 真实 室外 类别
由在德国各地驾驶时拍摄的视频创建的数据集, 由约5万幅

图像和43种标志组成.

Office-31[25] 2010 Of 真实 室内 类别
由来自三个不同领域(Amazon, DSLR, Webcam)的31个类别
的4652张图像组成, 包含办公场景中常见对象, 如键盘、文

件柜等.

Office-31+
CIFAR-10[68] 2012 O-C 真实 室外 类别

由Office-31和Caltech-256[79]两个数据集共享的10个常见类
别组成.

Office-Home[69] 2017 O-H 真实 室外 类别
由来自四个不同领域的65个类别的15500张图像组成, 包含

办公室和家庭中常见对象.

CIFAR-10[70] 2009 CI 真实 室外 类别 共有60000张彩色图像, 分为10个类, 每类6000张图.

STL-10[71] 2011 STL 真实 室外 类别
受CIFAR-10启发形成的数据集, 共有十类, 有100000张无标

签图片用于无监督学习和少量有标签的数据.

VisDA[72] 2017 VisDA 真实、合成 室内、室外 类别、语义 由来自真实和合成域的12个类别的28万张图像组成.

ImageCLEF-DA2) 2014 I-DA 真实 室内、室外 类别、语义
是ImageCLEF 2014域自适应挑战的基准数据集, 由三个公
共数据集(Caltech-256, ImageNet ILSVRC 2012, Pascal VOC
2012)中的12个公共类组成, 每个数据集被视为一个领域.

PASCAL VOC[73] 2010 PV 真实 室外 分类、检测、语义 PASCAL VOC 2012包含20个类别.

Cityscapes[13] 2016 C 真实 室外 检测、语义
涵盖了50个欧洲城市街道场景, 包含5000个稠密语义标注
(共有34个类, 其中19个语义类别有像素级标签)和20000个

稀疏标注的图像.

BDDS[27] 2016 B 真实 室外 语义
涵盖了不同条件下的驾驶场景, 如夜间的城市街景、雨天
的公路场景等, 包含数千个密集注释和数十万个未标记的

帧, 共有34个类别.

PBRS[56] 2017 PB 合成 室内 语义等
一个具有500K合成图像实例的数据集, 包含表面法线预

测、语义分割和物体边界检测真值.

SYNTHIA[59] 2016 S 合成 室外 语义

含13类, 7个序列, 涵盖不同场景(高速公路、环岛、山路、
纽约市、欧洲老城)、季节(春、夏、秋、冬)、天气(雨、
小雨、雾)、光照(日落、黎明、夜晚)等, 一般使用Synthia-

Rand-Cityscapes, 与Cityscapes配对.

GTA5[61] 2016 G 合成 室外 语义
由电脑游戏渲染得来, 来自位于南加州的洛杉矶的虚构城市
洛斯桑托斯, 包含24966张图片, 有19个类的注释, 与Cityscapes

完全兼容.

SIM 10k[61] 2016 SIM 合成 室外 检测
由10000张GTA5中渲染的图像组成, 包含58701辆车的

bounding box.

Foggy Citys-
capes[62] 2018 FC 合成 室外 检测、语义

使用来自Cityscapes的图像和深度图进行渲染, 在真实场景
中模拟雾, 标签与Cityscapes中一样.

Synscapes[63] 2018 Y 合成 室外 语义
由25000张完全注释的RGB图像组成, 与Cityscape类似, 注释

真值包含19个类别.
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应方法进行训练. 目标检测常用的数据集有Citys-
capes[13]、Foggy Cityscapes[62]、SIM 10k[61]、KITTI[54]

等. Cityscapes与Foggy Cityscapes可以模拟不同天气情

况下的域偏移, Cityscapes与SIM 10k可以模拟真实环

境与虚拟环境之间的域偏移, 而Cityscapes与KITTI可
以模拟不同城市之间的域偏移. 对于语义分割来说,
常用数据集有Cityscapes[13]、SYNTHIA[59]

、GTA5[61]

等, 一般在合成和真实数据集之间进行域自适应, 希望

通过合成数据集来提升模型在真实数据集中的语义分

割结果. 与语义分割一样, 深度估计的域自适应任务也

可通过虚拟环境来获得有真值的合成深度的数据进行

训练, 成本低且可用的训练数据量巨大,常用的数据集

有NYU Depthv2[55]、KITTI[54]、Virtual KITTI[60]等.
本节主要介绍了无监督域自适应的定义、重要意

义、应用难点、基本方法和相关数据集, 以下章节将

分别介绍无监督域自适应在图像分类、目标检测、语

义分割和深度估计任务中的应用.

3 图像分类

本节对无监督域自适应在图像分类任务中的应用

进行了归纳和总结,将主要方法分为三类介绍:基于最

小化散度、基于生成对抗思想和基于其他方法的无监

督域自适应方法, 一些典型的方法概括在表6中. 对于

基于生成对抗思想的方法, 表中还特别列出了鉴别器

的输入, 对于在输入空间上加入额外的风格迁移网络

的方法表中特别标明了生成器的生成方向, 其中, S代
表源域, T代表目标域.

3.1 基于最小化散度的无监督域自适应方法

对于图像分类任务, 早期的无监督域自适应方法

通过最小化源域与目标域的统计量之间的散度对齐深

度学习模型提取特征. 比较常见的散度包括最大平均

偏差(Maximum mean discrepancy, MMD)[80]、相关对

齐(Correlation alignment, CORAL)[41]等.

(续表5)

数据集 年份 缩写
1)

真实/合成 室内/外 标签 简介

NTHU[74] 2017 N 真实 室外 语义
又称Cross-City, 包含4个域偏移较小的城市: 里约热内卢、
罗马、东京和台北, 每个城市含100幅图像注释对(13类)和

3200幅无注释图像.

Oxford RobotCar[75] 2017 O 真实 室外 深度、语义等
安装在车上的6个摄像头、激光雷达、GPS和INS真值采集
的近2000万张照片. 数据收集了所有天气条件, 包括大雨、

夜晚、阳光直射和降雪.

Mapillary Vistas[76] 2017 M 真实 室外 语义
在不同天气、季节、光照下拍摄, 包含城市、乡村、越野场
等场景, 含有25000张密集注释的街道图像, 共66个类, 对其

中37类进行实例标注.

KITTI[54] 2012 K 真实 室外 深度、语义等
含40000多对立体图像对及激光雷达数据, 包含市区、乡村
和高速公路等场景, 可用于评测深度、光流、视觉里程计、

物体检测与跟踪等任务.

NYU Depth v2[55] 2012 ND 真实 室内 深度、语义等

包含原始和处理好的样本. 原始数据集包含464个场景(训练
集249, 测试集215), 处理好的数据集由1449个RGB-D样本组
成, 其中深度地图被补全并与RGB图像对齐, 另外含有和894

个类别标注.

SUNCG[57] 2017 SU 合成 室内 深度、语义等
用合成场景渲染单个视角的彩色深度和语义, 主要拿来做基

于单帧图像的语义场景修复.

SceneNet
RGB-D[58] 2017 Sc 合成 室内 深度、语义等

为场景理解(如语义分割、实例分割和目标检测)提供像素
级标签, 同时也为几何计算机视觉问题(如光流、相机位姿

估计和深度估计)提供真值标签.

Virtual KITTI[60] 2016 vK 合成 室外 深度、语义等
提供了对象检测与跟、场景和实例分割、深度、光流等的
真值, 包含21260帧不同环境条件下生成的图像深度对.

Places365[77] 2016 P 真实 室内外 语义等 拥有1000万张场景照片, 用场景语义类别和属性标注.

Make3D[78] 2008 M3 真实 室外 深度 包含几百张图片及其对应的稀疏深度值.

1) 后文中表6~9中涉及到的数据集均采用这种缩写形式.
2) http://imageclef.org/2014/adaptation.
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一些方法
[30,31,40,81,82]

使用最大平均偏差作为散度

最小化两个域分布之间的距离. Tzeng等人
[30]

将基于

MMD的域混淆损失用于一个全连接层以最小化不同

域之间特征分布的差异. 随后, MMD的变体不断被提

出以提升域自适应效果. Long等人提出MK-MMD[31]

和JMMD[81], MK-MMD同时对分类网络中多个层进行

表 6 无监督域自适应方法在图像分类中的应用

Table 6 Image classification with UDA

分类 年份 方法 鉴别器输入 生成方向
1)

数据集
2)

最小化
散度

2014 DDC[30] ‒ ‒ Of

2015 DAN[31] ‒ ‒ Of, O-C

2016 RTN[40] ‒ ‒ Of, O-C

2016 CORAL[41] ‒ ‒ Of, O-C

2016 Deep CORAL[42] ‒ ‒ Of

2017 JAN[81] ‒ ‒ Of, I-DA

2018 Rozantsev等人
[82] ‒ ‒ Of, MN, USPS, SVHN

2018 DeepJDOT[87] ‒ ‒ MN, USPS, MN-M, SVHN

2018 Das等人
[90,91] ‒ ‒ USPS, MN, O-C

2019 CAN[92] ‒ ‒ Of, VisDA

2020 RWOT[89] ‒ ‒ MN, USPS, SVHN, Of, I-DA, O-H, VisDA

生
成
对
抗

特
征
空
间

2015 Ganin等人
[26,29]

特征 ‒ MN, MN-M, SYNN, SVHN, SYNB, GT

2015 Tzeng等人
[44]

特征 ‒ Of

2017 ADR[46]
特征 ‒ MN, USPS, SVHN

2017 ADDA[93]
特征 ‒ MN, USPS, SVHN

2017 WDGRL[96]
特征 ‒ O-C

2018 Saito等人
[47]

特征 ‒ MN, USPS, SVHN, GT, SYNS

2018 Sohn等人
[94]

特征 ‒ MN, MN-M

2018 CDANs[97] 特征 ‒ Of, I-DA, O-H, MN, USPS, SVHN, VisDA

2020 Cui等人
[95]

特征 ‒ Of, O-H, VisDA

2020 Xia等人
[99]

特征 ‒ Of, O-H, I-DA

2021 MetaAlign[100] 特征 ‒ Of, O-H

2021 DDA[101]
特征 ‒ Of, VisDA

输
入
空
间

2016 CoGAN[45]
图片、特征 噪声→S, T MN

2017 Bousmalis等人
[102]

图片 噪声, S→T MN, MN-M, USPS

2018 Sankaranarayanan等人
[103]

图片 S, T→T MN, USPS, SVHN, Of, VisDA

2018 SBADA-GAN[104]
图片 S⇌T MN, MN-M, USPS, SVHN, SYNS, GT

2020 Ye等人
[105]

图片、特征 T→T, S→S MN, USPS, SVHN

其
他

2016 DRCN[14] ‒ ‒ MN, USPS, SVHN, CI, STL

2016 DSNs[106] ‒ ‒ MN, MN-M, GT, SVHN

2016 CEAL[107] ‒ ‒ Caltech-256

2017 Saito等人
[109] ‒ ‒ MN, MN-M, SVHN, SYNN, SYNS, GT

2021 PCS[110] ‒ ‒ Of, O-H, VisDA

1) 此生成方向指在图像分类输入空间上使用的风格迁移网络中的生成器的生成方向, S代表源域, T代表目标域.
2) 数据集名称均为表5中数据集的缩写形式.
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自适应
[31], JMMD则通过对齐不同域特定层的联合分

布进行自适应
[81]. 上述文献假设源域和目标域的分类

网络存在直接的映射关系, 而这一假设常常无法成立.
因此, Long等人

[40]
针对源域和目标域分别建不同的分

类网络, 并假设源域和目标域的分类网络之间的差别

可用一个残差函数表示, 同时使用MMD对齐多个网

络层的输出特征. 而Rozantsev等人
[82]

则提出一个双流

网络, 使源域和目标域的网络权重不共享, 然后通过一

个损失函数关联两个域的网络权重.
相关对齐(CORAL)是另一种常用的测量域之间散

度的方法, 由Sun等人
[41]

首先提出, 方法利用线性变换

对齐源域和目标域特征空间的分布和特征值的二阶统

计信息(协方差)以实现无监督域自适应. CORAL需要

先提取特征, 然后进行线性变换, 之后再单独训练一

个SVM分类器, 因此CORAL不是一个端到端的学习.
为了能以端对端的方式进行训练, Sun等人

[42]
通过构

造一个可微的损失函数, 学习一种非线性转换, 将

CORAL扩展为Deep CORAL, 对齐深度神经网络中的

层激活函数的统计信息. 之后, 许多CORAL的变体也

被陆续提出, 包括LogCORAL[83], Log D-CORAL[84]
等.

近年来, 其他计算不同域之间特征分布散度的方

法也逐渐被提出. Courty等人
[85]

提出JDOT, 将最优传

输(Optimal transport)[86]的思想用于度量不同分布之间

的距离. Damodaran等人
[87]

将JDOT引入到图片分类的

无监督域自适应中, 使用Wasserstein距离
[88]

度量不同

域之间的散度. 然而, Damodaran等人
[87]

只进行了跨域

匹配而忽略了域内结构, 即当目标样本分布在聚类边

缘或远离其对应的类中心时, 很容易被源域学习的决

策边界误分类. 针对此, Xu等人
[89]

提出一种加权最优

传输策略, 利用空间的典型信息和域内结构动态测量

样本级域间差异, 以实现精确的逐对最优传输, 减少

了在目标域决策边界附近的样本的负迁移. Das等
人

[90,91]
提出基于图匹配的散度度量方法, 将源域和目

标域视为超图, 利用图之间的一阶、二阶和三阶相似

性进行类正则超图匹配. 考虑到以往的方法在最小化

域差异时忽略了类的信息, 这可能会使得类间对齐不

对称, 导致泛化性能差. Kang等人
[92]

提出了一种新的

度量方式CDD (Contrastivedomain discrepancy), 方法

明确建模了类内域偏移和类间域偏移, 通过最小化类

内域偏移以压缩类内样本的特征表示, 最大化类间域

偏移以使不同类离决策边界更远.

3.2 基于生成对抗的无监督域自适应方法

与基于最小散度的无监督域自适应方法不同, 基

于生成对抗思想的无监督域自适应方法通过训练一个

域鉴别器进行分布对齐, 一般在图像分类的特征空间

和输入空间进行对抗学习, 进行域自适应.

3.2.1 图像分类特征空间

在图像分类特征空间进行对抗学习的方法中包含

一个图像分类网络和一个域鉴别器. 其中, 域鉴别器用

以判别分类网络提取的特征来自于源域还是目标域,
而分类网络则希望提取出域鉴别器无法判别来自某一

域的特征. 两个网络通过不断对抗, 使得分类网络得以

生成既能用于精准分类又不随域变化而变化的域不变

特征. Ganin等人
[26,29]

和Tzeng等人
[44]

较早地将对抗思

想引入图像分类任务中进行域自适应. Ganin等人
[26,29]

同时训练一个分类网络和一个基于逆梯度算法的鉴别

网络来鉴别训练样本来自何域以进行域自适应. Tzeng
等人

[44]
则同时利用域混淆损失和交叉熵损失, 分别对

齐不同域的边缘分布和各个类别. 为了学习更多的隐

含信息, Tzeng等人
[44]

利用软标签代替具体的预测真

值进行训练. 考虑到与对称映射相比, 非对称映射能

更好地提取不同域低层特征的差异, Tzeng等人
[93]

随

后又提出一种分类编码网络权重不共享的对抗域自适

应方法. 即与一些方法
[26,29,44]

在特征提取时各域分类

网络权值共享不同, 该方法中两个域的分类网络的编

码器不共享权重, 而是分别进行编码, 允许对不同域

间各异的特征提取.
考虑到仅使用一个域鉴别器判断提取的特征来自

于何域可能会使得目标域中不同类之间的分界模糊,
从而导致分类效果较差, Saito等人

[46,47]
对目标域的图

像进行了两次不同的预测以提升分类效果. 这是通过

使用分类网络的参数正则化(Dropout)来约束特征尽量

远离分类的界线
[46], 或使用两个分类器进行协同训

练
[47]

来实现的. Sohn等人
[94]

针对源域和目标域可能不

共享相同标签空间的情况, 提出一个源域到目标域的

特征转移网络, 该网络将目标域特征与源域特征分离,
并利用目标域特征与转换后的源域特征辅助域对齐.
Cui等人

[95]
认为仅仅提取域不变特征会忽略不同域中

独有的特征, 因此提出一个对这种各异特征建模的模

块, 分别用于生成器和鉴别器. 对于生成器, 这一模块

能将源域和目标域都变换到中间域上, 减小不同域直
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接迁移的难度, 同时减小提取的域不变特征中残留的

独有特征的影响; 对于鉴别器, 这一模块有助于提高

鉴别器鉴别能力, 平衡对抗训练过程. 由于生成对抗

思想与GAN有着密切的联系, 因此新的GAN方法的提

出往往能为基于生成对抗思想的无监督域自适应方法

中的目标函数设计提供新思路
[93]. Shen等人

[96]
受Was-

serstein GAN启发, 计算源域特征和目标域特征之间的

Wasserstein距离作为鉴别器的目标函数. 而Long等
人

[97]
受CGAN[98]

的启发, 提出条件域自适应方法以适

应分类问题中的多模态分布.
一些方法

[99,100]
开始将图论和元学习方法引入域

自适应中. Xia等人
[99]

提出一种基于图的度量方法, 图
的边被用来提取和对齐不同域之间的匹配关系, 而节

点根据学到的域间的匹配关系来约束特征提取, 从而

实现特征对齐. Wei等人
[100]

引入元学习以缓解域对齐

任务和分类任务之间优化目标不相同的问题, 将领域

对齐任务和分类任务视为同一组样本的元训练和元测

试. 之后, 一些方法开始关注实时性, Li等人
[101]

在低计

算资源条件下以较高精度快速实现了图像分类的域自

适应任务, 并同时提出置信分数学习和类间平衡自监

督训练策略以提升在目标域上的分类精度.

3.2.2 图像分类输入空间

基于最小散度的方法和在特征空间上进行对抗的

方法都是在特征空间进行域自适应的. 随着GAN的不

断发展, 一些工作使用GAN进行图片生成和图片风格

迁移以实现数据增强, 生成更多的训练数据. 在数据增

强的过程中, 鉴别器用来判断图像是真实图片还是由

生成器生成的, 而生成器则希望生成的图片尽可能接

近真实图片, 从而能够骗过鉴别器.
一些方法使用GAN在输入空间上利用噪声和图

片特征生成图片
[45,102,103]

或在域间进行图片风格迁

移
[104]. Liu等人

[45]
提出包含两个GAN的CoGAN, 其中,

两个生成器分别从噪声生成源域图像和目标域图像,
训练时两个GAN通过共享部分网络参数学习不同域

图像的联合分布从而使得分类网络能够提取域不变特

征. Bousmalis等人
[102]

利用GAN从源域图片和噪声生

成目标域风格的图片, 以此进行数据增强, 用于和源

域图片一起训练适用于源域和目标域的图像分类网

络. Sankaranarayanan等人
[103]

分别提取源域和目标域

图片的特征用于生成源域风格的图片, 鉴别器则用来

区分输入是真实的源域图片还是由特征生成的源域图

片, 以此进行对抗学习使得编码器能提取出域不变特

征. Russo等人
[104]

利用GAN在源域和目标域间进行图

片风格迁移, 并针对目标域和源域分别训练一个分类

网络, 最终利用这两个分类网络同时预测来自目标域

的图像类别. 以上的域自适应方法旨在学习域不变特

征, 这些方法通常需要根据目标域的数据更新源域分

类器以适应目标域, 因此有时不能同时在源域和目标

域中都取得不错的效果. 针对此, Ye等人
[105]

不再训练

分类器以适应目标域, 而是使用一种数据校准器, 在保

持源域分类性能的同时提升目标域的分类性能.

3.3 基于其他方法的无监督域自适应方法

本小节中介绍的方法既不基于最小化散度, 也没

有利用生成对抗思想, 而是使用图像重构或自监督训

练的方法进行域自适应. Ghifary等人
[14]

和Bousmalis等
人

[106]
通过提取图片特征并重构图片进行域自适应. 特

别地, Ghifary等人
[14]

同时训练源域图片的分类网络和

目标域图片的重构网络. 由于两个网络的编码器的权

值是共享的, 因此编码器需要提取域不变特征, 分别

适应分类和重构网络, 从而起到了特征对齐的作用.
Bousmalis等人

[106]
与Ghifary等人

[14]
的方法基本一致,

但考虑到不同域特征的独特性, Bousmalis等人提出域

分离网络, 分别提取源域和目标域的共有特征和私有

特征, 并利用同一个解码器同时使用共有和私有特征

重建输入图像.
还有一些方法将自监督训练引入到图像分类无监

督域自适应中. Wang等人
[107]

将熵作为置信度对目标

域图像进行排序, 分为低置信度和高置信度两类, 通

过置信度从高到低逐步标注伪标签, 以增量学习的方

式训练分类器. 协同训练(Co-training)和三协同训练

(Tri-training)使用多个分类器自动标注未标注的样本,
然后将这些新标注的训练数据用于分类网络的再训

练
[108]. 这种方法一般假设待标定的数据来自同一个

域, 而域自适应问题中的数据来自不同域, 针对此问

题, Saito等人
[109]

提出了一种不对称的三协同训练方

法. 网络包含三个分类网络, 其中两个用于有标签的

源域和有伪标签的目标域的分类, 而另一个仅对有伪

标签的目标域分类. 自监督训练的使用使得网络通过

学习有标签的源域信息, 为无标签的目标域分配伪标

签进行训练. Yue等人
[110]

考虑到源域的有标注的样本
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可能也很少, 因此提出基于小样本的无监督域自适应

方法, 即只需要少量的有标签的源域样本和大量无标

签的源域和目标域数据进行训练. 此外, Yue等人还通

过提取域内典型特征的方法学习类别级的语义信息,
并通过域间典型实例的自监督进行特征对齐.

图像分类任务中的无监督域自适应方法的发展相

对来说已经比较成熟, 其基本的思想也逐渐被应用于

其他视觉任务中. 虽然不同计算机视觉任务的具体算

法各异, 但是对于无监督域自适应来说, 不同视觉任

务中的方法和经验可以相互借鉴.

4 目标检测

相比于图像分类任务, 无监督域自适应方法在目

标检测任务中的研究仍处于起步阶段, 因此相关的文

献较少. Faster R-CNN[8]
是目前目标检测方向精度较

高、应用广泛的方法之一, 本节介绍的无监督域自适

应目标检测算法也基本都基于Faster R-CNN框架. 本

节将目标检测无监督域自适应的方法分为两类进行介

绍: 基于生成对抗思想和基于其他方法的无监督域自

适应方法, 典型的方法概括在表7中.

4.1 基于生成对抗的无监督域自适应方法

与图像分类任务一样, 目标检测任务中的基于生

成对抗思想的无监督域自适应方法也可分为两类, 即

在特征空间和输入空间进行域自适应的方法.

4.1.1 目标检测特征空间

在目标检测特征空间进行无监督域自适应的算法

在经典目标检测构架中加入域鉴别器进行对抗学习.
Chen等人

[32]
较早地在Faster R-CNN构架中加入域鉴别

器进行目标检测域自适应.由于目标检测需要对图中的

一个或多个物体进行识别和定位, 因此域偏移可能同

时发生在图像层面(如图像风格、光照等)和实例层面

(如对象外观、大小等), Chen等人
[32]

针对图像和实例

分别设计了域鉴别器
[29], 从两个层面分别进行域自适应.

分类任务的域自适应常常将图像作为一个整体对

齐不同域的特征分布, 而目标检测任务需同时识别和

定位多个物体, 因此目标检测的自适应需要更关注包

含目标的局部区域, 一些方法
[111,112]

尝试从这些局部

区域提取更多的有用信息. He等人
[111]

提出包含较低

层次特征的分层对齐模块和较高层次聚合特征的对齐

模块的一个多层对抗域自适应框架. 主体网络中含三

个域鉴别器用于三个不同层次特征的对抗学习, 同时

使用梯度反转层和尺度缩减层以减小特征尺度; 检测

器部分将检测结果聚合进行语义对齐, 将聚合后的特

征输入域鉴别器并加入权梯度反转层以惩罚难混淆的

样本. Zhu等人
[112]

将域自适应问题分为两步进行, 即包

含目标的局部区域的寻找和对齐, 方法的关键在于挖

掘与目标检测直接相关的区域并对齐. 随后, Xu等
人

[113]
认为在目标检测中除了需要关注图片中有目标

的重点区域, 还需要关注较难进行域自适应的目标. 因
此, 提出一个分类一致性正则化项, 同时在图像级和实

例级进行目标检测, 将检测的一致与否作为判断目标

检测难易的标准.
由于目标检测中不同域中的目标大小和分布情况

可能不同, 强行匹配会改变语义, 适得其反; 而纹理和

颜色等局部特征的强匹配是有意义的, 因为它们不会

改变语义层次. 基于此, Saito等人
[114]

提出了一种基于

强局部对齐和弱全局对齐的目标检测域自适应方法,
在低层次特征和高层次特征两个层面进行域自适应,
即在纹理、颜色等低层次特征进行强对齐(交叉熵损

失), 在涉及语义信息的高层次特征进行弱对齐(对难

以分类的样本进行部分对齐). 目标检测任务中, 同一

张图片中包含的目标类别往往各不相同且不同类别的

目标样本分布各异. 之前的一些工作
[32,111,112,114]

没有考

虑到这些信息, 而是把图片中不同种类目标的分布当

作整体进行域自适应, 因此Zheng等人
[115]

提出一种两

阶段的域自适应方法, 从粗粒度到细粒度进行特征对

齐. 在粗粒度自适应阶段, 采用注意力机制提取前景

目标并将其视作一个整体在多层网络中对齐其边缘分

布. 在细粒度阶段, 对于前景目标中的所有不同类别,
按类别分别对齐来自不同域的前景目标. 为了减小域

间的错误类别对齐, VS等人
[116]

使用多个鉴别器来对

齐不同域中语义相同的类别. VS等人提出有记忆的注

意力机制以区分不同类别的目标, 从而将不同种类的

目标送到相应的鉴别器中. 而Xu等人
[117]

首先建立不

同候选框之间的图关系以获得更精确的实例特征表

示, 然后通过增强类间的紧凑度和类间的可分离度来

分别对齐不同目标类别. 此外, Xu等人还通过赋予出

现频次较少的类别较高权重来提升这类目标的自适应

效果.
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4.1.2 目标检测输入空间

在目标检测输入空间进行域自适应的算法除了使

用域鉴别器和目标预测任务网络进行对抗学习, 还加

入了额外的GAN进行数据增强. Kim等人
[48]

使用Cy-
cleGAN进行数据增强, 生成源域风格到目标域风格之

间的多个风格的图像, 且这些图像与源域共享标签, 这
样则获得了更多新的有标签的训练数据. 特别地, 为了

学到多个域的不变特征, 这里的域鉴别器进行多分类.

4.2 基于其他方法的无监督域自适应方法

一些方法使用自监督训练的方法进行目标检测的

域自适应, 通过在源域上训练的模型为目标域生成伪

标签以使得目标域以有监督的方式进行训练. Roy-
chowdhury等人

[118]
利用在源域上训练好的检测器和跟

踪器为目标域中的图片生成目标检测任务生成伪标

签. 其中, 使用跟踪器是为了避免检测器漏掉目标域视

频中的某些目标. 此外, 本方法还使用了知识蒸馏的思

想. 随后, 研究人员开始探究3D目标检测的域自适应.
Yang等人

[119]
首先提出随机对象缩放策略, 在源域上对

三维检测器进行预训练, 以减轻源域偏差的负面影响.
然后, 在目标域上交替使用两种策略改进检测器, 即伪

标签更新和利用课程数据增强进行模型训练.

相比于图像分类任务, 目标检测域自适应的研究

方法较少, 仍处于起步阶段. 从目前的发展态势来看,
目标检测任务中使用的域自适应方法与图像分类任务

中使用的域自适应方法的基本思想相似. 在未来的研

究中, 可继续借鉴其他发展较为成熟的计算机视觉任

务中使用的无监督域自适应方法, 结合目标检测任务

自身进行域自适应时遇到的问题, 提升目标检测模型

的迁移性.

5 语义分割

随着图像分类无监督域自适应方法的发展成熟,
人们开始研究像素级视觉任务的域自适应问题. 本节

对语义分割中的无监督域自适应方法做了分类介绍和

总结, 归纳在表8中. 由于重构思想和伪标签被广泛应

用于语义分割无监督域自适应方法中, 表中还总结了

各方法是否使用重构思想和伪标签. 在本节中, 源域

数据大都来自于虚拟数据集, 含有语义标签, 而目标

域数据来自于真实数据集, 不含语义标签.

5.1 基于生成对抗的无监督域自适应方法

生成对抗思想也被广泛应用于语义分割任务的无

表 7 无监督域自适应方法在目标检测中的应用

Table 7 Object detection with UDA

分类 年份 方法 鉴别器输入 生成方向
1)

数据集
2)

生
成
对
抗

特征空间

2018 Chen等人
[32]

特征 ‒ SIM→C, C→FC, K→C

2019 He等人
[111]

特征 ‒ SIM→C, C→FC, K→C

2019 Zhu等人
[112]

特征 ‒ SIM→C, C→FC, K→C

2019 Saito等人
[114]

特征 ‒ C→FC, G→C 等

2020 Xu等人
[113]

特征 ‒ C→FC 等

2020 Zheng等人
[115]

特征 ‒ SIM→C, C→FC, K→C

2020 Xu等人
[117]

特征 ‒ SIM→C, C→FC, K→C

2021 MeGA-CDA[116]
特征 ‒ C→FC, SIM→C, K⇌C

输入空间 2019 Kim等人
[48]

图片 S→其他风格 C→FC 等

其他

2019 Roychowdhury等人
[118] ‒ ‒ WIDER→CS6, BDD3)

2021 ST3D[119] ‒ ‒ Waymo→K, Waymo→Lyft,
Waymo→nuScenes, nuScenes→K3)

1) 此生成方向指在图像分类输入空间上使用的风格迁移网络中的生成器的生成方向, S代表源域, T代表目标域.
2) 数据集名称均为表5中数据集的缩写形式.
3) 人脸识别数据集WIDER[120]

、CS6[121], 行人检测数据集BDD[122], 无人驾驶数据集Waymo[123]、nuScenes[124]、Lyft[125], 由于这些数据集

在本综述中仅出现一次, 因此未在表2中列出.
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表 8 无监督域自适应在语义分割中的应用

Table 8 Semantic segmentation with UDA

分类 年份 方法
鉴别器输入 生成

方向
1) 重构

2)
伪标签 特点 数据集

3)

输入 特征 输出

生
成
对
抗

特
征
空
间

2016 FCNWild[27] ‒ 全局、类别 ‒ ‒ ‒ ‒ ‒ G, S→C, C→B
2017 Chen等人

[74] ‒ 全局、类别 ‒ ‒ ‒ √ ‒ S→C, C→N
2018 Huang等人

[126] ‒ 全局(逐层) ‒ ‒ ‒ ‒ ‒ G, S→C
2018 ROAD[129] ‒ 空间 ‒ ‒ ‒ ‒ 知识蒸馏 G→C
2019 SSF-DAN[127] ‒ √ ‒ ‒ ‒ √ ‒ G, S→C, C→N
2019 SIBAN[131] ‒ √ ‒ ‒ ‒ ‒ 信息瓶颈 G, S→C

2020 CSCL[128] ‒ 全局、类别 ‒ ‒ ‒ √ 考虑负迁移, 类对齐,
强化学习

G, S→C, C→N

2020 Pan等人
[130] ‒ √ ‒ ‒ ‒ √ 熵值排序, 课程学习 G, S, Y→C

输
出
空
间

2018 AdaptSegNet[132] ‒ √ √ ‒ ‒ ‒ ‒ G, S→C, C→N
2019 Tsai等人

[133] ‒ ‒ 图片块 ‒ ‒ ‒ ‒ G, S→C, C→O
2019 ADVENT[134] ‒ ‒ √ ‒ ‒ √ 熵最小化 G, S→C
2019 DADA[135] ‒ ‒ √ ‒ ‒ ‒ 深度信息 S→C, M
2019 Luo等人

[136] ‒ ‒ 类别 ‒ ‒ ‒ 协同训练 G, S→C
2020 FADA[137] ‒ ‒ 类别 ‒ ‒ ‒ ‒ G, S→C, C→N
2020 SIM[138] ‒ ‒ √ ‒ ‒ √ 前背景分离, 类对齐 C→C, S→C
2021 SFDA[139] ‒ √ 图片块 ‒ ‒ √ 源域数据不可知 G, S→C, C→N

输
入
空
间

2018 FCAN[49] ‒ √ ‒ S⇌T ‒ ‒ ‒ G→C, B
2018 DCAN[140] ‒ ‒ ‒ S→T ‒ ‒ 双重对齐 G, S→C
2018 Zhu等人

[141] √ ‒ ‒ S⇌T ‒ ‒ 损失函数 G, S→C
2018 Sankaranarayanan等人

[143] √ ‒ ‒ S⇌T √ ‒ ‒ G, S→C
2018 CYCADA[146] √ √ ‒ S⇌T √ ‒ ‒ G→C, S
2018 I2I Adapt[148] √ √ ‒ S⇌T √ ‒ ‒ G→C
2019 DISE[144] √ √ √ S⇌T √ ‒ 特征提取 G, S→C
2019 CrDoCo[147] √ √ ‒ S⇌T √ ‒ 深度, 光流 G, S→C, C→N
2019 Li等人

[149] √ √ ‒ S⇌T √ √ 双向 G, S→C

2019 TGCF-DA[151] √ ‒ ‒ S→T ‒ √ 自集成, 教师-学生网
络

G, S→C

2019 MADAN[153] √ √ ‒ S⇌T √ ‒ 多源 G, S→C, B
2019 GIO-Ada[154] √ ‒ √ S→T ‒ ‒ 深度辅助语义 vK→K, S→C
2020 RPT[142] ‒ √ ‒ S⇌T ‒ ‒ 语义约束 G, S→C
2020 Yang等人

[145] √ ‒ √ T→S √ √ 语义重构图片 G, S→C
2020 Kim等人

[152] ‒ √ √ →S ‒ √ 多纹理, 自监督学习 G, S→C

其
他
方
法

课程
学习

2017 Curriculum[155] ‒ ‒ ‒ ‒ ‒ ‒ ‒ G, S→C
2018 CMAda[156] ‒ ‒ ‒ ‒ ‒ ‒ 有雾场景

2019 Sakaridis等人
[157] ‒ ‒ ‒ ‒ ‒ ‒ 光照变化

2019 PyCDA[158] ‒ ‒ ‒ ‒ ‒ √ 自监督学习 G, S→C

自
监
督

2018 CBST[159] ‒ ‒ ‒ ‒ ‒ √ 类平衡 G, S→C, C→N
2018 Saleh等人

[160] ‒ ‒ ‒ ‒ ‒ √ 前背景分离

2019 CRST[161] ‒ ‒ ‒ ‒ ‒ √ 置信度正则化 G, S→C
2020 MLSL[163] ‒ ‒ ‒ ‒ ‒ √ 空间独立, 语义一致 G, S→C
2020 CCM[164] ‒ ‒ ‒ ‒ ‒ √ 考虑负迁移 G, S→C
2020 IAST[165] ‒ ‒ ‒ ‒ ‒ √ 对抗学习, 实例 G, S→C
2021 MetaCorrection[162] ‒ ‒ ‒ ‒ ‒ √ 元学习、噪声建模 G, S→C
2021 Ma等人

[166] ‒ ‒ ‒ ‒ ‒ √ 光度矫正 G, S→C

2021 MSDA[167] ‒ ‒ ‒ ‒ ‒ √ 多源域
G, S, Y, G+S, G+Y, S
+Y, G+S+Y→C

熵最
小化

2019 Chen等[170] ‒ ‒ ‒ ‒ ‒ ‒ 最大平方损失 G, S→C, C→N
2020 CrCDA[171] ‒ ‒ ‒ ‒ ‒ ‒ 上下文信息 G, S→C

1) 此生成方向指在图像分类输入空间上使用的风格迁移网络中的生成器的生成方向, S代表源域, T代表目标域.
2) 这里的重构不包括在输入空间使用风格迁移网络重构图像.
3) 数据集名称均为表5中数据集的缩写形式.
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监督域自适应中. 这类方法一般包含两个网络, 分别用

于预测输入图像的语义分割结果和作为域鉴别器判别

输入数据来自源域还是目标域. 两个网络通过对抗学

习使语义分割网络能够提取域不变特征(使从两个域

提取的特征具有相似的分布), 最终使得域鉴别器无法

分辨出输入数据来自于何域. 按照鉴别器输入数据的

不同, 可分为在特征空间对抗和在输出空间上对抗两

类. 还有一些方法通过一个额外的图片风格迁移网络

实现数据增强, 称为在语义分割输入空间上进行域自

适应的方法. 本小节对在语义分割特征空间、输出空

间和输入空间进行生成对抗学习的方法分别进行

介绍.

5.1.1 语义分割特征空间

在语义分割的特征空间进行生成对抗学习的方法

将语义分割网络从不同域提取的特征输入域鉴别器,
通过域鉴别器和语义分割网络的对抗学习进行域自适

应. 语义分割任务的域偏移主要来自两方面, 不同域之

间整体外观的差别和不同域之间不同语义类别分布的

差异(甚至语义类别不同), 两者共同导致了不同域特

征空间的边缘分布不一致
[27]. 基于此, 一些方法

[27,74]

分别从全局特征和不同语义类别特征两个层面进行对

抗学习. Hoffman等人
[27]

除进行全局特征对齐外, 还将

源域上不同语义类别的分布作为先验迁移到目标域

上, 对目标域上对应的语义类别进行域自适应. 而

Chen等人
[74]

在目标域使用网格级的伪标签代替像素

级的伪标签进行对抗学习以实现类内对齐, 同时提出

NTHU数据集, 并利用其中包含的时间信息确定场景

中的静态物体作为对抗学习的先验信息. 随后, Huang
等人

[126]
认为仅对齐语义分割网络中的某一层输出特

征是不够的, 因此其通过对齐语义分割网络中的多个

中间网络层的特征引入了更多约束, 同时上层网络输

出的特征经过对齐被输入到下层网络中, 也降低了下

层网络输出特征的对齐难度.
由于Chen等人

[74]
在目标域中使用全部的伪标签

进行对抗学习, 这导致网络的训练无可避免地会受错

误伪标签的影响. 因此, Du等人
[127]

仅使用置信度较高

的像素区域作为伪标签, 并分别对不同的语义类别使

用不同的域鉴别器, 此外还使用渐进置信策略以解决

语义级对抗学习中不同域之间语义标签不一致的问

题. 类似地, Dong等人
[128]

考虑到了负迁移的存在, 指

出不是所有的信息都是可迁移的, 强制性迁移所有知

识只会造成更差的结果. 针对负迁移, Dong等人提出

一个基于批判性迁移的对抗框架以突出可转移的知识

而忽略不可转移的知识, 对目标样本生成基于置信度

的伪标签, 并利用强化学习使正迁移收益最大化.
除在GAN中加入自监督训练的方法外, 一些工作

还引入了知识蒸馏
[39]

、熵
[38]

、课程学习
[35]

等的概念.
Chen等人

[129]
使用知识蒸馏方法以避免语义分割模型

在合成数据集上过拟合. 此外, 提出一种空间可知的域

自适应方法, 通过将训练图片拆分成不同块, 利用图片

不同区域块中蕴含的内在几何关联, 对图片块分别进

行对抗学习. Pan等人
[130]

不仅考虑了不同域之间的差

异, 还考虑了目标域中不同图片之间的差异, 利用基

于熵的排序函数, 将目标域分为简单的和困难的两部

分进行课程学习. 除了考虑如何进行特征对齐, 对抗

训练能否达到稳定也逐渐被关注. 与语义分割网络相

比, 域鉴别器在对抗学习中更占优势, 因此语义分割

网络和域鉴别器的对抗学习很难达到稳定. 鉴于此,
Luo等人

[131]
利用信息瓶颈(Information bottleneck)方法

压缩复杂的特征, 仅提取与语义分割任务相关的特征,
以使对抗学习更容易达到平衡. 此外, 为平衡不同语义

类别, 保证出现频次较少的类也能顺利迁移, Luo等人

还提出了基于重要性的信息瓶颈方法用于对抗训练.
在本小节中, 语义分割任务通过特征对齐来实现

域自适应. 然而, 由于语义分割任务需要考虑图像形

状、纹理、上下文等的复杂信息, 仅利用特征对齐进

行域自适应往往不能取得满意的效果. 且语义分割任

务在特征空间进行对齐存在两点挑战. 首先, 对齐不

同域特征的边缘分布难以约束语义的一致性, 举例来

说, 目标域上对应于汽车的特征可能映射为源域上对

应的自行车的特征. 其次, 高层的特征对齐无法建模

低层外观差异. 因此, 由于语义分割任务依赖图片风

格、纹理、结构等信息, 仅在特征层面进行域自适应

的效果并不理想
[49]. 由于仅仅利用特征对齐难以在语

义分割任务上获得较好的结果, 很多方法开始探究在

语义分割输出空间和输入空间上进行域自适应.

5.1.2 语义分割输出空间

注意到语义分割的输出空间(语义分割结果)包含

了丰富的结构信息, 例如, 即使来自于不同域的图像外

观非常不同, 它们的语义分割结果也可能很相似. 因

孙琦钰等: 基于无监督域自适应的计算机视觉任务研究进展

40



此, 可以在语义分割输出空间进行域自适应, 使源域和

目标域语义预测的标签分布尽可能相似
[132,133].与在语

义分割特征空间上进行对抗生成学习相同, 在语义分

割输出空间上进行对抗生成学习的方法一般也包含两

个网络, 一个输出语义分割结果的语义分割网络和一

个用于鉴别语义分割结果来自源域图片还是目标域图

片的域鉴别器. 通过对抗学习, 语义分割网络的目的是

输出在目标域和源域上的分布尽量相同的语义分割结

果, 以混淆域鉴别器. 本小节提及的方法都在语义分割

的输出空间上进行了对抗学习, 同时这些方法大多也

同时在语义分割的特征空间上进行了对抗学习, 具体

在何空间上进行域自适应可由表8中的鉴别器输入

区分.
Tsai等人

[132,133]
较早地在语义输出空间上使用对

抗思想, 以约束模型在目标域和源域上输出分布相同

的语义分割结果. 特别地, 文献[132]还对语义分割网

络中的两个层进行特征层面的域自适应, 文献[133]对
语义分割结果分块(Patch-wise), 先对源域块的语义分

割结果聚类, 然后利用对抗学习, 使目标域预测的语

义块的聚类结果和源域的聚类结果尽可能相近, 以此

实现域自适应. 之后, Vu等人
[134,135]

尝试将其他损失和

信息融入语义分割域自适应框架中. 文献[134]结合对

抗损失和熵损失以最小化目标域预测结果的熵值进行

无监督域自适应, 文献[135]利用源域上的场景深度信

息作为额外的监督信号, 这是因为域偏移不会影响场

景深度信息在空间结构上的一致性, 方法通过同时预

测源域和目标域上的场景深度和语义进行对抗学习.
与Chen等人

[74]
相似, 考虑到语义分割中不仅需要

对全局特征的边缘分布对齐, 还需要对不同类别标签

的条件分布分别进行对齐, Luo等人
[136]

结合对抗学习

和协同训练
[108]

提出一个类别级对抗网络, 使用源域和

目标域的数据联合训练两个语义分割网络, 以检测不

同域的语义分割类别是否得以对齐. 和Luo等人
[136]

通

过协同训练间接对齐语义类别不同, Wang等人
[137]

直

接将类别信息输入域鉴别器, 提出了一种细粒度的类

别级特征对齐的对抗学习策略, 同时保留了跨域语义

分割的结构信息. 由于背景与实例相比, 域之间的差

异较小, Wang等人
[138]

在进行域自适应时对实例和背

景采取不同的策略. 方法分别对每个背景类进行对齐

操作, 而由于不同实例之间差异较大, 因此对于每个

不同的实例类别, 只要求目标域中的实例与源域中最

相似的实例保持一致以考虑实例的个体差异的影响,
防止过度对齐. 考虑到有些情况下源域数据较难获得,
Liu等人

[139]
仅使用在源域上训练的模型和目标域数据

进行无监督域自适应. 该方法分为知识迁移和模型自

适应两部分, 以从源模型中恢复和保存源域信息, 并

从目标领域中提取有价值的信息进行自监督训练.

5.1.3 语义分割输入空间

除了在特征空间和输出空间使用域鉴别器进行对

抗学习, 一些工作通过在输入空间上使用额外的GAN
在源域和目标域图片间进行风格转换, 实现数据增强,
以提升语义分割的域自适应效果. 由于这些方法在进

行域自适应任务前, 先在输入空间上进行图像风格迁

移, 因此我们将这些方法归为在语义分割输入空间上

进行对抗学习的方法. 要注意的是, 本小节中介绍的

方法也在特征或输出空间上进行了域自适应. 通过风

格变换, 可以得到有着目标域风格的带语义分割标签

的数据, 从而起到了数据增强的效果.
Zhang等人

[49]
较早将图片风格迁移用于语义分割

域自适应, 除了利用GAN在源域和目标域之间进行风

格转换, 还通过额外的对抗网络学习域不变特征. 同时

其他一些工作, 通过改善特征对齐方法
[140]

或损失函

数
[141]

提升域自适应的效果. 由于图片每个信道的特征

图的统计数据中都蕴含着与图片风格相关的信息, 因

此可以分别利用每个信道的信息进行图片风格转换.
基于此, Wu等人

[140]
在GAN和语义分割网络中分别采

用了基于信道的特征对齐方法, 利用信道中包含的图

片风格和结构信息, 提升域自适应结果. 研究发现, 当
网络在源域上表现很好时, 模型在源域过拟合, 导致网

络迁移能力不好;而在源域上表现很差时,网络又不能

很好地完成语义分割任务. 因此, Zhu等人
[141]

认为, 当
网络在源域上的语义分割结果即将接近最好却不曾达

到时, 可以避免网络过拟合又能获得较好的语义分割

结果. 这是通过在对抗学习中使用一种鲁棒损失函数,
用保守损失(Conservative loss)代替交叉熵损失, 对源

域上语义分割结果很好或很差的情况都进行惩罚, 而

鼓励表现折中的情形实现的. 后来, Zhang等人
[142]

在

文献[49]的基础上, 提出了多层次的语义预测一致性

约束, 包含图片块级、聚类级和上下文语义预测一致

性. 首先约束每个图片块上的语义预测相近, 然后对

图片块聚类, 使每个类上的语义信息相近, 最后通过
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上下文的逻辑信息约束图像的语义趋于一致.
在一些方法

[143~145]
中, 生成器不仅被用来进行图

片风格转换, 而且被用来重构图片, 然后将原图片和

重构后的图片送入鉴别器进行对抗学习. Sankaranar-
ayanan等人

[143]
通过编码器提取源/目标域图像的特征,

然后使用生成网络从特征空间上重建源/目标域的图

像, 鉴别器则用来判别输入的图像是源/目标域图像还

是生成器生成的图像, 以此进行生成对抗训练. 与

Bousmalis等人
[106]

相似, Chang等人
[144]

将图像的结构

和纹理信息解耦, 即分别提取源域和目标域的域不变

特征和各自有代表性的特征, 以此进行组合, 进行图

片重建和风格转换. 与Sankaranarayanan等人
[143]

和

Chang等人
[144]

利用图片重建图片不同, Yang等人
[145]

利用语义分割网络输出的分割结果重建图片. 具体来

说, 先将目标域图片转换成有着源域风格的图片, 然

后将目标域和有着源域风格的目标域图片输入语义分

割网络预测语义分割结果, 最后利用不同域的语义分

割结果重建图片.
为了确保图片风格迁移后语义信息仍被保留, 一

些方法
[146~149]

使用CycleGAN[150]
中的循环一致损失作

为额外约束. Hoffman等人
[146]

同时在输入空间和特征

空间上进行域自适应, 先使用CycleGAN进行图片风

格转换, 将所有图片都用于训练, 然后提取特征进行

对抗训练. 考虑到尽管目标域和源域在图像风格迁移

前后的风格可能存在差异, 但同一张图片迁移前后的

语义输出结果也应当一致. Chen等人
[147]

引入跨域一

致性损失, 此框架不仅可以很好地用于语义分割, 还

能在深度估计和光流估计中获得很好的性能. Murez
等人

[148]
结合了多种方法

[14,27,93,103,150]
中的损失函数, 以

使得从不同域中提取的特征是不可区分的, 并利用这

些特征同时在两个域上重建图像 . 上述一些方

法
[140,146]

先使用GAN进行图像风格迁移, 然后再进行

对抗训练, 因此这些方法中的风格迁移模型在语义分

割过程中不再参与训练, 两个过程是割裂开来的. 这

就导致如果预先训练好的风格迁移网络性能不佳, 语

义分割网络的分割结果也会受影响. 基于此, Murez等
人

[148]
还通过语义分割模型提升风格迁移网络的性能.

而Li等人
[149]

提出一个双向学习的网络框架, 交替训练

图像风格迁移网络和语义分割网络, 形成闭环, 两个网

络相互提升. 特别地, Li等人
[149]

还使用了自监督训练

的思想, 用有伪标签的目标域数据微调在源域上训练

出的语义分割模型, 从而也提升了图像风格迁移模型

的效果.
一些方法

[151,152]
将知识蒸馏、自监督训练的方法

加入到生成对抗学习中. Choi等人
[151]

使用知识蒸馏的

思想, 通过一个教师-学生网络提升语义分割网络在目

标域上的性能. Kim等人
[152]

利用图片风格迁移算法改

变合成图像的纹理, 得到风格多样的合成图片. 通过使

用风格多样的合成数据训练, 可以防止语义分割模型

过拟合到一个特定的(合成)纹理, 最后通过自监督训

练得到目标域的伪标签对模型进行微调. 考虑到现有

的方法一般利用单个源域进行域自适应, 而现实生活

中域是复杂多变的, Zhao等人
[153]

利用多个源域进行

训练. 对于计算机引擎来说, 同时生成场景语义和深

度标签也比较容易, 且场景深度信息中包含的几何约

束受域偏移的影响较小. 因此, Chen等人
[154]

提出了一

种利用场景深度信息辅助语义分割的域自适应方法,
在输入和输出空间上同时利用场景深度信息进行对抗

学习以减少域偏移:在输入空间上,同时利用语义、场

景深度和图片信息进行图片风格迁移, 将合成图像转

换为真实图像的风格; 在输出空间上, 同时输出语义

分割和深度估计结果, 利用合成和真实图片生成的语

义分割和深度估计结果进行对抗性训练, 保持语义与

深度估计的相关性.

5.2 基于其他方法的无监督域自适应方法

除了使用生成对抗思想进行语义分割无监督域自

适应外, 其他一些方法, 如课程学习、自监督学习、熵

最小化等也被应用于语义分割无监督域自适应中, 本

小节对这些方法进行了概括总结.

5.2.1 课程域自适应

Zhang等人
[155]

提出了一种基于课程学习的域自适

应方法并用于语义分割. 先学习目标域中两个“简单”
的任务: 所有图像的语义标签分布和图片中特征显著

的局部区域(对于城市街道场景来说, 建筑、街道、汽

车等的大小和空间关系特征较为显著)的语义标签, 然
后在学好的“简单”任务的基础上, 学习比较“困难”的
像素级语义分割任务. 课程学习除可被用于合成与真

实数据集之间的域自适应, 也可用于进行不同环境间

的域自适应. Sakaridis等人
[156]

将课程学习用于有雾场

景的语义分割, 先学习有标签的合成薄雾场景数据集
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中的语义分割, 然后将学到的知识应用于无标签的真

实浓雾场景下的语义分割中. 随后, Sakaridis等人
[157]

尝试在有标签的光照良好的场景下训练语义分割模

型, 并迁移到无标签的夜晚场景中. 通过先学习较为简

单的光照条件良好的情况下的图片, 然后在此基础上,
再学习更困难的夜晚场景下的语义分割. 考虑到课程

学习和自监督训练有很多相似点, Lian等人
[158]

结合课

程学习和自监督训练进行域自适应. 首先, 构建了一个

包含目标域图像、图像块和像素的标签分布的金字塔

型课程学习. 然后, 使用自监督训练预测此金字塔模型

的语义输出结果. 下一小节具体介绍了自监督训练与无

监督域自适应的相结合的方法. 此外, 一些方法将课程

学习的思想用于对抗模型中, 如上文提及的文献[130].

5.2.2 自监督训练

自监督训练也被用于语义分割中进行域自适应.
Zou等人

[159]
提出了一种基于自监督训练的无监督域自

适应框架, 在目标域上迭代生成伪标签, 并使用这些伪

标签对模型进行再训练来实现域自适应. 同时, 为了避

免比重大的类别标签逐渐在伪标签的生成上占据绝对

优势, Zou等人还提出了一个类平衡自监督训练框架,
引入空间先验来优化生成的标签. 考虑到图片背景在

不同的域中相似, 而实例则在不同域之间有较大的差

异, Saleh等人
[160]

对实例和背景采取不同的策略进行

域自适应. 在使用源域数据训练网络时, 使用一般的

语义分割网络处理背景, 而对前景进行实例分割, 然

后使用在源域上预训练好的模型输出目标域的伪标

签. 由于伪标签中常常存在噪声, 使得某些类会被赋予

置信度较高的错误标签不断迭代.因此, Zou等人
[161]

提

出了一种置信度正则化的自监督训练框架. 与文献

[159]中使用独热编码作为伪标签不同, Zou等人
[161]

把

伪标签看作是连续的概率值, 进行交替联合优化. Guo
等人

[162]
引入噪声转移矩阵来建模目标域内伪标签的

噪声分布以缓解伪标签中噪声的影响, 并使用元学习

策略缓解伪标签中的噪声问题, 提高模型对目标数据

的泛化能力.
考虑到上述方法不能利用全局上下文信息, Iqbal

等人
[163]

先将图像分成小块, 再对语义分割结果相同的

不同小块施加相同的约束, 从而生成空间独立、语义

一致的伪标签. 此外, 此方法在特征空间上设计了一

种全局语义一致的伪弱标签, 使得网络能够学习到占

比较小的语义标签. Li等人
[164]

首先利用源域图片训练

一个初始语义分割模型, 并使用该模型生成目标域图

片的伪标签, 然后利用源域的准确标注和目标域的伪

标签, 从水平和垂直两个方向构造图像的语义布局矩

阵, 进行矩阵匹配, 找出与目标域语义布局相似的源

域图像. 最后, 选择置信度较高的伪标签进一步进行

迭代训练. 为了有效地提高伪标签的质量, Mei等
人

[165]
设计了一个带实例自适应选择器的伪标签生成

策略, 同时提出了伪标签区域平滑和非伪标签区域锐

化策略 . 与在输入空间上使用风格迁移网络的方

法
[49,140]

不同, Ma等人
[166]

提出光度矫正模块, 在LAB
色彩空间上对齐不同域间各个通道的色彩和亮度的分

布, 同时提出两个类别级的正则化方法, 使源域类别间

距离比类别内距离更大, 并约束目标域中矫正后的目

标图像的预测与其对应的矫正前的伪标签一致. 同样

地, He等人
[167]

也首先在LAB色彩空间上进行图片风

格变换, 对齐源域和目标域. 特别地, He等人还同时利

用多个源域信息与目标域协同训练以提升模型的迁移

精度.

5.2.3 熵最小化

熵最小化
[38]

是半监督学习
[168,169]

中最流行的方法

之一. 然而, 当将熵最小化方法用于语义分割的无监督

域自适应时, 方法往往会更关注目标域中容易迁移的

样本, 使得较难迁移的样本训练不充分. 因此, Chen等
人

[170]
提出了最大平方损失以解决这个问题, 同时方法

还引入了图像级权重因子用于缓解目标域中语义类别

不平衡的问题. Huang等人
[171]

通过匹配不同域图片间

的局部区域, 利用其上下文关联, 使源域与目标域的

局部语义趋于一致来提升域自适应结果, 以最大最小

化熵值的对抗形式训练模型.
本节对语义分割中的无监督域自适应方法做了分

类介绍. 最初的相关工作仅在特征空间上使用域鉴别

器, 但由于像素级任务预测量较大, 且预测输出高度

结构化 , 仅在特征空间上进行域自适应较为困

难
[49,132]. 鉴于此, 很多学者开始探索其他空间上的域

自适应, 包括语义分割的输出空间和输入空间. 在语义

分割输出空间上进行域自适应利用了语义分割结果通

常在全局空间分布相似性较大, 上下文关联紧密的特

点
[132]. 而在语义分割输入空间进行域自适应的一般想

法是对源域和目标域的图像进行风格转换, 从而起到
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数据增强的作用, 减小域偏移, 这一般通过GAN实
现

[49]. 相比于其他视觉任务, 语义分割域自适应的研

究较多, 可以考虑将其中的一些经典方法扩展到其他

任务中.

6 深度估计

与语义分割任务相似, 深度估计任务的无监督域

自适应主要也依赖于生成对抗的思想, 本节对深度估

计中的无监督域自适应方法做了分类总结和介绍, 整

理在表9中. 但要注意到的是, 与语义分割相比, 针对

深度估计无监督域自适应的相关研究还比较少.

6.1 基于生成对抗的无监督域自适应方法

与其他视觉任务相似, 生成对抗模型也被广泛用

于深度估计的无监督域自适应中. 方法包含两个存在

对抗关系的网络, 分别用于估计场景深度和鉴别数据

来源. 与其他视觉任务相似, 额外的用于图片风格迁

移的GAN也被用于深度估计的无监督域自适应中, 在

深度估计的输入空间进行训练数据增强, 以提升域自

适应的结果. 本小节根据输入鉴别器数据来自于深度

估计的特征空间还是输出空间, 以及是否进行数据增

强, 将方法分为在特征空间、输出空间及输入空间进

行域自适应三类介绍.

6.1.1 深度估计特征空间

在深度估计特征空间使用域鉴别器的方法通过判

断编码器提取的中间特征来自于源域还是目标域与深

度估计网络进行对抗学习, 从而实现域自适应. Ren等
人

[33]
提出一个联合估计场景深度、表面法线和实例

轮廓的多任务学习框架. 由于多任务的标签很难获取,
因此先在合成数据集上训练, 再通过对抗学习将合成

和真实数据集的特征进行对齐, 从而减小域偏移的影

响. Bozorgtabar等人
[172]

利用合成数据集和单目图片序

列共同进行单目深度估计, 在特征空间上使用生成器

和鉴别器, 利用生成器将真实数据的特征转换到合成

数据空间上, 利用鉴别器判别. 此外, 方法通过利用合

成数据集中的几何信息, 恢复了单目深度估计的绝对

尺度, 生成尺度一致的场景深度和相机相对位移. Van-
kadari等人

[173]
预先利用无监督单目深度估计的方法

[34]

训练一个深度估计网络, 然后分别提取日间和夜晚图

片信息的特征后输入鉴别器, 最后将提取夜晚特征的

编码器和用于日间场景深度估计的解码器结合, 用以

估计夜晚条件下的场景深度, 实现深度估计模型在日

间向夜晚场景中的迁移.

6.1.2 深度估计输出空间

本小节总结了在深度估计的输出空间上使用鉴别

器进行对抗学习的方法, 即通过一个域鉴别器判断输

表 9 无监督域自适应方法在深度估计中的应用

Table 9 Depth estimation with UDA

分类 年份 方法
鉴别器输入 生成

方向
1) 重构

2)
特点 数据集

3)

输入 特征 输出

生
成
对
抗

特征空间

2018 Ren等人
[33] ‒ √ ‒ ‒ ‒ 深度、表面法线、实例轮

廓
SU, Sc→P

2019 SynDeMo[172] ‒ √ ‒ ‒ ‒ 单目深度估计 vK→K

2020 ADFA[173] ‒ √ ‒ ‒ ‒ 夜间场景 O

输出空间
2018 AdaDepth[174] ‒ √ √ ‒ ‒ ‒ PB→ND, vK→K

2019 UM-Adapt[175] ‒ √ √ ‒ ‒ 多任务学习 PB→ND, G→K, C

输入空间

2018 Atapour等人
[50] √ √ √ S⇌T ‒ CycleGAN K→M3

2018 T2Net[176] √ √ ‒ S→T √ ‒ SU→ND, vK→K

2019 GASDA[178] √ ‒ ‒ S⇌T ‒ 双目深度估计 vK→K

2020 S2Net[179] √ ‒ ‒ S→T ‒ 单目深度估计、语义一致 vK→K

1) 此生成方向指在图像分类输入空间上使用的风格迁移网络中的生成器的生成方向, S代表源域, T代表目标域.
2) 这里的重构不包括在输入空间使用风格迁移网络重构图像.
3) 数据集名称均为表5中数据集的缩写形式.
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入是来自何域的深度估计图. Kundu等人
[174]

使用两个

域鉴别器分别从特征层面和输出层面进行对抗学习,
将从包含图片和相应的场景深度真值的合成数据集中

学习到的模型参数迁移到无真值的真实数据集中. 特

别地, 为缓解对抗学习中模式崩塌的问题, 提出内容

一致性约束, 确保输出的场景深度图与输入图像的空

间结构信息保持一致. 随后, Kundu等人
[175]

提出两种

新的正则化策略: 基于轮廓的内容正则化和利用跨任

务蒸馏模块探索任务间一致性的正则化, 以同时估计

场景深度、表面法线和语义分割结果. 此外, 此方法

中没有使用传统的域鉴别器, 而是将跨任务的蒸馏损

失作为目标函数以最小化域偏移.

6.1.3 深度估计输入空间

在深度估计输入空间进行域自适应的方法首先利

用额外的GAN进行域间的图片风格迁移, 再引入对抗

思想进行深度估计域自适应. 在输入空间预先进行图

片风格迁移的方法先将含有场景深度真值的源域图片

转变成有着目标域风格的图片, 进行数据增强, 再引入

对抗思想进行深度估计域自适应训练, 因此这类工作

一般包含一个风格迁移网络和一个深度估计网络.
Atapour等人

[50]
利用CycleGAN进行图片风格迁移

从而实现数据增强, 同时使用源域场景深度真值和预

测的场景深度图进行对抗学习, 训练源域图片的深度

估计模型. 然后利用CycleGAN中的生成器将目标域

图片转换成源域的风格, 以便利用训练的深度估计模

型预测场景深度值. Zheng等人
[176]

提出广义的风格迁

移网络: 若网络输入为真实图片, 网络重建图片; 若输

入为合成图片, 网络将合成图片的风格转变为真实图

片的风格. 因此, 这个广义的风格迁移网络能够更好

地提取真实图片的特征, 实现特征对齐. 与其他计算

机视觉任务不同, 深度估计任务可以在没有真值信号

的情况下, 利用双目图片对之间或单目视频序列之间

的几何约束以无监督的方式预测场景深度值
[34,177]. 由

于这种几何约束受域偏移的影响较小, Zhao等人
[178]

同

时利用合成数据中的场景深度真值标记和真实双目图

像中的对极几何约束进行域自适应. Cheng等人
[179]

将

网络分为两步训练, 首先使用源域数据进行风格迁移

和深度估计网络训练, 然后固定风格迁移网络, 通过

源域图片的有监督信号和目标域图片的自监督信号训

练深度估计网络. 此外, 考虑到图片风格转换前后的语

义分割标签应该不变, 因此, 对风格转变前后的图片上

语义分割结果进行一致性约束.
由于深度估计任务能通过图片间的几何约束减小

域偏移的影响 , 因此一些语义估计的域自适应方

法
[147,154]

将这种场景深度信息加入到语义分割的无监

督域自适应中. 而语义分割任务中的标签信息蕴含空

间结构信息, 因此未来可以考虑在深度估计任务中加

入语义信息来提升深度估计的域自适应结果.

7 未来研究方向

近年来, 随着深度神经网络的发展, 基于深度学习

的无监督域自适应方法也得到了飞速发展. 无监督域

自适应方法在计算机视觉任务中的发展大大提升了深

度学习模型的迁移性, 使得模型在没有数据标签的新

环境中也能表现良好, 为未来深度学习模型在更多领

域的落地和使用奠定了基础. 从目前无监督域自适应

的发展趋势来看, 基于生成对抗思想的方法是计算机

视觉领域域自适应的主流方法. 从不同任务的发展情

况来看, 不同任务间的域自适应方法发展不平衡. 虽然不

同的计算机视觉任务各有特点, 但无监督域自适应的

基本思想是相通的, 因此不同任务之间可以互相借鉴,
促进各个任务的发展. 目前来看, 无监督域自适应在计

算机视觉任务中主要存在以下几个潜在的研究方向.
(1) 常识性信息的加入 通过加入例如道路是直

的、车辆应在路边停靠、天空距离很远等常识性信息

来提升计算机视觉任务的效果, 可以通过加入知识图

谱等方法来提升网络对于上下文语境信息的理解.
(2) 单任务到多任务 进行多任务学习, 例如同时

学习语义、场景深度、光流等像素级任务. 虽然不同

计算机视觉任务各有特点, 但在它们之间也存在一定

的相关性, 因此可以通过探索不同任务间的内在关联,
利用这种内在关联增强无监督域自适应的约束. 几个

不同但相关的任务之间信息共享, 互相协作以提升网

络性能.
(3) 二维到三维 从二维计算机视觉任务扩展到三

维, 例如从2D目标检测扩展到3D目标检测, 从2D语义

分割扩展到3D语义分割, 从光流估计扩展到场景流的

域自适应等. 三维任务相比于二维任务来说, 难度更

大, 所需的信息量更多, 往往需要进行多模态信息的

融合, 因此需要探索如何利用多源信息进行域自适应,
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以及多源数据之间如何互补以提升网络性能.
(4) 更富挑战性的场景迁移 目前主要的域自适应

工作着重于探索如何在不同风格的数据集之间迁移或

从合成数据集迁移到真实数据集. 未来可以更加注重

于探索如何将域自适应方法应用到更富挑战性的场景

中, 如光照条件变化(白天与黑夜), 天气条件变化(有
雨、有雾、有霾等), 季节变化等, 这些场景对于算法

的实际应用和应用意义重大.
(5) 轻量级网络 目前的深度估计域自适应网络结

构复杂, 以基于生成对抗模型的深度估计域自适应方

法为例, 由图片风格迁移网络和视觉任务网络组成,
训练过程需要耗费大量时间与计算资源. 因此, 亟需

研究一种轻量级的方法, 使算法更具实用价值.
(6) 实际应用 无监督域自适应算法减轻了域偏移

对于深度学习模型的影响, 使得深度学习模型能在不

同环境中都能取得良好的效果. 因此可以将基于无监

督域自适应算法的深度学习模型应用到实际场景中,
并与决策和控制方法融合, 赋予智能体自主感知、决

策和控制的能力, 在自主无人系统中发挥作用.

8 结束语

基于深度学习的无监督域自适应方法在图像分

类、目标检测、语义分割和深度估计等计算机视觉任

务上取得了突出成果, 为在缺少真值标签的域上实现

相关计算机视觉任务提供了可能性. 本文从是否使用

生成对抗模型为依据进行分类, 概括总结了近年来基

于深度学习的无监督域自适应方法在典型计算机视觉

任务上的研究进展. 无监督域自适应的研究为理论算

法的实际落地和使用提供了可能性, 其与深度学习的

融合为该领域注入了新的活力, 是未来计算机视觉与

深度学习领域的一大值得研究的方向.
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A survey on unsupervised domain adaptation in computer vision tasks

SUN QiYu, ZHAO ChaoQiang, TANG Yang & QIAN Feng
School of Information Science and Engineering, East China University of Science and Technology, Shanghai 200237, China

As one of the typical applications of Industrial Internet, Internet of Vehicles (IoV) develops rapidly in recent years. It relies on the
interconnection of information, where the transferability of the accurate perception is of great importance. Though deep learning has
accelerated the development of computer vision tasks, traditional deep learning-based methods still have strong reliance on manually
annotated training data and are poor at generalizing knowledge to new environments. For computer vision tasks, since it is difficult to
collect training data with ground truth, it is agent to improve the generalization ability of deep learning models and alleviate their
dependence on manually annotated labels. Unsupervised domain adaptation (UDA) methods apply deep learning models to extract
and align features from data in different domains, which ensures the satisfactory generalization performance of deep learning-based
computer vision algorithms. This paper focuses on the challenges and applications of UDA in some typical computer vision tasks.
Firstly, the definition, significances, application difficulties, basic methods and relevant datasets of deep learning-based UDA
methods are introduced. Then, the mainstream UDA methods in typical computer vision tasks are introduced separately. Finally, the
prospective technical development trends and a summary are given.

unsupervised domain adaptation, computer vision, deep learning, transfer learning, autonomous system
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